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概要

近年，通信技術の発達に伴い大量の情報がWeb上に溢れるようになったが，人が

一日に触れることができる情報には限界がある．金融業界でも人工知能分野の手法

や技術を金融市場における様々な場面に応用することが期待されており，膨大な金

融情報を分析し投資判断を支援する技術にも注目が集まっている．その中でも特に，

金融テキストから投資判断において有益な情報を抽出し，抽出された情報と市場変

動の関係性を発見し，市場分析に応用する研究は金融テキストマイニングと呼ばれ

ている．投資判断において有益な情報とは，具体的には株価に影響を与えるような

情報であり，営業利益のような業績結果だけでなく，そのような業績になった要因，

さらには，役員人事，配当の実施の有無など，様々な情報が該当する．また，金融テ

キストマイニングで対象としているテキストは多岐にわたり，企業が公開している

決算短信，有価証券報告書などの文書や，金融の専門家が発信する経済レポートはも

ちろんのこと，不特定多数の人が投稿している SNSや掲示板の情報なども，抽出や

分析の対象である．

このような背景の下，本論文の前半では，金融テキストである株主招集通知を対象

にした，投資判断において有益な情報の抽出に関する研究について述べる．株主招

集通知とは，株主総会の開催前に株主へ送付される文書であり，その記載内容として

は，株主総会で議論される決議事項，大株主情報，役員情報などである．その中に

は，配当の実施，役員人事など，株価に影響を与える可能性のある情報が多く記載さ

れているが，ページ数が百ページを超えるものも珍しくない．したがって，投資判断

に有用な情報が多く記載されているが，発行時期が株主総会開催時期に集中するこ

ともあり，資産運用業務で企業分析を行う部署では，株主招集通知から投資判断に有

用な情報を確認する作業に膨大な労力を割いている．このような課題を解決するた

めに，本論文では投資判断に有用な情報が何ページから何ページに記載されている

かの推定を，ページ単位で実現する方法論の検討を行う．本研究により，確認したい

情報が何ページから何ページまで記載されているのかを自動で推定することが可能

になることにより，大幅な作業の効率化が実現可能になる．

本研究が従来の研究と大きく異なる点は，情報抽出のために文単位で区切り位置

を推定するのではなく，ページ単位で区切り位置を推定する点と，モデルを学習する

ための学習データを自動生成している点が挙げられる．ページ単位で抽出を行うこ

とにより，文単位での抽出よりも学習データの自動生成は容易になるが，ページの途

中で次の記載内容が始まるといった独自の問題がいくつか存在する．また，自動生

成で得られる学習データは，人手で作成した場合に比べ，精度やデータの偏り（バイ

アス）の問題が存在するため，それらの特性を考慮した上で学習させるモデルを選択

する必要がある．そこで本研究では，人手で作成された学習データを用いた上で，該

当ページに記載されている決議事項である議案の分類が可能であるかどうかの検討

を行い，良好な精度で分類が可能であることを示した上で，ページ単位での分類や抽

出にどのような問題があるのかの考察を行った．さらに，決議事項である議案だけ

でなく，大株主情報や役員情報などの情報が何ページから何ページに記載してある

かの推定を自動生成した学習データを用いて行うことにより，学習データの自動生
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成によってどのような問題が生じるのかを議論した上で，それらの問題を軽減でき

るモデルの検討を行った．

本手法のルールベースによる学習データ生成により，人手による学習データ作成で

は生成することができない大量の学習データの生成が可能となったが，その反面，学

習データに偏りが生じていることが明らかになった．そして，この偏りにより，ペー

ジに対しての分類を行う系列ラベリング問題において，CRFなどの従来研究で良好

な結果が得られる手法が必ずしも最良の結果が得られる保証がない．そこで本研究

では，いくつかの従来モデルとの検討も行った上で，本手法による BiLSTMモデル

がミクロ F1 値 0.970 と最も良好な結果であることを示し，従来の研究で有効とさ

れている CRF層などの追加が，自動生成した偏りのある学習データを用いる場合に

は，過学習の原因になっていることを示した．

本論文の後半では，同じく金融テキストである有価証券報告書を対象にした，投

資判断において有益な情報の抽出に関する研究について述べる．有価証券報告書は，

事業年度ごとに作成する企業内容の外部への開示資料であり，企業の概況，事業の状

況，設備の状況など多くの内容が記載されている．有価証券報告書は，PDFだけで

なく XBRL形式のデータで提供されており，XBRL形式のタグを解析することで，

章ごとのテキスト情報を抽出することが可能である．しかし，章に限定して抽出し

ても，そのテキスト情報は依然として膨大である．そこで，本論文では有価証券報告

書の 2章「事業の状況」を対象に，投資判断において特に有益な情報である，企業の

業績に関する要因について書かれた文（業績要因文）と，どれだけの売上高や経常利

益だったのかについて書かれた文（業績結果文）の抽出を行い，抽出した業績要因

文，業績結果文が，対象企業のどの事業セグメントに関するものであるかを自動付与

する方法論について述べる．

上記を実現することにより，有価証券報告書に含まれる膨大なテキスト情報から

投資判断に有用な情報のみを抽出することが可能になり，抽出した各文に対して事

業セグメントが付与されていることで，業績要因文のみの抽出では把握することが

できないことを把握することが可能になる．例えば，自動付与した事業セグメント

の情報から，業績要因文に対応する業績結果文が得られるため，売上高から事業規模

を把握することが可能であり，経常利益の前年度比からセグメント別の事業の成長

度合いを把握することも可能になる．

業績要因文の抽出は，決算短信を対象に学習データを自動生成し，分類モデルを学

習させることで抽出が可能であることが先行研究によって示されているため，その

従来手法を本論文で対象としている有価証券報告書に適用し，業績結果文の抽出は

ルールベースで行った．そして，有価証券報告書の特徴を利用することで，事業セグ

メントもルールベースで抽出し，抽出した業績要因文と業績結果文が，どの事業セグ

メントに対する記述であるかを，文の出現順序に着目することで自動付与した．評

価実験の結果，事業セグメントの付与が正しく，業績要因文判定が正しいものの適合

率は 0.693，再現率 0.725であり，事業セグメントの付与が正しく，業績結果文判定

が正しいものの適合率は 0.788，再現率 0.911であった．

最後に，全体の結論と今後の研究展望について述べる．
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1 はじめに

1.1 背景

近年，機械学習などの手法が注目を集め，様々な分野への応用研究が活発に行われてい

る．特に，データが紙媒体から電子媒体に移行したことにより，これまで必要だった多く

の業務の自動化や半自動化が今後より進むと予測される．金融業界でも人工知能分野の手

法や技術を金融市場における様々な場面に応用することが期待されており，膨大な金融情

報を分析して投資判断を支援する技術にも注目が集まっている．さらに，最近では証券市

場における個人投資家の比重が増大しており，個人投資家に対して投資判断の支援を行う

技術の必要性が高まっている [1, 2]．

また，計算機の発展に伴い，煩雑な計算が可能になったことで，複雑なモデルを学習さ

せることが可能となった．これまでデータといえば数値データが中心であったが，複雑な

モデルを学習させることが可能になったことにより，画像，音声，テキストなど様々な

データを扱うことが可能になり，現在ではそれらのデータを組み合わせた研究が盛んに行

われている [3]．金融業界でも，これまで株価の予測などは過去の株価や企業の業績などを

モデルの入力に利用してきたが，近年では，投資戦略にテキスト情報から得られたスコア

を組み込むことの検証 [4]や，テキストデータを含むオルタナティブデータ（Alternative

Data）を使用した運用に関する研究も盛んに行われている [5, 6]．しかし，未だに機械で

は判断できない領域は残っており，人手による投資判断が必要なことの方が多いのが現実

である．

人手による投資判断において問題となるのが，判断のためのテキスト情報が氾濫してい

ることが挙げられる．一昔前であれば，テキスト情報をいかにして集めるかが重要であっ

たが，現在では様々な情報を大量に取得することが可能である．しかし，時間あたりに目

を通すことができるテキスト情報には限界があることから，膨大なテキスト情報の中から

有益な情報の取捨選択が課題となっている．

膨大なテキスト情報から自然言語処理技術と機械学習を用いて有益な情報を抽出するこ

とをテキストマイニングという．特に，機械学習を用いたテキストマイニング手法によっ

て，金融に関連する膨大なテキストから投資判断に有益な情報を識別，抽出し，抽出され

た情報と市場変動の関係性を発見したり市場分析に応用する研究は，金融テキストマイニ

ングと呼ばれている [1]．金融テキストマイニングで対象としているテキストは，企業が

公開している情報や，金融の専門家が発信する経済レポートはもちろんのこと，不特定多
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数の人が投稿している SNSや掲示板の情報も対象である．企業が公開している情報とし

ては，決算短信，有価証券報告書，株主招集通知，統合報告書，プレスリリースなどが挙

げられる．その他には，企業が所有している特許情報や，Web ページの情報なども有益

な情報源である．

1.2 研究目的

このような背景を踏まえた上で，本論文では金融テキストマイニングの一環として，企

業が公開している膨大な金融テキストデータから，投資判断に有益な情報を抽出するのに

必要な各種の要素技術の開発を行い，その有効性を検証する．本論文における投資判断に

有益な情報の例としては，企業の役員情報，大株主情報，業績情報などが挙げられる．ま

た，本論文で研究の対象とする金融テキストは，株主招集通知と有価証券報告書である．

株主招集通知は，株主総会の開催日の二週間前までに株主への送付と公開が義務付けら

れており，誰でも企業Webサイトから PDFファイルとしてダウンロードすることが可

能である．その記載内容としては，株主総会で議論される決議事項，大株主情報，役員情

報などであるが，その中には，配当の実施，役員人事など，株価に影響を与える可能性の

ある情報が多く記載されている．しかし，記載内容は多岐にわたり，ページ数が百ページ

を超えるものも珍しくない．

そこで本論文の 2章および 3章では，この株主招集通知を対象に，投資判断に有益な情

報が，何ページから何ページに記載があるのかを推定することで抽出することを目的とす

る．本研究では，ある程度まとまった文集合を用いて投資判断に有益な情報を抽出するこ

とで，高い精度の達成を目指す．ここで，PDFファイルは，ページごとにテキストデータ

に変換することが可能であり，ページごとのテキスト情報をまとまった文集合とし，ペー

ジに記載されている内容の推定を行うことで，ページ単位での情報抽出を行う．このペー

ジ単位での情報抽出に関する研究は，先行研究が存在しないが，多くの企業が抱える業務

を効率化するのに有効な手段である可能性があり，従来のテキストマイニング手法をペー

ジ単位に拡張した応用研究である．

有価証券報告書は，事業年度ごとに作成する企業内容の外部への開示資料であり，企業

の概況，事業の状況，設備の状況など多くの内容が記載されている．また，有価証券報告

書のデータは，金融庁が運営しているWebサイトである EDINETに開示されているた

め，誰でも入手が可能である．有価証券報告書は，PDFだけでなく XBRL形式のデータ

で提供されており，非常に複雑なタグで構成されているが，このタグを利用することで，

章ごとのテキスト情報を抽出することが可能である．したがって，多くの情報が掲載され
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ているものの，その中から必要な章に限定してテキスト情報が抽出できることが，XBRL

形式の特徴である．しかし，章に限定して抽出しても，そのテキスト情報は依然として膨

大である．そこで，本論文の 4章では，有価証券報告書の 2章「事業の状況」を対象に，

投資判断において特に有益な情報である，企業の業績に関する要因について書かれた文

（業績要因文）と，どれだけの売上高や経常利益だったのかについて書かれた文（業績結

果文）の抽出を行い，抽出した業績要因文，業績結果文が，対象企業のどの事業セグメン

トに関するものであるかを自動付与する方法論について述べる．

上記を実現することにより，有価証券報告書に含まれる膨大なテキスト情報から投資判

断に有用な情報のみを抽出することが可能になり，抽出した各文に対して事業セグメント

が付与されていることで，業績要因文のみの抽出では把握することができないことを把握

することが可能になる．例えば，自動付与した事業セグメントの情報から，業績要因文に

対応する業績結果文が得られるため，売上高から事業規模を把握することが可能であり，

経常利益の前年度比からセグメント別の事業の成長度合いを把握することも可能になる．

1.3 本研究の貢献

本論文の自然言語処理分野への学問的な貢献は，大きく分けると以下の 2点である．

１. 金融テキストにおけるページ単位での情報抽出を自動生成した学習データを用いて

行うための方法論の提案

２. 金融テキストにおける文単位での情報抽出として，事業セグメントが付与された業

績要因文と業績結果文を抽出する方法論の提案

本論文で述べる研究の位置づけを明確化するために，次節 1.4節でこれまでの従来手法に

関する問題点や，従来手法との相違点などを列挙しつつ，本論文の有効性と新規性につい

て述べる．

1.4 関連研究

本論文は，自然言語処理の分野の中でも，特に金融テキストマイニングと呼ばれる分野

に含まれる．したがって，提案手法の多くは，テキストマイニングに関する研究をヒント

に手法の提案，検討を行っているため，まず 1.4.1節でテキストマイニングに関するこれ

までの研究を踏まえた上で，本論文の新規性と有効性について述べる．また，1.4.2節で

は，学習データの自動生成に関する研究の必要性を，いくつかの関連研究を示しつつ述べ

3



る．最後に，1.4.3節では，金融テキストマイニングに関する研究において，どのような

背景の下で，どのようなテキストデータを対象に，テキストマイニングが行われているか

を述べた上で，本論文で抽出の対象とする情報の新規性および重要性について述べる．

1.4.1 テキストマイニング

本論文での抽出対象は，投資判断に有益な情報の抽出と一言でまとめたが，テキストマ

イニングにおける抽出の単位は様々であり，抽出単位によって手法が異なる．

一番小さい単位での抽出は，文字列単位（Word）での抽出である．例えば，「コロナ

ウィルス」のような，最新のトレンドとなるような文字列を抽出することや，企業ごとの

特徴的な語を抽出することが挙げられる．鳥海らは，Twitterに投稿されたテキストデー

タを用いて，新型コロナ禍における大きなイベントの発生と，ユーザの投稿にあらわれる

感情の変化を抽出した特徴的な単語を用いて分析している [7]．

しかし，解決したい課題によっては，文字列単位での抽出では不十分である．例えば，

企業分析をするためには，「コロナウィルス」によって，業績がどのように変化したのか

を把握する必要がある．そのためには，「コロナウィルスによる外出自粛要請や渡航制

限措置により、観光と出張の両面で需要が減少し、売上が大幅に減少した。」や「コロナ

ウィルスによる巣ごもり需要の増加により、インスタント食品やレトルト食品、冷凍食

品など、自宅で手軽に調理できる食品の売上が好調に推移しました。」のように，文単位

（Sentence）の抽出が有効である．

文章から重要な情報を持った文を抽出する重要文抽出技術は，文章要約技術の 1つであ

る．平尾らは，SVM（Support Vector Machine）を用いた重要文抽出手法を提案してお

り，TSC（Text Summarization Challenge）のデータを用いて評価実験を行い，提案手

法は Lead 手法などの従来手法と比較し，優れていることを実証している [8]．金融テキ

ストを対象にした研究としては，業績予測文 [9, 10]，業績要因文 [11, 12]を抽出する研究

などがあり，これらは 1.4.3節で改めて詳細を述べる．

さらに大きい単位での抽出は，段落の抽出，記事の抽出などの文の集合である文章の抽

出である．文章単位での抽出は様々な場面において必要となる．まず挙げられるのは，膨

大なデータから分析対象となるデータを絞りこむために，文章を分類し，抽出する必要が

ある．例えば，コロナウィルスに関連するテキストデータを集めるためには，インター

ネット上のニュース記事に対して，コロナウィルスに関連するニュースであるかどうか

の 2値分類を行い，抽出する必要がある．また，データの絞り込みは，前述した単語単位

での抽出や，文単位での抽出精度の改善に有効である可能性もある．例えば，川口らは，

SVMを用いてWeblog記事から主観的な意見を含むレビュー記事を抽出し，抽出したレ
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ビュー記事を対象に，新聞記事から抽出した辞書に基づいて意見文を抽出する二段階抽出

手法を提案している [13]．レビュー記事を最初に主観的な意見文が含まれるかどうか分類

することにより，非レビュー記事から抽出されたしまう文を 46%削減することに成功し

ている．

また，本来は文単位での重要文抽出を行いたい課題に対しても，扱うデータや条件に

よって文章単位での抽出を選択することもある．例えば，PDFデータをテキストデータ

に変換する場合には，文が崩れてしまうことによって，抽出対象となる文が抽出できない

場合などがある．このような文の抽出失敗を極力避けたい，再現率を重視する場合には，

抽出したい文が記載されている文章を抽出するモデルを作成することで，仮に抽出対象の

文の形式が崩れてしまった場合や，学習データには出現していなかった単語の多い文だと

しても，文章全体のテキスト情報を用いることで，抽出対象の文章を抽出することが可能

になる．特に，「販促領域では新型コロナウイルス感染症の影響発現が主に 2020年３月以

降だったため、業績に与える影響は限定的でした。」，「しかし、外出自粛要請等により旅

行分野及び飲食分野では、売上収益への影響がありました。」のような連続して出現する

2文が本来の抽出対象であるとき，2文目の抽出の有無によって，この文章の印象は大き

く変わることが予想される．したがって，中途半端に文を抽出するよりは，文章単位でま

とめて抽出した方がいいケースも多いため，文章単位での抽出は，自然言語処理の分野で

重要な技術として研究されている．

本論文では，4章の有価証券報告書を対象とした研究で，文単位の抽出について述べ，2

章と 3章の株主招集通知を対象とした研究で，ページ単位での抽出について述べるが，本

論文の新規性は，PDFファイルである株主招集通知からページ単位の抽出を行っている

点が挙げられる．ページを文の集合である一つの文章と捉えることで，ページ単位の抽出

は，文章の分類問題と定義することが可能である．例えば，本論文の 3章では，「議案が

記載されているページ」，「大株主情報の記載があるページ」，「重要な事項が記載されてい

ないページ」のように，ページに対して分類を行うことで重要なページの抽出を行ってい

るが，これはニュース記事を，「政治」，「スポーツ」，「経済」といったトピックに分類す

る問題と非常に類似した特徴を持ち合わせる．このような，文章の分類問題を解くための

手法に関する先行研究は数多く存在し，SVMや深層学習などの機械学習手法を用いるこ

とで，分類を行うことが可能であることが示されている [14, 15, 16]．本論文では，ペー

ジを一つの文章と捉え，従来の SVMや深層学習などの機械学習手法を用いることで，分

類を行うことが可能であるかの検討を 2章と 3章を中心に議論している．

ただし，ページ単位での情報抽出が従来の文章分類問題と大きく異なる点は，文章の順

に意味がある点であり，日本語で記載された PDFデータを対象に，ページ単位での抽出
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を行っている先行研究は存在しない．特に，ページ単位での抽出は，内容がページで区切

られていない可能性があることや，前後のページの情報を用いることが有効である可能性

があるなど，一文単位での分類やニュース記事の分類問題などとは異なる点が多い．こ

のような順序のあるデータに対して分類を行う問題は，系列ラベリング問題（Sequential

Labeling）と捉えることもできる [17, 18, 19, 20, 21]．自然言語処理であれば，文を単語

の列と捉え，単語に対して品詞割当てや固有表現判定を行う問題 [22] や，対話における

発話に対して，発話タイプの判定などを行う問題 [23] などが系列ラベリング問題に該当

する．ページ単位での分類において，その前後のページの情報は分類の有効な特徴量にな

る可能性が高いため，単一ページを用いた分類よりも，前後のページの情報も用いた分類

の方が，良好な結果を得られることが期待される．よって本研究では，これらの系列ラベ

リング問題で有効であることが示されている LSTM[24]や CRF[21]などの手法が，ペー

ジ単位での情報抽出においても有効であると考え，これらの手法を適用し評価を行うこと

で，有効性の検討を行っている．

また，ページを文の集合である一つの文章とし，文書全体を文章の列と捉えるのではな

く，文書全体を文の列によって構成されていると捉えることで，従来研究の段落部分を判

定する問題や，対話における対話内容のトピック変換点や，現在どのようなトピックが話

し合われているのかを推定する研究などの手法を利用することも考えられる [25, 26, 27]．

これらの研究は，入力が文単位であるのに対して，本研究で提案しているのは，入力が

ページ単位である点が相違点である．本研究でも，いくつかの条件を満たすことができれ

ば，株主招集通知のテキスト情報を 1 文ずつ入力とすることで，上記に上げたような従

来研究の手法を適用することができると考えるが，以下に挙げるように，その条件は厳し

く，上記の従来研究を，本研究の目的のためにそのまま使用することは容易ではない．

まず，PDFデータをテキストデータに変換を行う必要があるが，表や図などが多く含

まれている株主招集通知のような PDFデータは，テキストデータ変換時に思うように変

換できないことが多々ある．また，ページとページの間には，ページ番号や表示されてい

ないテキスト情報，左右にインデックス情報が縦書きされているなど，文に直す際には多

くのノイズが含まれる傾向を持つ．また，文単位ではなく，行単位で変換が行われるた

め，行を連結処理したあとに，文への分割処理をする必要がある．さらに，注意事項，そ

の他の補足，表の数値テキスト情報などが，複数行にわたって出現することも多いため，

系列ラベリングのような問題と捉えて解く場合，LSTM などの再帰的なモデルは，比較

的近い位置の情報を加味することに特化しているため，近年の attention機構などを用い

て，遠く離れた情報を加味することが可能なモデルを検討する必要もある．

次に，仮に上記の PDFからのテキスト変換が問題のないレベルで行うことができた場
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合を考えるが，学習データ生成が容易でないことが挙げられる．2章の研究では，人手に

て従来作業でデータベースに記録されたデータがあるが，これらのデータは，ある株主招

集通知の各議案がどの議案分類に該当するのかと，その議案が何ページから始まるかの

データでしかないため，ページの 1行目から，その議案の記載が始まっている保証がなく，

ページ前半にはひとつ前の議案についての記載があり，ページの後半分から，該当の議案

についての記載が始まっている可能性がある．また，同一ページに複数の議案が出現する

可能性もある．このようなデータに対して，何ページの何行目から何ページの何行目まで

が，該当の議案であるかの判定を，ルールベースで行い学習データを作ることも可能で

あったが，その場合，どの行から議案が始まっているのかを，学習データになるレベルの

質で作成可能なルールを設定する必要があり，このようなルールの作成は非常に難しい．

また，3章の研究では，そのような従来の業務で蓄えたデータもない状態から学習データ

を生成する必要があったため，文単位での学習データの自動生成は不可能であった．

最後の条件としては，実用化を考えた場合に処理速度の問題が残る．文単位での開始位

置推定を行うためには，まず入力される PDFをテキストに変換し，文単位に分割するた

めの前処理を行う必要ある．そして，各文を分散表現で表し，一文一文を入力とするモデ

ルに，数十から数百ページに出現する大量の文を入力し，推定を行う必要がある．これに

対して，本研究でのページ単位での抽出であれば，各ページをテキストデータに変換し，

出現する素性となる語の頻度のベクトルを生成するだけであるため，高速に処理すること

が可能であり，モデルへの入力もページ数であるため文に対して非常に少なくなる．

これらの理由から，本研究ではページ単位での抽出を行う方法論の検討を行っている．

ページ単位での抽出を行うことにより，メリットもあるが，ページ単位での抽出独自のデ

メリットもいくつか存在し，それらに対する考察も本論文の貢献の一つである．

1.4.2 学習データの自動生成

テキストデータの分類に関わらず，分類器を学習させるためには，学習データが必要で

ある．近年，学習データを用いた教師あり学習における分類問題の精度向上は目覚まし

く，学習データが十分な量と質で存在するのであれば解決できる問題は非常に多い．これ

まで人手で分類し，抽出してきたデータを学習データとすることで，それらの分類，抽出

の自動化に成功したといった研究は多く存在し，近年では，教師無しデータを大量に用い

た事前学習済みモデルを用いることで，大量の教師ありデータがなくても少量のデータを

ファインチューニング（Fine Tuning）することで良好な結果を得ることが可能になりつ

つある [28, 29, 30, 31]．

しかし，これまで人手で抽出してこなかった情報を抽出する場合には，学習に使用する
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ためのデータが存在しないという問題がある．学習データが存在しない場合，一番シンプ

ルな解決法としては学習データを人手で作成することであるが，学習データの人手による

作成には非常に多くの労力と時間がかかる．特に金融テキストマイニングの場合は，その

金融テキストの内容を理解することにある程度の専門的な知識が必要となり，学習データ

の作成にもその分野に対する専門的な知識が必要になる場合も多い．また，テキストデー

タは時間とともに特徴が変化していく傾向があるが，その中でも特に金融テキストは，こ

れまでなかった商品，サービス，職種の登場などにより変化が大きく，過去のデータを用

いた学習が，現在のデータにあわず，予測がうまくできない可能性がある．したがって，

たとえ学習データがもともとあったとしても，時間経過に伴い，その都度，学習データを

作り直す必要がある．これらの理由から，人手による学習データの作成をし続けることは

実用上困難である．

そこで，本論文では学習データの自動生成方法を提案する．分類問題の学習データに関

する研究は盛んに行われている．少量の学習データが存在する場合においては，学習デー

タの水増しを行う方法論の検討も行われており，例えば，Arazoらは，半教師あり学習に

おける Pseudo Labelingによる影響を分析している [32]．画像分類の分野であれば，画像

を左右反転させるなどのシンプルな処理をすることで，学習データを増やすことができ，

Shortenと Khoshgoftaarの研究では，画像データの様々な学習データの水増し方法を検

討し，評価実験によりその有効性を示している [33]．テキスト分類の分野であれば，Wei

と Zouは，ランダムに，1.同義語置換，2.同義語挿入，3.単語移動，4.単語削除，を利

用可能な学習データの 50%に適用することで，利用可能な学習データ全てを使用した結

果と同様の結果が得られることを示している [34]．また，データ分析力や機械学習のモデ

リング力を競い合うコンペティションプラットフォームである Kaggle*1で開催されたテ

キスト分類のコンペティションでは，再翻訳を行いデータを水増しする方法が，精度向上

に有効であることを，優勝者がディスカッションにて公開している*2．

これらのデータ水増し方法は，少量の元でとなるデータが必要であるが，どのような問

題を扱うかによるが数百から数千程度のデータが必要である．それに対して，0から学習

データを生成する場合，自然言語処理分野では，正例となるテキストに対してのみ出現す

るような特徴的な語がいくつもあれば，正例を作ることが可能であるが，そのような語が

あるのであれば学習データを生成するまでもなく分類が可能である．特に，抽出の対象が

文である場合には，多種多様な文が存在することから，単純な方法での学習データ生成は

*1 https://www.kaggle.com/
*2 https://www.kaggle.com/c/jigsaw-toxic-comment-classification-challenge/discussion/52557

8



難しい．例えば，近藤らは，計測対象文の集合から，景気関連文の抽出を行うためのモデ

ルを学習させるための正例として，景気ウォッチャー調査の景気判断理由集を学習データ

に活用している [35]．近藤らの研究のように，抽出対象となる文集合とは別のデータを活

用することで学習データを準備する研究は多いが，それ以外の方法で 0から学習データを

生成するための研究は非常に少なく，本論文で扱うページ単位での抽出を行うための学習

データを生成する従来研究は存在しない．また，文に対しての学習データ生成も，単純な

ルールベースの手法では多種多様な文に対応することはできず，タスクに特有の手がかり

表現などを使用することになる．

そこで本論文では，0から学習データを生成する研究として，3章では，ページ単位で

の抽出を行うモデルを学習させるための学習データをルールベースで生成する方法につい

て述べ，4章では，文単位での抽出を行うモデルを学習させるための学習データを，手が

かり表現や企業キーワードのような特徴語を用いて生成する方法について述べる．

学習データを自動で生成することが可能になれば，データの特徴が変化したときや，抽

出したい対象が変わったときも，多大な労力を割くことなく，モデルの再学習が可能とな

る．しかし，自動生成で得られる学習データは，人手で作成した場合に比べ，精度やデー

タの偏り（バイアス）の問題が存在するため，それらの特性を考慮した上で学習させるモ

デル選択をする必要がある．学習データの自動生成によってどのような問題が生じるのか

を議論した上で，それらの問題を軽減できるモデルの検討を 3章で行う．

1.4.3 金融テキストマイニング

本論文では，金融テキストとして，有価証券報告書や株主招集通知を対象としており，

金融テキストマイニングと呼ばれる研究に含まれる．したがって，金融テキストマイニン

グに関するこれまでの研究が，どのような背景の下で，行われているかを述べた上で，本

論文で抽出の対象とする情報の新規性および重要性について述べる．

和泉らは，日銀が発行している「金融経済月報」を用い，国債市場の分析を行って

いる [36]．この研究では，共起解析（co-occurrence analysis），主成分分析（principal

component analysis），回帰分析（regression analysis）からなる CPR法を提案し，テキ

ストを解析することで国債市場の分析を行っている．さらに，蔵本らは和泉らの研究 [36]

をさらに発展させ，入力テキストを新聞記事として，長期的な株式市場の分析を行ってい

る [2]．Mileaらは，欧州中央銀行が発行している報告書から Fuzzy Grammar Fragment

を抽出し，それに基づき，MSCIユーロ・インデックスを予測（上向き，もしくは，下向

きに推移するかどうか）している [37]．Koppelらは，企業に関する記事が，その企業の

株価に影響を与えるかどうかを判別する手法を提案している [14]．この研究では，一定以
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上，株価が上がった記事と下がった記事を学習データとし，ある記事が Good Newsか，

Bad Newsかを判別している．Lavrenkoらは，企業に関する記事内容によって引き起こ

される株価の動きを予測するための手法を提案している [38]．これらの研究では，日銀の

金融経済月報，景気動向記事のような新聞記事といったテキスト情報を用いて，将来的な

市場の予測を行っている．

金融テキストの分析を目的とした研究として，松田らは，日本銀行政策委員会金融政策

決定会合議事要旨のテキストデータから，トピック抽出の研究を行っている [39]．また，

竹内らは有価証券報告書を分析し，特徴語抽出により，倒産企業の特徴を明らかにしよう

としている [40]．この研究では，文脈情報や係り受け情報などにも注目し，継続企業群と

倒産企業群の特徴語の抽出を行っている．

これらの研究に対して，本論文の 2章と 3章の目的は，現在の技術では，市場や株価に

どのような影響を与えるのか判断することが難しい，人手での判断が必要となる情報を抽

出することである．したがって，直接的な分析を行う研究とは異なり，情報抽出に重きを

置いた研究である．現状，金融テキストマイニングの研究は分析がメインであり，その分

析を行うためのテキスト情報は，単語単位で抽出した情報や，係り受け情報などを利用し

た研究が中心である [39, 40]．そして 1.4.1節で述べた通り，テキストマイニングにおい

て，様々な抽出技術の研究が活発に行われているが，それらの技術の金融テキストへの応

用は十分に進んでいない．その要因には，教師あり学習モデルを使用するためには大量の

学習データが必要であることや，ドメインや金融テキストファイル独自の特徴があること

が挙げられる．そこで 1.4.2節の学習データの自動生成手法と 1.4.1節のテキストマイニ

ング手法を，金融テキストに応用するための方法論を本論文では検討する．また，金融テ

キストとして株主招集通知を対象とした研究は珍しく，不必要な情報などが多く記載され

ていることから，分析対象として敬遠されていたが，本論文の手法を用いることで，分析

対象とするテキスト情報を絞り込むことが可能となるため，今後の株主招集通知の自然言

語処理による分析への貢献が期待される．

本論文の 2章と 3章では，ページ単位での抽出を行っているが，それに対して，単語単

位や文単位での抽出に重きを置いた金融テキストマイニングの研究は多い．単語単位での

抽出に関する研究として，極性辞書の作成を目的とした研究がある．例えば，坂地らは，

景気動向について述べた経済新聞記事を対象に，景気が上がるか下がるかの根拠表現を

抽出し，抽出した根拠表現に対して極性（ポジティブ，ネガティブ）を付与する手法を提

案している [41]．また，五島と高橋は，金融分野に特化した極性辞書の作成を目的とし，

ニュースデータと株式価格データから極性辞書の作成を行っている [42]．

金融テキストを対象とした文単位の抽出の研究も数多く存在している．酒井らは，企業
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の業績発表記事から業績要因を抽出し [43]，抽出した業績要因に対して業績に対する極性

(「ポジティブ」，「ネガティブ」) を付与する手法 [44] や，抽出される複数の業績要因か

ら重要な業績要因を自動的に抽出する手法を提案している [45]．更に，酒井らは，上記の

手法 [43]を決算短信 PDFに適用し，決算短信 PDFから，例えば「半導体製造装置の受

注が好調でした」のような業績要因を含む文を抽出する手法を提案している [11]．これら

の研究から派生して，坂地らは決算短信から原因・結果表現を抽出する手法を提案してい

る [46]．例えば，「夏の記録的な猛暑の影響により冷房需要の増加がみられた」という文

を抽出し，「夏の記録的な猛暑の影響」が原因，「冷房需要の増加がみられた」を結果とし

て識別する．さらに，抽出された原因・結果表現の中から意外性のある組み合わせを識別

する手法を提案している [47, 48]．坂地らの研究でも「により」のような原因と結果を繋

げる手がかり表現を使用して文の抽出と原因・結果表現の識別を行っている．業績要因文

抽出の既提案手法である酒井らの研究 [11]でも「が好調」「が不振」といった手がかり表

現をブートストラップ的に自動獲得しているが，全ての手がかり表現を網羅することがで

きず，再現率よりも適合率が高い結果となっている．また，北森らは決算短信から業績予

測文を抽出する手法を提案している [9, 10]．例えばソニーの決算短信から「音楽分野音楽

制作が好調であることなどにより，分野全体の売上高は１０月時点の想定を上回る見込み

です」という文を抽出する．業績要因文と業績予測文の違いは，業績要因文は前期の業績

の要因について述べている文であるのに対して，業績予測文は今期（あるいは来期）の業

績予測の要因について述べている文である．そのため，抽出に必要な手がかり表現が異な

り，北森らは「見込みです」などの文末や「予想につきましては」などの文頭に出現する

表現を手がかり表現として抽出している．また，田中らは決算短信から抽出した業績要因

文から複数企業に共通する要素を抽出し，さらに，抽出した共通する要素から新たな関連

企業を推定する手法を提案している [49]．

このように，金融テキストからの業績要因などの文を抽出する研究は盛んに行われてい

る．本論文の 4章における業績要因文の抽出は，決算短信からの業績要因文の抽出を行っ

ている酒井らの手法 [50] を適用し，業績要因文抽出のための学習データを有価証券報告

書から自動的に生成し，深層学習を用いて行っている．酒井らの研究 [11, 50]との相違点

は，酒井らの研究では，決算短信から業績要因文を抽出するのみであり，その業績要因文

がどの事業セグメントに属するのかは判定しておらず，決算短信から業績結果文や事業セ

グメント名といった情報の抽出も行っていない．それに対して本論文では，有価証券報告

書からその企業の事業セグメント名を獲得し，有価証券報告書から抽出した業績要因文，

業績結果文に対して，事業セグメントの付与を行っている点で大きく異なる．

業績要因文に事業セグメントを付与する研究としては，村野らは決算短信から抽出した
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業績要因文を事業セグメントに基づき k近傍法にて分類する手法を提案している [51]．し

かし，村野らの手法を行うためには，企業ごとに人手で事業セグメント名を収集する必要

があり，さらに，大量の事業セグメント名のラベルが付いた正解データを作成する必要が

ある．証券市場の上場企業数は東京証券取引所の上場企業だけでも 2020年 12月 31日現

在，3, 756 社も存在するため*3，人手で各企業の事業セグメントを収集し，学習データを

作成するのには多大な労力が必要となる．また，企業の事業セグメント名は頻繁に変更さ

れ，事業セグメント名の変更が起こった場合，正解データを人手で作り直す必要がある．

これは現実的にはコスト面などの問題から不可能であり有効な方法ではない．このような

方法を取らざるを得なかった理由は，決算短信のフォーマットが企業や年度によって異な

るためである．それに対し，本研究で提案する手法は，ある程度フォーマットが定まって

いる有価証券報告書を用いることで，事業セグメント名を自動的に獲得し，業績要因文抽

出のための学習データをも自動で生成するため，人手による作業を必要としないものと

なる．

これまで抽出方法が提案されてきた業績要因文と，本論文の 4 章によって抽出するこ

とが可能になる事業セグメントが付与された業績要因文と業績結果文の相違点は，より応

用的な分析が可能になる点である．まず，企業の持つ事業セグメントは，売上や利益が事

業セグメントごとに大きく異なる．例えば，「株式会社 SUBARU」は，「自動車セグメン

ト」と「航空宇宙セグメント」を持っているが，その利益状況は，「自動車セグメント：

397,657 百万円」に対して，「航空宇宙セグメント：9,102 百万円」と 45倍程度の差があ

る．したがって，「航空宇宙セグメント」の業績が好調だとしても，メインの事業セグメ

ントである「自動車セグメント」の業績が不調であれば，企業全体としての業績は不調で

ある．事業セグメントを業績要因文に付与することが可能になることで，事業セグメント

の規模によって，業績要因文の重要性を測ることが可能となる．また，事業セグメント別

に，市場を分析することも可能となり，事業セグメント全体の傾向分析や，同一事業セグ

メント内で，好調な企業と不調な企業の分析なども可能となる．

さらに，事業セグメントを業績結果文とも紐づけることにより，業績要因文に対して，

数値情報を付与することも本手法で可能となる．文や表現に対して極性を付与するために

は，テキストとポジティブ・ネガティブを表す分類や数値情報が必要となる．これまでの

多くの先行研究では，これらの数値情報に，企業の株価や，企業全体の売上高や営業利益

などを用いているが，企業の株価や全体の売上高は，様々な要因が入り乱れてしまってお

り，対象としているテキストがどの程度の影響を与えているかを考慮しきれていない問題

*3 https://www.jpx.co.jp/listing/co/index.html
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がある．それに対して，本研究で抽出することができる各事業セグメントごとの業績要因

文と業績結果文は，これまで先行研究で使用してきたデータよりも，テキストと業績結果

の数値情報の関係が強いものとなっている．したがって，これらのデータを用いて極性付

与を行うモデルを学習させることで，これまでの研究で得られた結果よりも良好な極性付

与を行うことが可能になる見込みが高い．このようなモデルの学習を可能にするために

は，業績要因文とそれに紐づく業績結果文を人手で大量に作成する必要があるが，それは

非常に困難であり，そのようなデータを大量に生成することを可能にした．このように，

これまで抽出してきた情報に，事業セグメントと業績結果文を紐づけることにより，分析

の幅が広がることや，極性辞書作成のための言語資源となることが本論文の貢献の１つで

ある．

1.5 本論文の構成

2章では，自動生成した学習データを用いて，ページ単位での有益情報抽出を行うこと

が可能であるかどうかを検討するために，まず人手で作成した学習データを用いて分類器

を学習し，分類対象となるページをルールベースで絞った上で，ページ単位での分類が可

能であることを示す．具体的には，株主招集通知を対象に，議案が開始しているページを

ルールベースで推定し，そのページに記載されている議案が，どの議案分類に該当するか

を分類する方法を検討しており，単一ページの入力に対して，従来の機械学習手法であ

る SVMや深層学習モデルのMLPなどを用いて分類を行うことで，F値 0.930（SVM），

0.937（MLP）と良好な結果を得ることが可能であることを示している．

2章のページ単位の分類において，人手で学習したデータを用いて分類器を学習し，分

類するページをルールベースで絞ることができれば高い結果を示すことができたため，続

く 3 章では，ページ単位での有益情報抽出を行うために，自動生成した学習データを用

いて，各ページを分類するモデルをいくつかの従来手法から提案し，比較検討を行ってい

る．その結果，自動生成した学習データを用いて学習を行った BiLSTMモデルの分類器

によって，ページに対して分類の Tagを付与することで，重要なページの抽出が可能であ

ることを示している．具体的には，ルールベースを用いた方法で分類が行えない株主招集

通知に対しても，どのモデルは有効な結果を示しており，特に，単一ページを入力とした

モデルよりも，前後のページを加味できるモデルの方が有効であることを評価実験により

示している．また，従来の系列ラベリング問題を解決するのに有効なモデルである CRF

層を追加したモデルが，学習データを自動生成した場合には，必ずしも最良なモデルとな

らないことを示している．
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続く 4章では，有価証券報告書を対象に，これまで決算短信から抽出してきた業績要因

文に，事業セグメントを付与し，業績結果文を紐づける方法を提案する．有価証券報告書

は，XBRL形式のデータであることから，タグ情報からある程度，業績要因文などが記載

されている箇所の推定は可能であるため，より詳細な文単位の抽出を行っている．業績要

因文の抽出は，酒井らの手法 [50]を有価証券報告書のデータに適用しており，酒井らの手

法が，決算短信以外のテキストにも有効であることを示している．そして，有価証券報告

書のドメインに特化した方法を用いることで，これまで抽出することができなかった事業

セグメントが付与された業績要因文と業績結果文の抽出が可能であることを示す．

最後に 5章では得られた知見や成果を総括し，今後の研究展望について述べる.
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2 株主招集通知における議案タイトルとその分類及び開始

ページの推定

2.1 研究概要

本章では，人手で作成した学習データを用いて分類器を学習し，分類対象となるペー

ジをルールベースで絞った上で，ページ単位での分類が可能であることを示す．本研究

では株主招集通知を対象として，開始ページの推定を行うが，開始位置に関する先行研

究は少なく，開始位置の推定に関する関連研究としては，XML ドキュメントを対象と

した研究はあるが [52]，株主招集通知を対象とし，議案ごとの開始ページを推定する研

究はない．また，機械学習による分類手法の比較に関しては数多くの論文が存在するが

[53, 54, 55, 56]，それらの論文のほぼすべてが手法の比較を行い，新規手法によって「適

合率や再現率の改善が見られた」のような内容である．しかし，実際のシステムにおいて

は，一つの手法に依存するのは大変危険であるため（機械学習は過去のデータを学習デー

タとすることから，新規データの変化に弱いため），複数の手法によって結果を出し，統

合した確からしさ（信頼度）をユーザーに与える必要がある．個々の手法の適合率や再現

率を示しても，ユーザーはどの結果を信頼するべきか迷うため，結果の統合は価値がある

と考えられる．この結果の統合による信頼度の算出が本章の特色の一つである．複数の分

類手法の統合の関連研究としては，線形結合による分類手法の統合を行っているが [57]，

本研究ではベイズを用いた確率的なアプローチを行っている．

金融系の調査会社では，各種データを収集し，様々なデータベースを構築している．

データ処理にあたっては，たとえば XBRL形式のように値に付与されたタグ等の付加情

報を利用し，自動分類によるデータベース化を行っている．しかし，データ分類用付加情

報が付与されているデータはまだ少数で，データベース構築の多くは自動分類化が進んで

おらず，人手をかけた作業による分類が大半を占めている．また，手作業で必要な情報を

抽出するには，専門的知識や経験が必要となる．そのような環境の中，2章では「株主招

集通知の議案別開始ページの推定」を研究課題として設定した*4．

まず，株主招集通知について述べる．企業が株主総会を開催する場合，企業は招集の手

続きが必要になる．会社法では公開会社である株式会社が株主総会を招集する場合，株主

総会の開催日の二週間前までに，株主に対してその通知を発しなければならないと定めて

*4 株主招集通知から推定するべき情報は人事案件など他にもあり，そのような他テーマへの応用も可能であ
る．
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いる（会社法第二百九十九条）．また，株式会社が取締役会設置会社である場合，その通

知は書面で行わなければならない（会社法第二百九十九条第二項）．この株主総会に関す

る書面通知が株主招集通知である．

取締役会設置会社においては，定時株主総会の招集の通知に際し，取締役会の承認を受

けた計算書類及び事業報告を提供しなければならない，株主総会の目的が役員等の選任，

役員等の報酬等，定款の変更等に係る場合，当該事項に係る議案の概要を通知する必要が

ある等，会社法および株主招集通知にて通知する事項は会社法および会社法施行規則で定

められている（会社法第二百九十八条，会社法施行規則第六十三条）．

一般的な株式公開会社の株主招集通知は，株主総会の日時・場所・目的事項（報告事項・

決議事項）が記載される他，参考書類・添付書類として決議事項の議案概要，事業内容等

の株式会社の現況に関する事項，株式に関する事項，会社役員に関する事項，会計監査人

の状況，計算書類，監査報告書等が記載される．記載内容が法令で定められている株主招

集通知だが，有価証券報告書等のように様式が定められておらず，その形式は記載順序や

表現方法を含め各社で異なっており，ページ数も数ページのものから 100ページを超える

ものもある．

本章で述べる研究の対象は，株主招集通知に記載されている決議事項に関する議案であ

る．議案については，その記載がどのページにあるか，何の事項の前後に記載されるかは

各社各様であり，多様なパターンを識別するには株主招集通知を読み解く経験を積む必要

があった．従来は抽出したい議案（「取締役選任」「剰余金処分」などの項目）が報告書の

どのページに記載されているか人手により確認し，データを作成していたが，各社で報告

書のページ数や議案数が異なるため，確認に時間を要していた．現状は，株主招集通知を

紙で印刷するとともに，PDFファイルで取得，人手にてデータベースに収録，校正リス

トの出力，チェックという流れで収録業務を行っている．ここで，抽出したい議案がその

報告書にあるのか，どのページに記載されているのかが自動で推定できれば，時間の短縮

やペーパーレス化などの業務の効率化につながる．したがって本研究の目標は，株主招集

通知の各ページが議案の開始ページであるかそうでないかを判別し，さらに，開始ページ

であると判断されたページに記述されている議案が，どのような内容の議案であるかを自

動的に分類することである*5．

株主招集通知の開示集中時期には，短時間に大量の処理を進めるため，臨時的に収録作

業者を配置し，データ入力を行う．臨時作業者には，株主招集通知の理解から始まり，収

*5 上記のようなアプローチを採用した理由は，最初に議案の開始ページを推定することで，議案分類に使用
する文書を絞り込むためである．
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録定義に関する教育時間や練習時間が２日程度必要となる．この教育時間を経て，実際の

データ入力を始めると，慣れるまでは１社あたりのデータベース化に１時間半～２時間を

要し，本研究で対象としている議案分類のみの作業でも慣れた作業者さえ数分かかる．特

に議案など必要なページにたどりつくまでに株主招集通知を一枚一枚めくって探すこと，

議案分類について議案タイトルやその詳細から対応する語を見つけ出すことに時間を要し

ている．処理・判断が早くなるには，各社で異なる株主招集通知の構成を見極め，構造の

特徴をつかむことが必要になる．しかし，これらの勘をつかむにはおよそ１週間程度か

かっている．さらに，信頼性の高いデータ収録ができるようになるには３ヶ月以上を要し

ている．

本研究によるシステムによって，これらの構造理解と勘の習得が不要になると共に，議

案の開始ページの推定や議案内容が分類されることにより，当該部分の１社あたりにかか

る処理時間の短縮が期待される．さらに，理解の十分でない作業者の判断ミスや判断の揺

れが減少し，信頼度の高いデータ生成を支えることとなる．その結果，データベース収録

に係る人件費の削減と，データベース化に伴うデータ収録の早期化をはかることが可能と

なる．また，一般的に株主は，株主招集通知に掲載されている議案を確認し，「この議案

に賛成もしくは反対」の判断をしている．多数の企業の株式を保有している株主は，これ

に時間がかかることが推測される．株主招集通知に載っている議案が分類されれば，議案

の内容をより早く把握することができ，判断に集中できるようになると考える．

ここで，本章で提案するシステムの全体像について述べる．本章で提案するシステム

は，株主招集通知を入力として，表 1に示すような結果を返すシステムである．この結果

表 1 出力結果

開始ページ 議案分類

40 剰余金処分

43 定款変更

48 取締役選任

50 取締役選任

52 役員賞与

52 退職慰労金

53 役員報酬

54 役員報酬

を得るためには，まず議案が何ページから記載されているのかを推定する必要がある．そ
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して推定したページに対して，議案がいくつ存在し，どの議案分類に分類されるかを自動

で行う．

本章の 2.2節では議案がある開始ページの推定について述べる．2.3節から 2.5節では

各議案分類の手法について詳細な内容について述べる．2.6節では各手法の評価を適合率，

再現率，F値を用いて述べる．2.7節では 2.6節の評価結果を踏まえて考察を述べる．2.8

節では応用システムについて述べる．

2.2 議案がある開始ページの推定

株主招集通知から議案を分類するために，議案が開始するページの推定を行う必要が

ある．開始ページの推定は，テキスト情報を用いてルールベースで行う．まず，株主招集

通知の PDF を１ページごとに分割したうえで，テキストデータに変換する．変換には

pdftotext*6を用いた．PDFデータをテキストデータに変換するとき，以下の処理を加え

て変換を行った．

処理１ 半角を全角に変換する

処理２ 空白は除去する

処理３ (　)が含まれる文は括弧ごと除去する

処理４ 「の件」または「する件」を含んでいる場合，「件」の後に改行を加える

処理５ 行頭が「第◯号議案」または「議案」と一致する場合，行頭に改行を加える

処理６ 「。」は改行に置き換える

上記の処理によって PDF データは図 1 や図 2 のようなテキストデータに変換される．

議案がある開始ページは以下の条件のもと推定した．ここで，「決議事項」または「目的事

項」という表現が含まれているページを目次ページとし，「参考書類」，「議題及び参考事

項」または「議題および参考事項」という表現が含まれているページを参考ページとする．

条件１ 議案がある開始ページは，「議案」または「第 X 号議案」が先頭に含まれるペー

ジを対象とする

条件２ 目次ページは議案がある開始ページの候補から除外する

条件３ 参考ページから議案に関する記載が始まるため，参考ページ以降を対象とする

議案がある開始ページの推定は上記の条件に関わるページ番号の抽出の他に，議案数の

*6 http://www.foolabs.com/xpdf/home.html
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図 1 株主招集通知のテキストデータ変換の例 1.

推定とページ数の抽出が必要となる．「第 X 号議案」という語が株主招集通知に含まれて

いる場合，議案数は「X」の最大値であると推定できる．「第 X 号議案」という語が株主

招集通知に含まれていない場合，議案という語が含まれていれば，議案数は 1であると推

定できる．ページ数の抽出は，PDFデータを 1ページずつテキストデータ化し，テキス

トデータが取得できた最後のページ番号をページ数として抽出する．

19



図 2 株主招集通知のテキストデータ変換の例 2.

これらを踏まえて，変換されたテキストデータから必要な情報を抽出した例を表 2，表

3，表 4に示す．例えば，図 1は株主招集通知の P.40の例であり，そのページから抽出さ

れる議案は「第１号議案」，「第２号議案」となる．これらの情報を基にページの推定を図

3のフローチャートに従って行う．
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表 2 抽出された情報 1

議案 ページ番号

第１号議案 P.1

第２号議案 P.1

第３号議案 P.1

第４号議案 P.1

第５号議案 P.1

第６号議案 P.1

第７号議案 P.1

第８号議案 P.1

第１号議案 P.40

第２号議案 P.40

第３号議案 P.48

第４号議案 P.50

第５号議案 P.52

第６号議案 P.52

第７号議案 P.53

第８号議案 P.53

表 3 抽出された情報 2

議案数 8議案

ページ数 55ページ

表 4 抽出された情報 3

参考ページ P.1

参考ページ P.40

参考ページ P.42

目次ページ P.1

図 3 議案の開始ページ推定のためのフローチャート.

表 2と表 4の例の場合，まず参考ページの最も後ろのページである 42ページが探索開

始ページとなるが，第１号議案が 42ページ以降に出現しないため，探索開始ページを 40

に更新して行うことで，第１号議案から第８号議案の開始ページの推定に成功する．
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2.3 提案手法１: 特徴語による議案分類

本章では，特徴語による議案分類について説明する．この提案手法は以下のステップで

議案の分類を行う．

Step 1: 議案分類ごとの特徴語の獲得

Step 2: 議案の分類

2.3.1 議案分類ごとの特徴語の獲得

2.3.1.1 特徴語候補の抽出

株主招集通知に出現する議案を分類するために，議案分類ごとの特徴語の抽出をする．

例えば，「取締役選任」の特徴語として「現任取締役」のような語を抽出する．議案分類

ごとの特徴語の獲得をするために，株主招集通知における議案別の開始ページとその議案

の分類が記述されたデータ（6,444件）を，株主招集通知の PDFを１ページごとに分割

したうえでテキストデータに変換し，学習データとして使用する．特徴語の抽出は上記の

学習データを形態素解析し，それから以下の条件のもと各議案分類の開始ページに 2回以

上出現する語を特徴語の候補とする．

条件１ 名詞を対象

条件２ 分割は N-gram単位

条件３ ２５文字以上の長すぎる複合名詞は除外

例えば，名詞を対象に N-gram単位の分割を「株主招集通知における議案タイトル」に

対して行うと，「株主」，「招集」，「通知」，「株主招集」，「招集通知」，「株主招集通知」，「議

案」，「タイトル」，「議案タイトル」のように分割される．

2.3.1.2 特徴語候補への重み付け

特徴語の候補 ni に対して議案分類ごとに重み付けを行い，特徴語を選択する．重み付

けの式には式 1を用いる．

W (ni, C(t)) = (0.5 + 0.5
TF (ni, C(t))

maxj=1,...,mTF (nj , C(t))
) × H(ni, C(t)) log2

N

df(ni)
(1)

ここで，学習データにおいて，
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C(t): 議案分類 tの開始ページの文書集合．

TF (n,C(t)): C(t)において，名詞 nが出現する頻度．

H(n,C(t)): C(t)の各文書である dに名詞 nが出現する確率 P (n, d)に基づくエントロ

ピー．以下の式 2によって求める．

H(n,C(t)) = −
∑

d∈C(t)

P (n, d) log2 P (n, d) (2)

ここで，P (n, d)は dに名詞 nが出現する確率である．

df(n): 名詞 nを含む文書の数．

N : 学習データにおける文書の総数．

エントロピーを用いた理由は，各議案分類の文書集合中で多くの文書に分散して出現し

ている語の方が少数の文書に集中して出現している語と比較してよりその議案分類の特徴

を表し，特徴語としても有効であるという仮定に基づく．例として，議案分類「監査役選

任」の特徴語候補への重み付けを，エントロピーを用いて行った結果を表 5に示し，エン

トロピーを用いずに行った結果を表 6に示す．

表 5 エントロピーを用いた重み付け結果

特徴語候補 重み

各監査役候補 19.84

各監査役候補者 19.84

補欠監査役選任議案 19.83

件監査役全員 19.76

補欠監査役選任 19.68

前任者 19.05

表 6 エントロピーなしの重み付け結果

特徴語候補 重み

志村 5.83

萩原 5.83

加々美 5.83

米久 5.83

深澤 5.83

大庭 5.83

表 6に示した特徴語候補は上位 6単語だが，上位 300単語のほとんどが固有名詞であ

るため議案分類の特徴としては適切でなく，エントロピーを計算に用いることは有用と思

われる．

2.3.1.3 特徴語の選択

各議案分類ごとの特徴語候補の重み付けの平均値を算出し，平均値よりも重みの高いも

のを特徴語として選択する．すなわち, 以下の条件が成り立つ語 ni を特徴語として選択
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する.

W (ni, C(t)) >
1

m

m∑
j=1

W (nj , C(t)) (3)

m: 議案分類 tの特徴語候補の総数．

例えば，「取締役選任」の特徴語の一部を表 7，「定款変更」の特徴語の一部を表 8に示

す．表 8に注目すると，「定款変更」の項目なので「変更」，「施行」，「定款」などを含む特

徴語が上位に来ることは想像できるが，それ以上に「下線部」のような単語に高い重みが

付与されることは，重み付けのメリットである．実際，図 2は「定款変更」に分類される

議案の開始ページであるが，「下線部」という単語が出現している．

表 7 「取締役選任」の特徴語

特徴語 重み

リーダーシップ 18.13

当社代表取締役社長就任 18.00

現任取締役 17.85

指揮 17.67

在任取締役 17.49

ＣＥＯ 17.19

表 8 「定款変更」の特徴語

特徴語 重み

下線部 18.22

本定款変更 17.90

修正 16.95

日施行 16.73

改正 16.29

変更内容 15.86

2.3.2 議案の分類

2.3.1節で得られた特徴語の重みと 2.2節の手法で推定した議案の開始ページを用いて，

開始ページごとの議案の分類を行う．議案分類 tの開始ページ j に対するスコア付与は式

4を用いる．

score(j, t) =
V (t)・V (j)

|V (t)||V (j)|
(4)

ここで，

V (t): 議案分類 tの特徴語を要素，特徴語の重みを要素値とするベクトル

V (j): 開始ページ j の名詞 N-gramを要素，出現数を要素値とするベクトル

複数の議案が同ページに存在する場合，スコアが上位のものから順に選ばれるものとする．
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2.4 提案手法２: 多層ニューラルネットワークによる議案分類

提案手法１では，学習データから各議案の特徴語を抽出し，それに基づいて議案を分類

している．この学習データを使用すれば，機械学習手法に基づく手法でも議案分類が可能

である．そこで，本研究ではMLP（多層ニューラルネットワーク）を用いた議案分類も

試みた．

2.4.1 素性選択

株主招集通知に記載されている議案の開始ページの議案分類を，MLPにより行う．す

なわち，議案の開始ページが，ある議案分類であるかそうでないかを判別する分類器を議

案分類の数だけ生成し，テストデータとなる議案の開始ページがどの議案分類に属するか

を判定する．したがって，例えば議案分類「取締役選任」を判別するための学習データは，

「取締役選任」の開始ページが正例，それ以外の議案分類の開始ページが負例となる．ま

た，テストデータは，学習データとして使用した株主招集通知を除き，株主招集通知を１

ページごとに分割したうえで，2.2節の手法を用いて推定されたページを対象とした．

まず，入力層の要素となる語（素性）を選択する．具体的には，学習データにおいて正

例に含まれる内容語（名詞，動詞，形容詞）に対して，以下の式 5にて重みを計算する．

Wp(t, Sp) = TF (t, Sp)H(t, Sp) (5)

ただし，

Sp: 学習データにおいて正例に属する文の集合

TF (t, Sp): 文集合 Sp において，語 tが出現する頻度

H(t, Sp): 文集合 Sp における各文に含まれる語 tの出現確率に基づくエントロピー

H(t, Sp) が高い語ほど，正例の文集合に均一に分布している語であることが分かる．

H(t, Sp)は次の式 6で求める．

H(t, Sp) = −
∑
s∈Sp

P (t, s) log2 P (t, s) (6)

P (t, s) =
tf(t, s)∑

s∈Sp
tf(t, s)

(7)

ここで，P (t, s)は文 sにおける語 tの出現確率を表し，tf(t, s)は文 sにおいて語 tが出

現する頻度を表す．
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次に，負例に含まれる内容語（名詞，動詞，形容詞）に対しても，同様に重みを計算

する．

Wn(t, Sn) = TF (t, Sn)H(t, Sn) (8)

ただし，Sn は学習データにおいて負例に属する文の集合である．

ここで，ある語 tの正例における重みWp(t, Sp)が負例における重みWn(t, Sn)より大

きければ，その語 tを素性として選択する．もしくは，語 tの負例における重みWn(t, Sn)

が正例における重みWp(t, Sp)の 2倍より大きければ，その語 tを素性として選択する．

すなわち，以下の条件のどちらかが成り立つ語 tを素性として選択する．

Wp(t, Sp) > Wn(t, Sn) (9)

Wn(t, Sn) > 2Wp(t, Sp) (10)

上記の条件を課すことで，正例，負例における特徴的な語のみを素性として選択し，とも

によく出現するような一般的な語を素性から除去する．以下に議案分類「取締役選任」を

判別するための学習データから選択された素性の一部を例示する．� �
取締役，監査，議案，配当，株主，社外，変更，事業，代表，現任，責任，部長，社長� �

上記の学習データでは，2, 845語が素性として選択された．

2.4.2 モデル

入力は，学習データから抽出された語（素性）を要素，語 t における log(Wp(t, Sp))，

もしくは，log(Wn(t, Sn))の大きいほうを要素値としたベクトルとする．モデルの入力層

のノード数を入力ベクトルの次元数（すなわち素性の数）と同じとし，隠れ層は，ノード

数 1000が 3層，ノード数 500が 3層，ノード数 200が 3層，ノード数 100が 3層の計

12層とする．出力層は 1要素である．活性化関数はランプ関数（ReLU）[58]を使用し，

出力層は sigmoid関数を使用した．また，エポック数は 50回とした．

機械学習による分類を２値で行った理由は，１つのページに複数の議案が記載されてお

り，複数の議案分類が割り当てられる可能性があるからである．例えば，「取締役選任」

と「監査役選任」が同じページに記載されている場合があり，その場合は，そのページを

「取締役選任」と「監査役選任」に分類する必要がある．そのため，ある議案分類とそれ

以外を分類する分類器を議案分類数だけ生成するアプローチを採った．
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2.5 提案手法３: 抽出した議案タイトルを用いた議案分類

本章では，議案タイトルの抽出手法と，抽出した議案タイトルを用いた議案分類手法に

ついて説明する．議案タイトルとは，図 1の第１号議案の隣に記載されている「剰余金の

処分の件」や，第２号議案の隣に記載されている「定款一部変更の件」のことを指す．議

案タイトルを正確に抽出することは難しいが，正しく議案タイトルを抽出できれば議案分

類の大きな手助けとなるとともに，議案タイトルを人手で入力する手間を省くことがで

きる．

2.5.1 議案タイトルの抽出

PDFデータを 2.2節と同様の条件でテキストデータに変換し，図 4のフローチャート

の条件で議案タイトルの抽出を行う．

図 4 議案タイトル抽出のフローチャート.
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議案タイトルは 2.2 節の手法を用いて推定された開始ページを用いて，ハッシュに保

存された議案タイトルが選択される．以下の優先順位でハッシュは選ばれ，優先すべき

ハッシュに議案タイトルがない場合，次順位のハッシュに保存された議案タイトルを選択

する．

hash1{”第◯号議案”} > hash2{ページ数 }{”第◯号議案”} > hash3{ページ数 }{m}(11)

ここで，hash3{ページ数 }{m}はそのページに出現するm番目の議案タイトルである．

2.5.2 議案タイトルを用いた議案分類手法

議案タイトルに含まれるキーワードを用いたルールベースによって議案分類を行う*7．

図 5に本手法である議案分類のフローチャートを示す．

図 5 抽出した議案タイトルを用いた分類のフローチャート.

2.6 評価

本手法を実装した．学習データとして，2016年 4月から 8月までの株主招集通知から

人手にて議案開始ページとその分類を作成し使用した（学習データ数は 6,444件）．実装

*7 作成したルールは，学習データとして用いられている株主招集通知を参考に作成した．
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にあたり，形態素解析器としてMeCab*8を使用した．深層学習においては TensorFlow*9

を使用した．評価において，正解データとして，2016年 9月から 10月までの株主招集通

知から人手にて議案開始ページとその分類を作成した（正解データ数は 345件）．議案分

類ごとの学習データと正解データは以下の表 9の通りである．次に，正解データと同じ 9

表 9 議案別データ数

議案分類 学習データ 正解データ

会計監査人選任 69 4

監査役選任 1140 51

企業再編 37 4

ストックオプション 90 13

退職慰労金 349 10

定款変更 858 38

取締役選任 1750 110

役員賞与 144 6

役員報酬 437 21

剰余金処分 1371 72

その他 199 16

合計 6444 345

月から 10月までの株主招集通知から，各手法を用いて議案開始ページとその議案分類を

推定した．表 10は，ある企業の株主招集通知における正解データと提案手法１による議

案開始ページと議案分類の推定結果を示す．そして，各手法の推定結果と正解データが一

致すれば正解とし，議案ごとの適合率，再現率，F値を算出した．また，比較手法として，

SVM[59]による分類も行った*10．素性選択の方法はMLPと同様である．評価結果を表

11に示す．表 11の手法１は提案手法１の特徴語による議案分類手法，手法２は提案手法

２のMLPによる議案分類手法，手法３は提案手法３の抽出した議案タイトルを用いた議

案分類手法の結果を示す．

MLP による提案手法２を評価するために，素性選択を行わなかった場合，MLP の隠

れ層やエポック数を変化した場合，MLPではなく SVMを使用した場合の評価を行った．

*8 http://mecab.googlecode.com/ svn/trunk/mecab/doc/index.html
*9 https://www.tensorflow.org/

*10 SVMのカーネルとして線形カーネルを使用した．
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表 10 提案手法１による議案開始ページと議案分類の推定結果とその正解データ

正解データ 分類結果

開始ページ 議案分類 開始ページ 議案分類

34 剰余金処分 34 剰余金処分

35 定款変更 35 定款変更

37 取締役選任 37 取締役選任

38 監査役選任 38 監査役選任

39 退職慰労金 39 退職慰労金

表 12に各手法や設定を示す．ここで，比較手法２の「素性選択なし」とは，学習データ

における内容語を全て素性として使用し，重みとして情報利得を使用したものである．ま

た，各手法や設定ごとに全ての議案分類の適合率，再現率を載せるのは数値が多すぎるた

め，各手法や設計ごとの全議案における適合率，再現率のみを表 13に示す．

2.7 各手法に対する考察

各手法の評価の結果，提案手法３，提案手法２，手法 (SVM)，提案手法１の順に良好

な結果が得られた．各手法には特徴があり，「ストックオプション」の F値では提案手法

１が最も高く，「剰余金処分」の F値は提案手法２が最も高い．

提案手法１は「ストックオプション」の結果が他の手法と比較して良好な結果となっ

た．これは特徴語の選択とその重み付けに起因している．得られた特徴語と重みを表 14

に示す．また，特に提案手法３と比較すると高い結果が得られているが，これは「ストッ

クオプション」に該当する議案のタイトルは多種多様であることから，提案手法３のタイ

トルを用いた分類は難しいことが原因でもある．

提案手法１の分類推定が誤っていたものを確認したところ，誤分類は 46件だった．そ

の誤分類の詳細を確認したところ，「取締役選任」の項目が「監査役選任」の項目に誤分

類されている件数が 15件あった．これはどちらの項目も選任の件であり，分類が難しい

ことと，議案としての出現確率が高いことに起因している．また，分類には「その他」と

いった項目が存在するが，今回は「その他」への分類をしていないため，15件が誤分類と

なった．「その他」の項目は，どの議案にも分類されない議案で構成されるため，特徴語

となるものが抽出できない．そのため分類対象から除外した．

提案手法１は議案の分類をスコアが上位のものから順に割り当てるため，同一ページに
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表 11 評価結果

議案分類 手法 適合率 再現率 F値 手法 適合率 再現率 F値

全議案 手法１ 0.866 0.881 0.873 手法３ 0.970 0.961 0.966

手法２ 0.953 0.921 0.937 手法 (SVM) 0.970 0.894 0.930

会計監査人選任 手法１ 1.000 1.000 1.000 手法３ 1.000 1.000 1.000

手法２ 1.000 1.000 1.000 手法 (SVM) 1.000 1.000 1.000

監査役選任 手法１ 0.727 0.960 0.828 手法３ 1.000 1.000 1.000

手法２ 0.845 0.961 0.899 手法 (SVM) 0.860 0.961 0.907

企業再編 手法１ 1.000 0.500 0.667 手法３ 1.000 0.750 0.857

手法２ 1.000 0.750 0.857 手法 (SVM) 1.000 0.750 0.857

ストック 手法１ 0.813 1.000 0.897 手法３ 1.000 0.538 0.700

オプション 手法２ 0.846 0.846 0.846 手法 (SVM) 0.917 0.846 0.880

退職慰労金 手法１ 0.526 1.000 0.690 手法３ 1.000 1.000 1.000

手法２ 1.000 1.000 1.000 手法 (SVM) 1.000 0.900 0.947

定款変更 手法１ 0.947 0.947 0.947 手法３ 0.974 0.974 0.974

手法２ 0.949 0.974 0.961 手法 (SVM) 1.000 0.895 0.944

取締役選任 手法１ 0.958 0.873 0.910 手法３ 1.000 0.982 0.991

手法２ 0.990 0.87 0.928 手法 (SVM) 1.000 0.855 0.922

役員賞与 手法１ 0.833 0.833 0.833 手法３ 1.000 1.000 1.000

手法２ 1.000 1.000 1.000 手法 (SVM) 1.000 0.667 0.800

役員報酬 手法１ 0.842 0.941 0.889 手法３ 0.809 1.000 0.895

手法２ 1.000 0.714 0.833 手法 (SVM) 1.000 0.714 0.833

剰余金処分 手法１ 0.931 0.931 0.931 手法３ 0.960 1.000 0.980

手法２ 0.986 1.000 0.993 手法 (SVM) 1.000 0.986 0.993

その他 手法３ 0.833 0.769 0.800

対し同じ議案分類を割り当てることができない．そのため，同じ議案分類が複数出てきた

開始ページの推定に影響を与え，6件の誤分類となった．また，その場合の推定は「退職

慰労金」に分類される傾向にあり，それに起因して「退職慰労金」の分類の適合率が低く

なってしまった．その際の正解データと提案手法１の出力結果を表 15に示す．この例は，

P.53に「役員報酬」に関する議案が 2件記載されているが，「役員報酬」の次にスコアが

高い「退職慰労金」が議案分類として割り当てられてしまった結果である．
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表 12 比較手法と設定

ラベル 手法 素性選択 隠れ層 ノード数 1000 500 200 100 エポック数
提案手法２ MM MLP あり 12 層 3 層 3 層 3 層 3 層 50
手法（SVM） SVM SVM あり - - - - - -
比較手法１ CM1 MLP なし 12 層 3 層 3 層 3 層 3 層 50
比較手法２ CM2 SVM なし - - - - - -
設定１ S1 MLP あり 8 層 2 層 2 層 2 層 2 層 50
設定２ S2 MLP あり 4 層 1 層 1 層 1 層 1 層 50
設定３ S3 MLP あり 12 層 3 層 3 層 3 層 3 層 25
設定４ S4 MLP あり 12 層 3 層 3 層 3 層 3 層 10

表 13 比較評価結果

ラベル 適合率 再現率 F値

MM 0.953 0.921 0.937

SVM 0.970 0.894 0.930

CM1 0.952 0.851 0.898

CM2 0.970 0.893 0.930

S1 0.952 0.914 0.932

S2 0.943 0.914 0.928

S3 0.946 0.920 0.932

S4 0.949 0.920 0.934

表 14 「ストックオプション」の特徴語

特徴語 重み

予約権 31.37

新株 30.91

オプション 22.66

調整 20.08

付与 18.61

報酬型ストック 18.18

提案手法１の分類推定を向上させるためには，「取締役選任」と「監査役選任」の項目

の特徴語の選択をヒューリスティックに調整することが考えられる．また，「その他」の

項目も，同様の手法で分類できるようにすることも考えられる．同じ議案が複数存在する

ページに関しては，「退職慰労金」の項目に分類されることが多いため，「退職慰労金」へ

の分類に制約を与えることで，解消されると考えられる．
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表 15 同じ議案が同一ページに複数出てきた例

正解データ 分類結果

開始ページ 議案分類 開始ページ 議案分類

40 剰余金処分 40 剰余金処分

40 定款変更 40 定款変更

48 取締役選任 48 取締役選任

50 取締役選任 50 取締役選任

52 役員賞与 52 役員賞与

52 退職慰労金 52 退職慰労金

53 役員報酬 53 役員報酬

53 役員報酬 53 退職慰労金

提案手法２の結果は，議案があると推定されたページに対して各分類器を適用するた

め，そのページにある議案数とは異なった結果を返すことがある．提案手法１で述べた，

同じ議案が複数存在するページに関しては，結果を余分に返さないメリットがある．しか

し，提案手法２は 1ページ毎に分類を行うため，議案が複数存在し，該当ページの後半以

降から始まり次のページに跨ぐような議案に対しては，正しい分類結果を返せないデメ

リットが存在する．

提案手法３の抽出した議案タイトルを用いた議案分類は，高い適合率，再現率を示して

いるが，議案タイトルの抽出の結果に強く依存しているため，他の分類手法と照らし合わ

せる必要がある．他の分類手法はページに出現する特長語を用いて分類を行うため，議案

タイトルが正しく抽出できない場合においても分類を行うことが可能である．

議案がある開始ページの推定は，議案があると推定された株主招集通知に対しては

100%推定できていた．しかし，議案が本来は記載されているが議案がないと判断された

株主招集通知が 2件あった．原因を調べたところ，PDFからテキストデータへの変換の

とき，「議案」といった表現が抽出されてないことが原因であった．その例を図 6に示す．

図 6の矢印で示した位置に，本来 PDFに記載されている「議案」という文字列がテキ

ストに変換されるはずだができていない．これは文字列「議案」の PDFへの入力が特殊

であるために生じる．PDFを画像ファイルとして読み込み，文字認識をかけるなど解決

策はあるが，本研究から内容が逸脱するため例外として処理した．

表 13 から，素性選択ありの提案手法２と，素性選択なしの比較手法１の比較により，
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図 6 議案が正しく変換できなかったテキストデータの例．

素性選択ありのほうが素性選択なしよりも高い F値を達成した．従って，提案手法２にお

ける素性選択は本タスクにおいて有効であると考える．SVMにおいては，マージンを最

大化する超平面を学習データから決める手法であり，その特徴から素性選択の有無に関わ

らず同程度の性能を得ることが可能であった．提案手法２と SVM との比較では，SVM

のほうが適合率が高いが再現率が低いという結果となり，F値はほぼ同じ結果となった．

また，隠れ層の数やエポック数の変化でも本手法とほぼ同じ結果となっており，機械学習

に基づく手法では，手法の如何にかかわらず，この結果が上限であると考える．

2.8 応用システム

評価の結果と考察を踏まえ，特徴語の重みによる議案分類と抽出した議案タイトルを用

いた議案分類を実際に運用できるシステム構築を行った．システムへのインプットは株主

招集通知の PDF，アウトプットには議案のあるページ，抽出した議案タイトル，各手法

の議案分類の結果，分類の信頼度とする．図 7にシステムの構造を示す．

ここで，信頼度とは，抽出したタイトルを用いた議案分類の結果の確からしさを示した

ものであり，値が 1に近いほど議案分類の推定結果が正しいことを意味している．人が最

34



図 7 システム構造.

終確認をする際に確認対象の判断を行うため，抽出した議案タイトルを用いた議案分類の

分類結果の信頼度を追加した．信頼度の計算はベイズを利用した [60]．

2.8.1 ベイズ推定による信頼度の推定

ここで説明のため，議案集合を U とし，抽出した議案タイトルによる分類結果「t」が

得られたときの事象を以下のように定義する．

A(t): 議案分類は「t」である．

B(t): 抽出した議案タイトルによる議案分類結果が「t」であった．

C(m): 特徴語による議案分類が「m」であった*11．

*11 mはm = tでも可．また，複数議案が選ばれることもある．例：t =「定款変更」，m =「定款変更」．
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このとき求めたい信頼度は以下の式 12で得られる．

P (A(t)|B(t), C(m)) =
P (B(t), C(m)|A(t))P (A(t))∑

d∈U P (B(t), C(m)|A(d))P (A(d))
(12)

ベイズ推定では，P (A(t)|B(t), C(m))を事後確率，P (B(t), C(m)|A(t))を尤度，P (A(t))

を事前確率と呼ぶ．すなわち式 12 は，元々の議案の出現確率に尤度をかけることで，

B(t), C(m)という根拠を加味した条件付き確率を得ることができる．しかし，特徴語に

よる議案分類は，同ページに議案が複数ある場合，複数の分類結果を返すため，全パター

ンの尤度の計算はデータ数の関係もあり困難である．よって，事象を以下のように変更

した．

A: 議案分類は「t」である．

Ā: 議案分類は「t」でない．

B: 抽出した議案タイトルによる議案分類結果が「t」であった．

C: 特徴語による議案分類が「t」を含む．

C̄: 特徴語による議案分類が「t」を含まない．

よって先ほどの式 12は式 13のようになる*12．

P (A|B,C) =
P (B,C|A)P (A)

P (B,C|A)P (A) + P (B,C|Ā)P (Ā)
(13)

また，ベイズ流のアプローチは条件をひとつずつ加え，事後確率を変化させていくのが基

本となる．したがって，条件 B を加えたことによって得られた事後確率を，更新された

事前確率として条件 C を加えたときに用いることで，最終的な事後確率を計算する*13．

これは，事象 B と事象 C はマルコフ性のある確率過程であるという仮定に基づく．

2.8.2 条件 B を加えた事後確率 P (A|B)の算出

まずは事前確率 P (A) に，条件 B を加えた事後確率 P (A|B) を求める必要がある．

P (A|B)はベイズの定理より以下の式 14で求めることができる．

P (A|B) =
P (B|A)P (A)

P (B|A)P (A) + P (B|Ā)P (Ā)
(14)

これは議案タイトル抽出の議案分類の適合率の計算と同様であるため，評価で得られた各

議案の適合率を P (A|B)として用いる．例えば，「定款変更」の事前確率 P (A)は 0.133

*12 C̄ の場合もほぼ同様であるためここでは省略する．
*13 これはベイズ更新と呼ばれる．
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であるが，ベイズ更新によって事後確率 P (A|B)は 0.9737となる．

2.8.3 条件 C を加えた事後確率 P (A|B,C)の算出

すでに条件 B を加えたので，更新された事前確率 P (A|B)を用いて P (A|B,C)を求め

る．P (A|B,C)はベイズの定理より以下の式 15で求めることができる．

P (A|B,C) =
P (C|A,B)P (A|B)

P (C|A,B)P (A|B) + P (C|Ā, B)P (Ā|B)
(15)

ここで，事象 B は議案タイトルを用いた分類による分類結果，事象 C は文中に出現した

特徴語を用いた分類結果であるため，分類に用いる情報源が異なることから分類結果は独

立であるという仮定の下，式 15は以下の式 16で表すことができる．

P (A|B,C) =
P (C|A)P (A|B)

P (C|A)P (A|B) + P (C|Ā)P (Ā|B)
(16)

ここで，

P (A|B): 抽出した議案タイトルによる議案分類の適合率．

P (Ā|B): 1− P (A|B)．

P (C|A): 特徴語による議案分類の再現率．
P (C|Ā): 特徴語による議案分類の誤検知率*14．

同様に P (A|B, C̄)も以下の式 17で表すことができる．

P (A|B, C̄) =
P (C̄|A)P (A|B)

P (C̄|A)P (A|B) + P (C̄|Ā)P (Ā|B)
(17)

ここで，

P (C̄|A): 1− P (C|A)．

P (C̄|Ā): 1− P (C|Ā).

2.8.4 システムの実行例

株主招集通知の PDFファイルをアップロードすると，ページ数，議案番号，議案タイ

トル，抽出した議案タイトルを用いた議案分類の結果，特徴語を用いた議案分類の結果，

*14 再現率は真の値が 1 のものに対して 1 であると予測される比率であるため，誤検知率を真の値が 0 であ
るものに対して，1 であると予測される比率と定義する．例：真の分類が「定款変更」のものに対して，
「定款変更」と予測されたものの比率が再現率であり，真の分類が「定款変更」でないものに対して，「定
款変更」と予測されたものの比率が誤検知率である．
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信頼度が画面に表示される．

システムの実行結果の例を，図 8と図 9に示す．左上の「～.pdf」のリンクをクリック

すると，アップロードした PDFファイルの閲覧が可能である．また，右の PDFのリン

クをクリックすると，該当ページの PDFファイルを閲覧することが可能である．

図 8 「サムコ」の株主招集通知をアップロードした出力結果.

図 9 「テクノメディカ」の株主招集通知をアップロードした出力結果.

図 9の第４号議案の結果に注目すると，抽出した議案タイトルを用いた分類では「取締

役選任」となっているが，特徴語を用いた分類では「監査役選任」に分類結果となってい

る．ここで信頼度を見ると，抽出した議案タイトルによる分類結果である「取締役選任」

は約 96%の信頼度である．実際に確認したところ，真の分類は「取締役選任」だった．こ

れは，「取締役選任」の分類において，抽出した議案タイトルを用いた手法は高い適合率

を誇る一方で，特徴語による議案分類は「取締役選任」の再現率が低いため，約 96%の信

頼度という結果が得られた．これは実際に人手で確認するとき有用であると考えられる．
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2.8.5 応用システムの評価

本応用システムによる業務の効率化を評価するために，実装した応用システムと従来の

人手による作業の比較評価を行った．評価基準は実際の業務に基づいたデータ収録にか

かった時間と適合率・再現率とする．応用システムは，2つの議案分類手法を採用してい

るため 2つの結果が得られるが，信頼度は抽出したタイトルを用いた議案分類の結果の確

からしさを示したものであることから，適合率と再現率は抽出したタイトルを用いた議案

分類の結果を用いた．

2.8.6 評価方法

学習データとテストデータとは別に，新たに 95社分の株主招集通知を人手にて確認し，

実際の業務と同じ手順によりデータベースに収録した．その後チェックを行ったものを正

解データとする．この 95社分のデータを 1社ずつ時間を計り収録する作業を 12人の方

に行ってもらい，12人から得られた各 1社ずつの収録時間の平均を算出した．応用シス

テムは 95 社分のデータをアップロードし，出力結果を csv ファイルでダウンロードし，

データベースに収録するまでの時間を測定した．この時点までにかかった時間を測定し，

収録されたデータがどのくらい正しく入力されているかを確認した．

2.8.7 収録時間

実装した応用システムの収録時間の結果と人手による収録時間の結果を表 16 に示

す*15．

2.8.8 適合率・再現率・F値

各作業者の適合率・再現率と応用システムの適合率・再現率・F値を表 17に示す．

2.8.9 考察

応用システムの実装によって，当該部分の 1社あたりにかかる処理時間は約１０分の１

となった．また，適合率・再現率から明らかなように，人手による作業よりも高い精度で

開始ページの推定と議案分類が実現できた．

応用システムは例外に対応できないことや 100% の正解率で議案の分類ができないた

め，この後の作業工程であるチェックの際に，人手で作成したデータよりも時間がかかる

*15 企業 5～企業 93はスペースの関係上省略
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表 16 収録にかかった時間の結果

人手 応用システム

企業 1 173.36秒

企業 2 79.55秒

企業 3 289.09秒

企業 4 178.82秒

企業 94 175.70秒

企業 95 82.10秒

合計 13601.55秒 1300秒

1社あたりの平均 143.17秒 13.68秒

と考えていた．しかし，人手にて作成したデータは勘違いによるミスや誤分類が多く，応

用システムよりも質の低い結果となっているため，応用システム以上に時間をかける必要

がある．また，この後のチェック段階において，人手によるデータには信頼度はないた

め，全収録データを複数人で確認する必要がある．しかし，応用システムの信頼度が 0.9

を越えるものと下回るものに対しての議案数と適合率は表 18のようになっており，信頼

度が 0.9を下回るものに対しては複数人での確認が必要だが，信頼度が 0.9を越えるもの

に対しては一人が確認を行えば十分であると思われる．これにより，さらなる業務の効率

化が期待される．

2.9 本章のまとめ

本研究では，株主招集通知における議案の開始ページを推定し，その議案を分類する手

法を提案した．本研究により，人手で株主招集通知から議案の開始ページを探しだし，分

類をする作業時間を大幅に削減できた．議案の開始ページ推定は，議案がある開始ページ

には「議案」または「第 X 号議案」が先頭に含まれるといった規則に基づく．議案分類

の推定は，議案ごとの特徴語を抽出し，その特徴語のスコアに基づき分類する手法，MLP

を用いた分類，議案タイトルを用いたキーワードによる分類の３手法を用いた．評価の結

果，特徴語による議案分類，深層学習による議案分類，抽出した議案タイトルを用いた議

案分類，どの手法も良好な適合率，再現率を達成した．これらの結果を踏まえ，応用シス

テムの実装により，株主招集通知の構造理解の習得が不要になると共に，議案の開始ペー

ジの推定や議案内容が分類されることにより，当該部分の 1社あたりにかかる処理時間が
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表 17 収録されたデータの適合率・再現率・F値

適合率 再現率 F値

応用システム 0.950 0.926 0.938

作業者 1 0.428 0.404 0.415

作業者 2 0.467 0.470 0.468

作業者 3 0.513 0.500 0.506

作業者 4 0.539 0.510 0.524

作業者 5 0.489 0.489 0.489

作業者 6 0.490 0.490 0.490

作業者 7 0.745 0.736 0.741

作業者 8 0.716 0.671 0.693

作業者 9 0.710 0.710 0.710

作業者 10 0.795 0.798 0.797

作業者 11 0.789 0.786 0.787

作業者 12 0.822 0.778 0.799

作業者平均 0.625 0.612 0.618

表 18 信頼度別応用システムの適合率

0.9以上 0.9未満

議案数 301 41

適合率 0.997 0.610

１０分の１程度に短縮された．また，信頼度により，その後の作業工程であるチェックの

時間も短縮されることが見込まれる．

これらのことから，本研究によって，理解の十分でない作業者の判断ミスや判断の揺れ

が減少し，信頼度の高いデータ生成を支えることが可能となる．その結果，収録に係る

人件費の削減と，データベース化に伴うデータ収録の早期化をはかることができるであ

ろう．

本章の実験と評価によって，人手で作成した学習データを用いて分類器を学習し，分類

対象となるページをルールベースで絞った上で，ページ単位での分類は，従来のテキスト

分類手法である SVMや深層学習であるMLPを用いることで，十分な精度で実現可能で
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あることを示した．次章では，学習データを自動生成した上で，従来の単一ページの情報

を入力とするモデルと，前後のページ情報を加味するモデルをいくつか従来手法から提案

し，比較検討を行う．
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3 学習データの自動生成による深層学習を用いた株主招集通

知の重要ページ抽出

3.1 研究概要

2章で述べた研究の結果より，人手で学習したデータを用いて分類器を学習し，分類す

るページをルールベースで絞ることができれば高い結果を示すことができた．本章では，

ページ単位での有益情報抽出を行うために，自動生成した学習データを用いて各ページを

分類し，重要ページの抽出を行う．

資産運用会社では，様々な部署で文書に目を通して重要な部分を確認することや，レ

ポートを作成するなどの金融テキストに関わる業務を多く行っている．これらの業務を人

工知能分野の技術を用いて効率化することにより時間を大幅に削減することができれば，

コスト削減や生産性の向上が期待できる. 本章で述べる研究では，そのような業務の一部

で扱っている「株主招集通知」の確認作業を効率化することを目的とする．

株主招集通知は，企業が株主総会の開催前に株主に送付する義務があり，株主でなくと

も企業のWebサイトから PDFファイルとして閲覧，取得することが可能である．この

通知には，会社のプロフィール，大株主情報，役員情報，決議事項である議案など，多く

の情報が含まれている．したがって，機関投資家は投資判断だけでなく議決権行使におい

ても，これらの情報を使用している．ただし，機関投資家が投資判断に影響を与える可能

性のある情報を抽出するには，次のような課題がある．まず，株主招集通知のページ数

は，数ページ程度のものもあれば 100ページを超えるものまで様々である．また，株主総

会前に発行されることから，特定の月に発行が集中する特徴を持つため，最も株主総会が

集中する月である 6月には全体で何千もの通知が発行される．そのため，多くの銘柄を扱

う機関投資家にとって，株主招集通知の確認は大きな負担となっている．

本章の研究の目的は，株主招集通知から投資判断に影響を与える可能性の高いページ*16

を，自動的に抽出することである．そのために，自動的に重要ページに Tagを付けること

で，情報を抽出する必要がある．

本章の研究では，重要ページ抽出のために，次のようなフレームワークを提案する．

Step1 各企業のWebサイト上にある IR情報ページから，企業が公開している株主招集

通知の PDFファイルを収集

*16 以下，確認が必要な投資判断へ影響を与える可能性が高いページを「重要ページ」とする．
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Step2 Step1で収集したファイルに対して，ルールベースで各ページに Tagを付与する

ことで，学習データを自動生成

Step3 Step2で作成した学習データを用いて，各ページの Tagを付与する分類器を学習

Step4 学習させた分類器を用いて，Tagを付与することで重要ページを抽出

このようなフレームワークを提案する背景として，(1)分類器を充分に学習するために必

要な学習データを人手で作成するには多くの時間と労力が必要であるため，また，(2)本

研究では株主招集通知を扱うが，株価に影響を与える可能性のある有益なテキスト情報源

は他にも多数存在しており，他の金融テキストの重要ページ抽出をするために，その都

度，そのテキストに精通している人材に学習データ作成の依頼をするのは非効率的である

ことが挙げられる.

本章の研究では，ルールベースによって自動生成される学習データの質を高めるため

に，ルールに少しでも当てはまらないファイルのデータは学習データから除かれているた

め，学習データは，想定される入力データ全体を網羅していないバイアスの強い学習デー

タになっている特徴がある．このようなルールベースに当てはまる学習データを用いて，

ルールベースでは抽出できないページを含むファイルに対してフレームワークの有効性を

検討する．

3.2 先行研究

本章の研究の特徴は以下の通りである．

1. 対象が株主招集通知

2. 学習データの自動生成

3. バイアスがある学習データによる分類器の生成

4. ページ単位での抽出

まず前章で述べた研究との違いを述べる．前章で述べた研究では，まずルールベースの

手法で決議事項である各議案が何ページから始まるかを推定し，そのページのテキスト情

報などを用いて，記載されている議案がどの分類に属するかを自動で判定している．この

分類には，実際の人手による業務によりデータベースに蓄えられたデータを学習データと

して使用している．それに対して本章では，議案の分類は行っておらず，株主招集通知の

各ページに対して確認すべき情報が記載されているページであるか，Tag付けによる分類

を行っている点で異なる．特に，前章の研究では開始ページの推定をルールベースにて
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行っているが，本研究では最終的にはルールベースを用いることなく，開始ページを推定

するだけでなく何ページまでそのことが記載されているかも推定することが可能である点

で大きく異なる．

また，本章で扱う研究では当初，ルールベースを用いて株主招集通知から重要ページの

抽出を行うことを検討していた [61]．しかし，人間が確認すればすぐにわかるような些細

な違いでさえも，作成したルールに当てはまらない場合は抽出が正しくできない．そこ

で，重要ページである可能性の低いページも多く抽出することで再現率を高めている．し

かしながら，企業によって記載の仕方に些細な違いがあることや，年度によって記載の仕

方が変更になる可能性を考慮すると，ルールベースで対応し続けるには限界がある．

そこで本章では，文献 [61] のルールベースを参考に，新たにルールを作成することに

よって学習データを自動生成し，分類器を用いて抽出を行う．ルールベースを用いている

ことから，正しく抽出ができている可能性が極めて高いデータと，そうでないデータを区

別することができる．ページ全体のテキスト情報を用いて重要ページを抽出するため，些

細な違いでルールが適用できないような株主招集通知に対しても，本章で提案する手法は

有効であることを示す．

また，学習データの自動生成による情報抽出の研究としては，酒井らは決算短信からの

業績要因の抽出を行う研究 [12]や，次章で述べる有価証券報告書からの業績要因・業績結

果の抽出の研究があるが，本章では，ページ単位での学習データを自動生成し，ページ単

位で分類を行う点で大きく異なる．

もちろん可能であるならば，ページ単位よりもさらに詳細な情報である重要文の抽出が

できることが好ましいが，ページ単位での抽出よりも質の高い学習データが必要であるこ

とや，一見重要ではない文に見えても，前後の文の情報を加味すると見落としてはいけな

い重要な文であったりすることがあるなど，現在の機械学習モデルでは，重要な箇所の見

落としがあってはならない業務において，適用可能な領域に達していない場合も多い．さ

らに，本研究で扱うデータは，PDFをテキスト情報に変換したデータであり，文が崩れ

て抽出されることもある．このようなことから，ページ単位での抽出を行う方法を本章で

は提案している．

本章で，自動生成した学習データを用いてページ単位での Tag 付けによる分類をして

いる点で新規性があり，評価実験は，他のテキストデータに対しての応用を検討する際に

有用である．学習データの自動生成は，ルールベースを用いているため，本課題に特化し

たものであるが，このルールベースを作成する以外の部分は，ページ抽出を行う上で汎用

性の高い手法である．
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3.3 提案手法

文献 [61]の提案する手法では，ルールベースによって株主招集通知から重要ページの抽

出を行っているが，ルールから少しでも外れたりするものは正しく抽出ができない．

この問題を解決するために，本研究では以下の手法を提案する．

Step1 各企業のWebサイト上にある IR情報ページから，企業が公開している株主招集

通知の PDFファイルを収集（3.3.1節）

Step2 Step1で収集したファイルに対して，ルールベースで各ページに Tagを付与する

ことで，学習データを自動生成（3.3.2節）

Step3 Step2で作成した学習データを用いて，各ページの Tagを付与する分類器を学習

（3.3.3節）

Step4 学習させた分類器を用いて，Tagを付与することで重要ページを抽出

3.3.1 Step1: 企業Webサイトからの株主招集通知の収集

企業のWebサイトでは決算短信などの金融に関する情報を IR情報として公開してい

る．株主招集通知も同様に IR情報として公開されているため，企業Webサイトの IR情

報をクローリングし，そこで公開されている PDFファイルを自動でダウンロードするこ

とで，多くの株主招集通知を含む PDF ファイルを収集することが可能である．ただし，

取得した PDF ファイルには株主招集通知以外のファイルも数多く含まれていることか

ら，自動的に株主招集通知を判別する必要がある．まず，2章における研究と同様，PDF

ファイルをテキストデータに変換する必要がある．PDFファイルをテキストデータに変

換するために「k2pdfopt*17」を用いた．「k2pdfopt」を用いることで，PDFファイルか

ら図 10のようなテキストデータを各ページごとに取得することが可能である．このテキ

ストデータを改行ごとに分割し，１行の文字列に「株主総会」もしくは「株主招集」を含

み，さらに，「通知」を含む文字列が出現している PDF ファイルを株主招集通知と判別

する．

*17 https://www.willus.com/k2pdfopt/
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図 10 PDFデータからテキストの抽出例

3.3.2 Step2: 学習データの自動生成

文献 [61]では，ルールベースを適用することで重要ページの抽出を行っているが，ルー

ルに当てはまらない株主招集通知 PDFファイルに対しては，余分に多くのページを抽出

することで適合率を犠牲に再現率を高めている．そのため，重要ページの抽出には改善の

余地がある．本研究では，Step1で株主招集通知であると判定されたファイルを対象に，

このようなルールに当てはまらない項目がある PDFファイルと，抽出すべき重要ページ

が全て抽出できている可能性が極めて高い PDFファイルに分け，後者を学習データとし

て扱う．学習データは各ページに対して以下のいずれかの Tagが付与される．

Tag1 (index) 表紙や目次となるページ

Tag2 (B-resolution) 決議事項である議案について記載されたページ（１ページ目）

Tag3 (I-resolution) 決議事項である議案について記載されたページ（２ページ目以降）

Tag4 (shareholder) 大株主に関するページ

Tag5 (B-officer) 会社役員に関するページ（１ページ目）

Tag6 (I-officer) 会社役員に関するページ（２ページ目以降）

Tag0 (O) 上記に当てはまらない印刷不要なページ

表 19に，学習データの例を示す．各ページに対して，いずれかの Tagが付与された状

態となっている．また，研究の目的は，Tagが付与されていない株主招集通知を分類器に

入力することで，表 19に示したような Tagを自動で付与するモデルを作成することであ

る．Tagを付与することで，重要ページを抽出することが可能となる．
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表 19 データへの Tag付与の例

Page Tag Tagの意味

1 Tag1 表紙・目次
2 Tag0 印刷不要
3 Tag1 表紙・目次
4 Tag1 表紙・目次
5 Tag0 印刷不要
6 Tag0 印刷不要
7 Tag2 議案に関する記述の開始
8 Tag3 議案に関する記述の続き
9 Tag3 議案に関する記述の続き
10 Tag3 議案に関する記述の続き
11 Tag3 議案に関する記述の続き
12 Tag3 議案に関する記述の続き
13 Tag3 議案に関する記述の続き
14 Tag3 議案に関する記述の続き
15 Tag0 印刷不要
16 Tag0 印刷不要
17 Tag0 印刷不要
18 Tag0 印刷不要
19 Tag0 印刷不要
20 Tag0 印刷不要
21 Tag4 大株主情報
22 Tag0 印刷不要
23 Tag5 会社役員に関する記述の開始
24 Tag6 会社役員に関する記述の続き
25 Tag6 会社役員に関する記述の続き
26 Tag6 会社役員に関する記述の続き
27 Tag0 印刷不要
28 Tag0 印刷不要
29 Tag0 印刷不要
30 Tag0 印刷不要
31 Tag0 印刷不要
32 Tag0 印刷不要

各 Tagにおけるページの抽出すべき重要性は以下の通りである．

Tag1の表紙や目次となるページとして，表紙ページの例を図 13に示す．表紙には，株

主総会の開催日時や会場場所，決議事項である議案などの一覧が記載されている．表紙は

たいてい先頭のページに出現する特徴がある．

目次ページの例を図 11に示す．表紙ページとは別に記載されていることが多いが，企

業によっては表紙ページを割愛し，目次ページを表紙ページとして１枚目に持ってくる企

業も存在する．目次ページには決議事項である議案などの情報が記載されている．議案の
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数は株主招集通知によって異なり，多い企業だと議案数が 10を超える企業もあることや，

株主の皆様への記載が多い企業などは，この目次ページにあたるページが複数ページにま

たがる可能性もある．目次ページが複数ページにまたがる例を図 12に示す．

表紙や目次となるページを同一の Tagである Tag1とした理由はいくつかある．まず，

記載されている確認したい重要な事項が，どちらか，もしくは両方に記載されているため

である．そして，似たような情報が記載されることから，出現する文字列も類似したもの

が多く出現する．また，目次となるページは株主招集通知に必ず記載されているが，本研

究で定義している図 13に示したような表紙ページは PDFデータでは省略されることが

あるため，目次となるページから始まる株主招集通知も多い．そのため，表紙ページは他

の重要ページに比べてデータ数が少ない．したがって，これらの理由から，表紙や目次と

なるページを同一の Tagである Tag1に割り当てた．

Tag2と Tag3は，決議事項である議案について記載されたページに付与される Tagで

ある．話し合われる議案の数が企業によって異なることや，議案の内容によって記載すべ

き必要な事項が異なり文字数や図表の量も変わるため，数ページのものから 30ページを

超えるものも存在する．特徴として，議案についてのページは連続して出現し，途中に他

の記載（企業紹介や従業員数など）が出現しないため，議案についての記載が始まる開始

ページには Tag2を付与し，それ以降の議案について記載されたページには Tag3を付与

する．Tag2のページ例を図 14に示す．

Tag4 は大株主に関するページであり，例を図 15 に示す．株主招集通知では，大株主

の情報として上位 10名の大株主とその保有株数や保有率が記載されている．各企業の大

株主情報は大きく変わることが少ないが，変更があったときには株価に影響を与える可能

性があるため，重要ページである．たいていの企業は１ページにまとめているが，企業に

よっては記載内容の多さや表のフォーマットなどの理由から複数ページに記載している企

業もある．

Tag5と Tag6は，会社役員に関するページに付与される Tagである．会社役員に関す

るページはたいてい数ページにわたって記載されているため，役員に関する記載が始まる

開始ページの Tag5 と，それに続く Tag6 を付与することとした．Tag5 のページ例を図

16に示す．

次に，1ページ目と 2ページ目以降で異なる Tag（Tag2と Tag3，および Tag5と Tag6）

を一部の項目に対してのみ付与した理由を述べる．まず，このような各ページに対して

Tagを付与する問題は，ある系列の各要素に適切なラベル列を付与する系列ラベリング問

題（Sequential Labeling）と捉えることもできる．主な系列ラベリング問題として，文章

を単語区切りに分割し，単語に対して名詞や形容詞などの品詞を割り当てる問題や，固有
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表現に対して「IOB2」方式*18などの Tagを付与することで，固有表現を抽出する問題が

挙げられる．これらの研究は Tag を付与する対象が単語列であるのに対して，本研究で

Tagを付与する対象は各ページに対してである．また，本研究で抽出対象としている重要

ページはその対象ごとに特徴が異なるため，その特徴や学習器を学習させることなどを加

味した上で，抽出対象ごとに Tag付けの方式を決定した．

系列ラベリング問題における Tag付けの方式は，大きく分けると「IO」方式，「IOB2」

方式，「IOE2」方式，「IOBES」方式などが存在する [17, 19, 20, 21]．本研究での Tag付

け方式は「IO」方式と「IOB2」方式を Tagごとに使い分けている．本研究での Tag付け

の方式と各々の Tag 付け方式によって，学習データに Tag を付けた場合の例を表 20 に

示す．

表 20に示した通り，「IO」方式と「IOB2」方式の違いは，先頭かどうかを区別するか

どうかである．重要事項が記載されるページの先頭は，書き出しは似ていることから区別

しやすい（例えば，話し合われる議案には番号が付いているが，議案の記載は番号が若い

順に記載されるため，「第１号議案」といった文字列が出現しやすいなど）のに対し，そ

れらの記載が終了するページは，企業や年度，補足事項の有無によって多種多様である．

そのため本研究では，終了を意味する Eの Tagを用いる「IOE2」方式や「IOBES」方式

ではなく，「IO」方式と「IOB2」方式に Tag付けの方式を絞った．

本研究において，開始の Tagと続きの Tagを区別するメリットは２つある．株主招集

通知には，必ず話し合われる議案や会社役員に関する記載があるが，どの程度の割合を占

めているかは株主招集通知によって異なる．しかし，表 20に示した例のように，これら

の記載は連続して出現し，途中に他の記載が入ることはないため，Tag2，Tag5となる開

始のページは，1つの株主招集通知に 1ページずつしか存在しない．したがって，素性選

択やモデルを検討する研究の初期段階において，それらの取捨選択をするのに有効であ

る．例えば，あるモデルを学習させている途中に学習データにないデータを入力し，その

出力において多くのページに対して Tag2や Tag5が付与されるモデルは学習がうまくで

きていないことが，正解データを人手で時間をかけて作らずとも判断することが可能とな

る．これが開始の Tagと続きの Tagを区別するメリットの１つ目である．

また，3.3.3.5節で提案するようなモデルは，ラベル間の依存性を学習することができる

特徴を持つ．例えば，本研究のデータであれば，議案の続きである「I-resolution」の Tag

は，その前のページには「B-resolution」，「I-resolution」の Tagが出現しやすく，その後

*18 固有表現抽出であれば，文章を単語列に分け，固有表現の先頭に対して「Beginning」である B の Tag

を付与し，固有表現が続く場合は「Inside」である I の Tag を付与する．そして，それ以外に対しては
「Outside」である Oの Tagを付与する方式．
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表 20 Tag付与方式ごとの Tag付与の例

Page 本研究の方式 IO方式 IOB2方式

1 index index B-index

2 O O O

3 index index B-index

4 index index I-index

5 O O O

6 O O O

7 B-resolution resolution B-resolution

8 I-resolution resolution I-resolution

9 I-resolution resolution I-resolution

10 I-resolution resolution I-resolution

11 I-resolution resolution I-resolution

12 I-resolution resolution I-resolution

13 I-resolution resolution I-resolution

14 I-resolution resolution I-resolution

15 O O O

16 O O O

17 O O O

18 O O O

19 O O O

20 O O O

21 shareholder shareholder B-shareholder

22 O O O

23 B-officer officer B-officer

24 I-officer officer I-officer

25 I-officer officer I-officer

26 I-officer officer I-officer

27 O O O

28 O O O

29 O O O

30 O O O

31 O O O

32 O O O

のページには「I-resolution」，「O」の Tagが出現しやすいことを学習することが可能で

ある．それに対して「IO」方式での Tag付けの場合には，「resolution」の Tagは，その

前のページには「O」，「resolution」，「index」の Tagが出現しやすく，その後のページに

は，「resolution」，「O」の Tagが出現しやすいことを学習する．したがって，「IO」方式

の場合，表 20に示した例の 17ページや 18ページが，議案に関する記述に似たような文

字列の出現するページだとすると，17ページの前の 16ページが「O」の Tagであったと

しても「resolution」の Tagは「O」の次のページにも出現する可能性があるので，誤って
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「resolution」の Tag を 17 ページや 18 ページに付与してしまう可能性がある．「IOB2」

方式であれば，同様に 17ページや 18ページが議案に関する記述に似たような文字列の出

現するページだとしても，17ページが「I-resolution」のテキスト情報に似ている場合に

は前の 16ページが「O」の Tagであるため，「I-resolution」が誤って付与される可能性

を下げることができる．したがって，「第１号議案」などの議案の記載が開始するページ

にテキスト情報が似ていない限り，「B-resolution」が付与される可能性も低くなり，それ

に伴い，18ページに「I-resolution」が誤って付与される可能性をも下げることが見込め

る．これが開始の Tagと続きの Tagを区別するメリットの２つ目である．

一部の項目に対してのみ開始のページと続きのページを区別する Tag 付与の方式を用

いた理由について述べる．Tag1 (index)の表紙や目次となるページは，株主招集通知の若

いページに出現する可能性が高いが，表紙と目次に同一の Tagを付与するため，連続して

出現するとは限らない．例えば，表 20に示した例だと，1ページ目が表紙ページ (index)，

2ページ目に代表挨拶のページ (O)，3ページ目と 4ページ目が目次ページ (index)とな

る株主招集通知である．この場合，「IOB2」方式で開始位置かどうかで異なる Tag を付

与するルールを適用すると，2ページ目の代表挨拶のような「O」の Tagのページが間に

入るかによって，目次ページの Tagが「B-index」から「I-index」に変わることになり，

似たようなテキスト情報を持つページの Tag が変わるため，予測が難しくなることが推

測できた．また，表紙ページが存在しない株主招集通知も多いため，表紙と目次ページの

Tagを区別すると表紙の Tagが付与されたページが学習データとして少なくなってしま

うため，同一の Tagを付与せざるを得なかった．これらの前提から，開始のページと続き

のページを区別しない「IO」方式を用いた．Tag4 (shareholder) の大株主に関するペー

ジに関しては，2ページに記載がまたがる株主招集通知が本手法での自動生成でほとんど

生成することができなかった．そのため，開始のページと続きのページで異なる Tag を

付与する「IOB2」方式を用いると，「I-shareholder」が付与されるページの学習データ数

が非常に少なくなり，学習，予測をすることが難しいため，開始のページと続きのページ

を区別しない「IO」方式を用いた．特に，本研究で扱うデータは非常に Tag0が多い不均

衡なデータとなる．そのため，モデルの学習において，Tagの出現頻度で重み付けを行う

が，そのときに出現頻度の極端に低い Tagは学習に悪影響を与えるため，少なくとも開始

Tag以上の出現頻度がない Tagは付けない工夫が必要である．

これらの Tagを付与するためのルールを [61]を元に作成した．まず，重要ページを抽

出するために，重要ページの候補となるページをテキストデータを用いて抽出する．

3.3.2.1 表紙や目次に関するページ候補の抽出
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図 11 目次ページ（Tag1）の例

表紙や目次には，特徴的な文字列が多く存在するので，「第 n号議案*19」と下記に挙げ

る文字列が，対象のページにすべて含まれているかどうかで判定した．� �
株主総会，日時，決議事項，通知，招集� �

目次のページは複数のページにまたがる可能性があるため，上記のルールに当てはまる

ページが存在しない場合には，新たに２ページごとにテキストデータをまとめたものを対

象に，上記の文字列がすべて含まれているかどうかで判定した．

3.3.2.2 大株主に関するページ候補の抽出

大株主に関するページには，特徴的な文字列が多く存在するので，下記に挙げる文字列

がすべて含まれているかどうかで判定した．

*19 nは対象とする株主招集通知の中で一番大きい番号．
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図 12 目次ページが 2ページにわたって記載されている例
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図 13 表紙となるページ（Tag1）の例

図 14 議事項について記載されたページ（Tag2）の例
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図 15 大株主に関するページ（Tag4）の例

図 16 会社役員に関するページ（Tag5）の例
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� �
株主, 株式, ％, 持株, 発行, 総数� �

大株主に関するページも複数のページにまたがる可能性があるため，上記のルールに当て

はまるページが存在しない場合には，新たに２ページごとにテキストデータをまとめたも

のを対象に，上記の文字列がすべて含まれているかどうかで判定した．

3.3.2.3 会社役員に関する開始ページ候補の抽出

会社役員に関する開始ページには，下記に挙げる文字列のいずれかが含まれているかど

うかで判定した．� �
役員に関する事項，役員に関する状況，役員の状況� �

3.3.2.4 会計監査人に関する開始ページ候補の抽出

会計監査人に関する情報は，重要ページに該当しないが，高い可能性で会社役員に関す

る情報の次の項目として記載されているため，会社役員に関する記載が終了するページの

予測に有効であるため抽出を行った．会計監査人に関する開始ページには，下記に挙げる

文字列のいずれかが含まれているかどうかで判定した．� �
会計監査人に関する事項，会計監査人の状況，　　会計監査人に関する状況� �

3.3.2.5 各議案ごとの開始ページ候補の抽出

各議案ごとの開始ページ候補抽出のために，各議案に対応するタイトルを抽出した．各

議案タイトルの抽出は，全ページを対象に文字列マッチングで以下のいずれかに当てはま

るものを抽出した．� �
第 N号議案～件，第 N号議案～について� �

ただし，Nは 1から 99までの数字とする．上記の文字列マッチングを適用することで抽

出できる例を以下に示す．
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� �
第１号議案

剰余金の処分の件

第２号議案

定款一部変更の件

第３号議案

取締役（監査等委員である取締役を除く。）

９名選任の件

第４号議案

監査等委員である取締役３名選任の件

第５号議案

補欠の監査等委員である取締役１名選任の件� �
抽出した各議案のタイトルと議案番号を用いて，議案ごとの開始ページ候補の抽出を行っ

た．すでに抽出した表紙や目次となる候補ページよりも後ろのページを対象に，第１号議

案から順に，議案タイトルと「第 N号議案」という文字列が出現するページをその議案の

開始ページとして抽出した．

3.3.2.6 Tag0が付与されるページの抽出

これまでに抽出した情報以外に，「連結計算書類」，「貸借対照表」，「損益計算書」，「メ

モ」，「新株予約権」に関する事項が記載されている可能性が高いページの抽出も行った．

これらのページは，本研究において重要ページではないと判断した．「連結計算書類」，

「貸借対照表」，「損益計算書」については，本研究の対象となる上場企業の場合には決算短

信にてあらかじめ公開されるため，株主招集通知で確認する必要はない．また，「新株予

約権」の重要な内容については，重要ページと定義した株主招集通知の決議事項として記

載されるため，重要性は低い．そのため Tag0を付与する．しかし，これらのページを抽

出しておく目的は，Tag0の学習データを生成することではなく，ルールによる Tag付与

に誤りが生じている PDFファイルを学習データから除くことができるようにするために

抽出している．具体的には次項 3.3.2.7節の抽出した情報を用いた Tagの付与において，

これらの Tag0が付与されたページに対して Tag0以外の Tagが付与される場合，ある 1

ページに対して複数の Tagを付与しようとしていることから，ルールによる Tagの付与

に誤りが生じていることになる．そのため，ルールの適用が失敗しているとみなし，学習

データから除くことができる．
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そのため，学習データの自動生成において，必ず抽出するべきページではないため，抽

出のルールはシンプルに，対象のページのテキストデータで，「連結計算書類」，「貸借対

照表」，「損益計算書」，「メモ」，「新株予約権」という文字列のみが行に出現しているペー

ジを抽出の対象とした．

3.3.2.7 抽出した情報を用いた Tagの付与

これまでに抽出した候補となるページの情報と，議案ごとのタイトル情報を用いて，

Tag付けを自動で行う．

表紙や目次に関する候補ページに対しては，Tag1を付与する．次に，それよりも後ろ

のページに対して，決議事項である議案に関しての記載があるページ群に対して Tag2と

Tag3を付与する．Tag2は，「第１号議案」の開始ページに対して付与し，その次のペー

ジ以降には「第 n号議案*20」の開始ページまで Tag3を付与していく．「第 n号議案」の

記載が終わるページは「第 n号議案」の開始ページから 5ページ以内に「以上」という文

字列のみが含まれる行が出現するページとし，そのページまでを Tag3として付与する．

「以上」という文字列のみが行に出現するページの例を図 17に示す．また，「第 n号議案」

の記載が終わるページが特定できない場合は学習データから除く．

5 ページ以内の「5」という数字について，どのように決定したか以下に述べる．収集

した株主招集通知をランダムに 20件ほど抽出し，「第 n号議案」が記載されているペー

ジ数を人手で確認し平均したところ 2.6ページであり，5ページのものが 1件，5ページ

を超えるものは 3件であった．理由として考えられるのは，議案は話し合われる順に記載

されていることが多く，大事な内容ほど前半に話し合われる特徴から，前半の大事な内容

ほど細かく多くの記載がある傾向にあり，後半の議案は記載が少ない傾向にある．5ペー

ジ以内という 5をもっと大きい値に設定することで学習データから除くものは少なくなる

が，終了ページに「以上」が記載されておらず，他の理由で「以上」が記載されたページ

までに Tag3を付与し，多くの誤った Tag3が付与されたページを自動生成してしまう可

能性があるため，5ページ以内とした．5ページ以内とすることで，ランダムに選んだ 20

件のうち 4件の PDFファイルはルールベースで終了ページを決めることができず，学習

データにすることができないため，学習データの量を犠牲に質を重視するための選択であ

る．5ページ以内であれば「第 n号議案」に関する内容が 2ページで終わり，5ページ目

に「以上」という文字列のみが行に出現するページがあったとしても，Tag3を 2
5 は正し

く付与することができる．「第１号議案」から「第 n− 1号議案」までの Tag2や Tag3は

*20 nは対象とする株主招集通知の中で一番大きい番号．
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図 17 「以上」という文字列のみが行に出現するページの例

かなり高い精度で正しく付与することができることを考慮すると，学習データに加える価

値が大きいため，平均した 2.6という数字の約 2倍である 5を選択した．もちろん，学習

データから「第 n号議案」の記載が 5ページを超えるものが含まれなくなるため，このよ

うなデータに対して正しく Tag付けができるモデルになっているかどうかは，3.4節の評

価と考察にて後述する．

Tag4に関しては，Tag1よりも後ろのページであり，Tag2や Tag3が付与されていな

いページにおいて，抽出した大株主に関するページ候補の中で一番若いページに対して付

与する．Tag4の付与されたページの次のページが大株主に関するページ候補である場合

は，そのページに対しても Tag4を付与する．

Tag5と Tag6の会社役員に関するページは，ほとんどの株主招集通知で大株主に関す

るページよりも後ろに記載されるため，Tag4 が付与されたページよりも後ろを対象に，

抽出した会社役員に関する開始ページ候補の中で一番若いページに Tag5 を付与する．

Tag5が付与されたページの次のページから，抽出した会計監査人に関する開始ページ候

補のページまで Tag6を付与する．会計監査人に関する開始ページは，会社役員に関する

ページの記載が終了するページから改ページされて始まることが多いが，改ページされる

ことなくページの半ばから会計監査人に関する記載が始まることもあるため，重要ページ

が抽出されないことを防ぐために，会計監査人に関する開始ページまでを重要ページの対

象として Tag6を付与する．したがって，会計監査人に関する開始ページ候補が Tag5を
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付与したページ以降に出現しない場合，会社役員に関する記載が終わるページが特定でき

ないため，学習データから除く．

また，Tag1から Tag6を付与しようとしたページに対して，3.3.2.6節により，すでに

Tag0が付与されている場合には，学習データから除く．

ここまでのルールを適用し，Tag1，Tag2，Tag4，Tag5が少なくとも一つずつ付与する

ことができていれば，Tagが正しく自動で付与できているとみなし，まだ Tagが付与され

ていないページに対して Tag0を付与し，学習データに追加する．

これらのルールを適用して，Tagが期待通りに付与できない場合，[61]ではさらに細か

いルールを適用し，多くのページを重要ページの候補として抽出することで実用的な再現

率を実現している．しかし，本研究で提案する学習データの自動生成においては，学習

データの質を高くするために，これらの細かいルールの適用が必要なファイルに関しては

ルールベースが適用できないファイルとし，学習データから除いた．本研究で提案するフ

レームワークでは，自動でデータを収集することで多くのデータを収集することが可能で

あることから，ルールを厳しくした上でも多くの学習データの生成が可能である．

データを自動でクローリングして取得することでデータの量の問題を解決し，元々の収

集したデータの分母が大きいためルールベースを厳しくすることが可能であり，人手で作

成するには難しい量，かつ，質が高い学習データを自動生成することが可能となった．

3.3.3 Step3: 分類器の学習

まず，分類器にテキストの情報を入力するために，ページごとのテキスト情報を数値情

報に変換する必要がある．そのため，分類に有効である可能性が高い素性を選択する方法

を述べる．

そして，どのような分類器が本研究で扱うようなタスクにおいて有効であるのかを比較

し，検討するために 4つのモデルを提案する．

3.3.3.1 素性選択

学習データのページごとにテキストを形態素解析し*21，入力層の要素となる語（素性）

を選択する．ただし，形態素解析を行う際に，本研究での分類において「第 n号議案」と

いう文字列はルールベースにおいても重要な役割があるため，「第 n号議案」を一つの語

として，分かち書きを行った．

そして，学習データにおける語 wを含むページの数を df(w)，学習データにおけるペー

*21 http://mecab.googlecode.com/
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図 18 入力ベクトルの例

ジの総数を N とし，df(w)
N が 0.005未満の出現数が少ない語を除き，0.005以上の語を素

性として選択した．ただし，「第 n号議案」という文字列は，出現数に関係なく素性とし

て選択した．本手法では閾値として 0.005を提案しているが，実験段階において，この閾

値を極端に小さくした場合においての予備実験も行った結果，ほとんど同様の結果を得る

ことができた．この閾値の決め方に関しては 3.4節の評価と考察にて詳しく後述する．

この素性選択によって，2, 256の素性を選択した．学習データから選択される素性の一

部を例示する．� �
第１号議案，株式，略歴，持ち直し，拝啓，敬具，償却，解消，不足，取組，制度，

手形，運営� �
3.3.3.2 モデル１

入力を株主招集通知のあるページとし，そのページがどの Tag であるかを判定する分

類器として，多層パーセプトロン（MLP）をモデルとして選択した．入力は，学習データ

から抽出された語（素性）を要素，頻度を要素値としたベクトルとする（Bag of Words）．

イメージ図を図 18に示す．

モデルの入力層のノード数を入力ベクトルの次元数（すなわち素性の数）と同じとし，

隠れ層は，ノード数 1, 000が 3層，ノード数 500が 3層の計 6層とした．出力層は Tag

の種類である 7 要素とした．モデルの簡略図を図 19 に示す．活性化関数はランプ関数

(ReLU)を使用し，出力層はソフトマックス関数 (softmax)を使用した．本研究のデータ

は，Tag によって出現頻度が異なる不均衡データであるため，誤分類した場合のペナル

ティに対して，Tagの出現頻度を用いて重み付けして対処を行った．

3.3.3.3 モデル２

入力を株主招集通知のあるページとその前後１ページとし，そのページがどの Tag で

あるかを判定する分類器として，多層パーセプトロン（MLP）をモデルとして選択した．

62



図 19 モデル１簡略図

図 20 モデル２簡略図

入力は，ページごとに素性を要素，頻度を要素値としたベクトル（Bag of Words）を３

ページ分を結合したベクトルとする．モデルの入力層のノード数を入力ベクトルの次元数

×３とし，隠れ層は，ノード数 2, 000 が 3 層，ノード数 1, 000 が 3 層の計 6 層とした．

出力層は Tagの種類である 7要素とした．

活性化関数はランプ関数 (ReLU)を使用し，出力層はソフトマックス関数 (softmax)を

使用した．本研究のデータは，Tagによって出現頻度が異なる不均衡データであるため，

誤分類した場合のペナルティに対して Tagの出現頻度を用いて重み付けして対処を行っ

た．モデルの簡略図を図 20に示す．

3.3.3.4 モデル３

入力を株主招集通知ファイルとし，各ページがどの Tag であるかを前後のページの情
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図 21 モデル３簡略図

報も用いて判定する分類器として，双方向 LSTM（BiLSTM）をモデルとして選択した．

各ページごとに素性を要素とし，頻度を要素値としたベクトルをページ順に入力する．モ

デルの入力層のノード数を入力ベクトルの次元数（すなわち素性の数）と同じとし，隠

れ状態ベクトルの次元数を 1, 000 とした．前から順に入力することによって得られる各

ページの hidden state vector 1, 000次元と，後ろから順に入力することによって得られ

る各ページの hidden state vector 1, 000次元を合わせた 2, 000次元のベクトルに線形変

換を行うことで 7次元にし，ソフトマックス関数 (softmax)を適用することで Tagを予

測するモデルとする．モデルの簡略図を図 21に示す．モデル１同様，Tagによって出現

頻度が異なる不均衡データであるため，誤分類した場合のペナルティに対して，Tagの出

現頻度を用いて重み付けして対処を行った．

3.3.3.5 モデル４

最後のモデルは，モデル３の出力層に CRF（条件付き確率場: Conditional Random

Field）層を追加した BiLSTM-CRFを選択した．

本研究で扱うような各ページに Tag を付与する問題は，系列ラベリング問題として定

式化でき，これらの問題は CRFを用いることでラベル間の依存性を学習することが可能

である．例えば，代表的な系列ラベリング問題である固有表現抽出の研究では，まず文章

を単語区切りに分割し，固有表現に対して Tag を付与した学習データを用いることで学

習器を学習させる．そして，学習させた分類器に単語列を入力し，各単語に対して Tagを

付与することで固有表現を抽出することが可能となる．この固有表現抽出の研究における

分類器は，BiLSTM-CRFを用いることで良好な結果を得ることが Lampleらの研究で示
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されている [21]．本研究は，入力が単語区切りになった文章ではないが，系列ラベリング

問題としての特徴を持つため，BiLSTM-CRFを分類器として用いることを提案した．

本研究では，とある n ページの入力に対して，各ページの双方向 LSTM の出力を

H = (h1,h2, ...,hn) とし，各ページの予測される Tag を t = (t1, t2, ..., tn) と定義する

ことで，以下の条件付き確率，式 18を最大化するように，双方向 LSTMのパラメータと

Tagの遷移スコアWを更新することで学習を行う．

p(t|H) =
exp(score(H, t))∑
t′ exp(score(H, t′))

(18)

score(h,H) =
n∑

i=0

Wti,ti+1
+

n∑
i=1

Pi,ti (19)

ただし，

t0: 始まりを表す TagBが割り当てられる

tn+1: 終わりを表す TagEが割り当てられる

W: Tagの遷移スコアを表す正方行列 (9 × 9)*22

Wti,tj : Tag ti から Tag tj へ遷移するためのスコア

P : 双方向 LSTMの出力をまとめた行列 (n × 7)

t’: tが取り得るすべてのパターンの Tagの組み合わせ

式 19 の第一項は CRF が担保する Tag のつながりの正しさをスコア化し，第二項は

LSTM による Tag の予測をスコア化している．例えば，学習データから，Tag2 の次は

Tag3の可能性は高いが，Tag6の可能性は限りなく低いといったことを第一項は学習する

ことが可能である．

実装では，式 18の対数 log(p(t|H))を最大化させるようにパラメータを更新する．学

習したモデルを用いて予測を行うときは，スコアを最大化する tを選択することで，Tag

を予測することが可能となる．

3.3.4 Step4: 分類器を用いた重要ページの抽出

Step3 で学習させた分類器に株主招集通知を入力することで，ページごとに Tag を割

り当てる．そして，割り当てた Tagが Tag0以外であれば抽出ページとすることで，重要

ページを抽出することが可能となる．

*22 Tag0，Tag1，Tag2，Tag3，Tag4，Tag5，Tag6，TagB，TagEの合計が 9個のため．
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3.3.4節で 4つのモデルを提案したが，3.4節にて，どのモデルが本研究の目的に適して

いるのかをテストデータをもとに評価し，考察する．

3.4 評価と考察

提案手法を実装し，評価を行った．まず，Step1（3.3.1節）では，3, 601の企業Webサ

イトにおける IR情報ページより 554, 544の PDFファイルを取得し，テキストデータに

変換後，このテキストデータを改行ごとに分割し，１行の文字列に「株主総会」もしくは

「株主招集」を含み，さらに，「通知」を含む文字列が出現している PDFファイルを株主

招集通知と判別することで，収集した 554, 544の PDFファイルから 11, 050の株主招集

通知である PDFファイルを取得した．

次に，Step2（3.3.2節）では，Step1で収集した PDFファイルに対してルールベース

を適用し，各ページに Tag を付与することで，学習データを自動生成した．Step1 で収

集した 11, 050 の株主招集通知である PDF ファイルにルールベースを適用することで，

2, 795の PDFファイルから 125, 746ページの学習データを自動生成することに成功した

（Tag1が 4, 063，Tag2が 2, 795，Tag3が 13, 216，Tag4が 2, 837，Tag5が 2, 795，Tag6

が 8, 161，Tag0が 91, 879）．

ここで，本手法で自動生成された学習データの評価を行った．自動生成された学習デー

タは，2, 795 の PDF ファイル（125, 746 ページ）と膨大であるため，ランダムに 10 件

の PDFファイルを選び，人手で確認し Tag付けを行うことで，自動生成された学習デー

タを定量的に評価した．ランダムに選んだ 10件の PDF ファイルの合計ページ数は 483

ページであった．自動生成した Tagと正解の Tagの関係がわかるように，クロス集計し

た結果を表 21に示し，評価指標として，Tagごとの適合率・再現率・F1スコアを表 22に

示す．クロス集計の行が自動で付与した Tagであり，列が人手にて付与した正解の Tag

である．

収集した 11, 050の株主招集通知から，2, 795件の学習データを自動生成することがで

きたが，その適合率・再現率は表 22より良好な結果である．特に本研究では，最終的に

重要ページとして Tag 付けしたページを抽出し印刷するため，重要ページが抽出されな

いようなことが極力起こらないようにするべきである．よって，一部のデータによる評価

ではあるが，Tag1から Tag6の再現率が 1.000を満たしているこの自動生成されたデー

タは，目標を達成するために有効な学習データであるといえる．また，Tag6の適合率が

低いのは，学習データの自動生成方法に起因している．3.3.2.7 節で述べた通り，会社役

員に関するページの２ページ目以降である Tag6は，会社役員に関するページの開始ペー
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表 21 学習データのクロス集計結果

　　正解 Tag

Tag Tag0 Tag1 Tag2 Tag3 Tag4 Tag5 Tag6

Tag0 342 0 0 0 0 0 0

Tag1 0 17 0 0 0 0 0

Tag2 0 0 10 0 0 0 0

Tag3 0 0 0 65 0 0 0

Tag4 0 0 0 0 10 0 0

Tag5 0 0 0 0 0 10 0

Tag6 9 0 0 0 0 0 20

表 22 Tagごとの適合率・再現率・F1スコア

Tag 適合率 再現率 F1スコア

Tag0 1.000 0.974 0.987

Tag1 1.000 1.000 1.000

Tag2 1.000 1.000 1.000

Tag3 1.000 1.000 1.000

Tag4 1.000 1.000 1.000

Tag5 1.000 1.000 1.000

Tag6 0.690 1.000 0.816

ジ (Tag5)の次のページから，抽出した会計監査人に関する開始ページ候補のページまで

を Tag6として付与する．そのため，会計監査人に関する開始ページは，本来抽出すべき

対象のページでないことから誤判定となり，適合率が低くなっている．このようなルー

ルを設定したのは，あるページの途中まで会社役員に関する記述があり (Tag6)，さらに，

ページの途中から会計監査人に関する記述が始まっているページを抽出できるようにする

ためである．表 21 に示すように，正解の Tag は Tag0 であるが自動で付与した Tag が

Tag6になってしまった誤った付与の数が 9となっているのは，学習データの自動生成の

評価に使用した株主招集通知の１つにあるページの途中まで会社役員に関する記述があり

(Tag6)，さらに，そのページの途中から会計監査人に関する記述が始まっているページが

存在したためである．サンプリング数が少ないので詳細な割合ではないが，10件のうち 1

件の株主招集通知で，このようなページが存在するため，学習データの適合率は多少下が

るが，このようなルールを設定している．

ルールベースにより，収集した PDFファイルの約 25%には高い適合率・再現率で Tag

を付与できるが，残りの約 75%の PDF ファイルは，ルールベースだけでは適切な Tag
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を付与することはできない．これは，ページの一部の文字が画像として PDFに記載され

ていることがあることや，PDF からテキストデータの変換で形式が崩れてしまうなど，

PDFデータであることによる原因と，企業や年度ごとに書き方などが異なる多様性が原

因である．しかし，重要ページに出現する単語頻度などの傾向は，多少のテキストデータ

への変換ができていないことや，企業や年度ごとに書き方が異なることによって大きくは

変わらないため，これらのデータを学習データとし，分類器を学習させることで，ルール

から少しでも外れたりする株主招集通知に対しても Tag が付与できると考え，本手法を

提案した．

また，今回の学習データ生成における候補ページ抽出の文字列の選択や，Tag 付けの

ルールは，質と量のトレードオフの関係になっている．例えば，文字列の選択に関して，

すべて含まれるルールを採用している表紙や目次に関するページ候補 (Tag1)や大株主に

関するページ候補 (Tag4)では，文字列を増やすことで学習データの質を上げることはで

きるかもしれないが，その分自動生成できるデータ数は少なくなる可能性が高い．また，

文字列のいずれかが含まれるルールを採用している会社役員に関する開始ページ候補の抽

出 (Tag5)などであれば，文字列を増やすことで学習データの量を増やすことは可能とな

るが，質は悪くなる可能性がある．そのため，他のデータに適用する場合には，収集でき

たデータの分母や，実際に学習データ自動生成によってどの程度の量の学習データが生成

できたかによって，調整が必要である．

Step3（3.3.3節）では，Step2で作成した学習データを用いて，各ページの Tagを付与

する分類器を学習させた．自動生成した学習データから素性選択を行い，2, 256の素性を

選択した．この素性の頻度を入力とし，各モデルを学習させた．

本手法では 3.3.3.1 節で述べた通り，学習データにおける語 w を含むページの数を

df(w)，学習データにおけるページの総数を N とし，df(w)
N が 0.005未満の出現数が少な

い語を除き，0.005以上の語を素性として選択している．この 0.005の値をどのように決

めたかをまず述べる．本研究での学習データは，Tagの出現頻度が不均衡なデータである

ことを考慮し，DF (Tagi)を Tagiが付与されたページの数とすることで，閾値の上限を

以下の式 20で求める．

v =
min(DF (Tagi))

N
(20)

学習データにおけるページの総数が N = 125, 746であり，min(DF (Tagi)) = 2, 795で

あることから，閾値の上限は v = 0.022となる．この値を閾値の上限とする理由は，例え

ば，DF (Tag2) = 2, 795であるが，仮に Tag2にのみ出現する特有の語 w があるとする

と，この語は分類に大きく貢献することが考えられる．しかし，閾値を 0.023にした場合，
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Tag2で必ず出現したとしても他の Tagで出現しないため，その場合 df(w) = 2, 795とな

り，素性として選択することができないため，閾値の上限は式 20と定めることができる．

もちろん，ある Tagにのみ出現し，その Tagで必ず出現する語などは存在しないため

（もし，存在する場合ルールベースのみで分類が可能），あとは出現頻度の低い Tagi（本研

究では Tag2，Tag4，Tag5)ごとに語の df 値を計算し，Tagiに特徴的な語（例えば，学

習データ自動生成に使用した語など）が少なくとも，Tagiが付与されたページの中で，k

ページに 1回以上は出現しているかどうかなどを参考に，閾値を決めるのが有効である．

本研究では，Tag2や Tag5が付与されたページに対して，少なくとも 4ページに 1回く

らいのペースで，そのページを表す特徴的な語が出現すると仮定し，k = 4とすることで，

閾値を以下の式 21にて求めた．

v =
min(DF (Tagi))

N × k
(21)

この閾値の小数第四位以下を切り捨てた結果が v = 0.005 となったため，閾値をこの値

に定めた．本研究では，この閾値で良好な結果を得ることができたが，もし他の文書に対

して本手法を適用する時，最初に定めた閾値で学習がうまくいかない場合には，k の値を

徐々に大きくして，閾値を下げていく方針をとることが有効であると考える．なぜなら，

閾値を下げれば下げるほどノイズとなる素性が増え，単純に次元数も増加することから，

前処理や学習にかかる時間が増加する．したがって，学習コストが少ない閾値の設定が高

いものから試していくことが有効である．また，v = 0.005より大きい値での実験は，重

要な素性が選択できない可能性が高まるため試していないが，閾値を極端に低い値として

v = 7.952 × 10−5（df(w)が 10以上）で素性選択を行い，24, 220の素性を用いて同様の

実験を行った結果，この後に示す結果とほとんど同様の結果を得ることができた．このこ

とから，本研究におけるデータにおいては，v = 0.005より小さい値であれば，結果に大

きな差はなかった．

次に，各モデルの有効性を検討するために，ルールベースを適用した結果，ルールに当

てはまらず学習データにならなかった PDFファイルからランダムに 10件選び，人手で

確認し Tag 付けを行った．人手にてページごとに Tag 付けを行うことにより，10 件の

PDFファイルから 507ページ分の正解 Tagが付与されたテストデータを作成した．

まず，各モデルの重要ページの Tagがどの程度精確に付与されているかと，モデルごと

の特徴を考察するために，提案した各モデルによる Tag付けの結果と，正解データの Tag

の関係をクロス集計した．行が予測した Tagであり，列が人手にて付与した正解の Tag

である．モデルごとにクロス集計した結果を，表 23，表 24，表 25，表 26に示す．

また，定量的評価を行うために，各モデルの評価指標として，多値分類問題でよく使われ
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表 23 モデル１のクロス集計結果

　　正解 Tag

Tag Tag0 Tag1 Tag2 Tag3 Tag4 Tag5 Tag6

Tag0 298 2 0 2 0 0 1

Tag1 3 18 0 0 0 0 0

Tag2 0 0 10 4 0 0 0

Tag3 5 0 0 108 0 0 2

Tag4 0 0 0 0 10 0 0

Tag5 0 0 0 0 0 10 2

Tag6 9 0 0 0 0 0 23

る評価指標であるmicro平均*23，macro平均，weighted平均の適合率・再現率・F1スコア

をクロス集計表から算出した．その結果を表 27に示す．各指標の算出方法は以下の通り

である．micro平均 F1スコアは，micro平均正解率（accuracy）とも等しいため，各Tagの

正しく付与できているページ数の和を，テストデータの総ページ数で割った値である．例

えば，モデル１の結果である表 23であれば，(298+18+10+108+10+10+23)/508 =

0.941 である．macro 平均は，まず各 Tag ごとに適合率・再現率を計算し，その結果

を相加平均した値である．例えば，モデル１の結果である表 23 の適合率であれば，

(0.983+ 0.857+ 0.714+ 0.939+ 1.000+ 0.833+ 0.719)/7 = 0.864である．weighted平

均はmacro平均と同様に，まず各Tagごとに適合率・再現率を計算し，その結果を正解Tag

の出現頻度で重み付けをした加重平均の値である．正解Tagの出現頻度で重み付けを行う

が，正解 Tagの出現頻度はクロス集計表の各列ごとの値を集計することで求めることが可

能であり，モデル１の結果である表 23の Tag0であれば，298+3+0+5+0+0+9 = 315

である．

そして，実用上の評価を行うために，Tag付けを行ったテストデータに対して，学習し

た各モデルによる重要ページ抽出の適合率，再現率を求め，既存研究である文献 [61]の手

法と提案手法との比較評価を行った．なお，重要ページ抽出の適合率，再現率を評価する

ために，Tag0 が付与されたものを重要ページでないものとし，Tag0 以外が付与された

ページを重要ページとみなして，ファイルごとに評価を行った．具体的な計算方法として

は，Tag1から Tag6を Tag7とし，Tag7と Tag0の二値分類として適合率・再現率を算

出する．

重要ページ抽出の適合率・再現率と，全ページを印刷するのに比べてどのくらいのペー

ジを減らすことができたのかの指標となるページ圧縮率を表 28，表 29，表 30に示す．

*23 micro平均の適合率，再現率，F1スコアは同一の値となるため，F1スコアのみを結果に示す．
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表 24 モデル２のクロス集計結果

　　正解 Tag

Tag Tag0 Tag1 Tag2 Tag3 Tag4 Tag5 Tag6

Tag0 305 4 0 4 0 0 1

Tag1 0 16 0 0 0 0 0

Tag2 0 0 10 0 0 0 0

Tag3 2 0 0 110 0 0 0

Tag4 0 0 0 0 10 0 0

Tag5 1 0 0 0 0 8 0

Tag6 7 0 0 0 0 2 27

表 25 モデル３のクロス集計結果

　　正解 Tag

Tag Tag0 Tag1 Tag2 Tag3 Tag4 Tag5 Tag6

Tag0 304 3 0 1 0 0 0

Tag1 0 17 0 0 0 0 0

Tag2 0 0 10 0 0 0 0

Tag3 4 0 0 113 0 0 0

Tag4 0 0 0 0 10 0 0

Tag5 0 0 0 0 0 10 0

Tag6 7 0 0 0 0 0 28

表 26 モデル４のクロス集計結果

　　正解 Tag

Tag Tag0 Tag1 Tag2 Tag3 Tag4 Tag5 Tag6

Tag0 306 4 0 1 0 0 2

Tag1 0 16 0 0 0 0 0

Tag2 0 0 10 0 0 0 0

Tag3 2 0 0 113 0 0 0

Tag4 0 0 0 0 10 0 0

Tag5 0 0 0 0 0 10 0

Tag6 7 0 0 0 0 0 26

表 28，表 29 からわかるように，文献 [61] で提案しているルールベースが当てはまら

ない PDFファイルに対して，提案手法は高い適合率・再現率で，重要ページの抽出に成

功した．ルールベースにおいて再現率が低かった証券コード 2899，3371のような PDF

ファイルに対しては再現率が向上し，再現率は高いがその分不要なページを重要ページと

して多く抽出していた証券コード 2109，4228，5715，6302，8367のような PDFファイ

ルに対しては，余分な抽出をしないことで適合率が向上した．

表 23から表 26に関しては，行が予測した Tagであり，列が人手にて付与した正解の
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表 27 評価指標による評価結果

micro macro weighted

手法 F1スコア 適合率 再現率 F1スコア 適合率 再現率 F1スコア

モデル 1 0.941 0.864 0.945 0.899 0.946 0.941 0.942

モデル 2 0.959 0.942 0.928 0.931 0.962 0.959 0.959

モデル 3 0.970 0.965 0.972 0.966 0.973 0.970 0.971

モデル 4 0.968 0.964 0.956 0.958 0.970 0.968 0.969

表 28 文献 [61]のルールベースとモデル１の評価結果

証券コード ルールベース モデル１
（全ページ数） 適合率 再現率 圧縮率 適合率 再現率 圧縮率
1605 (71) 32 / 49 = 0.653 32 / 32 = 1.000 69% 31 / 32 = 0.969 31 / 32 = 0.969 45%
2109 (40) 14 / 24 = 0.583 14 / 16 = 0.875 60% 15 / 17 = 0.882 15 / 16 = 0.938 43%
2899 (40) 6 / 7 = 0.857 6 / 15 = 0.400 18% 15 / 16 = 0.938 15 / 15 = 1.000 40%
3371 (44) 4 / 5 = 0.800 4 / 10 = 0.400 11% 10 / 11 = 0.909 10 / 10 = 1.000 25%
4228 (36) 13 / 22 = 0.591 13 / 13 = 1.000 61% 13 / 14 = 0.929 13 / 13 = 1.000 39%
4620 (56) 22 / 26 = 0.846 22 / 23 = 0.957 46% 23 / 24 = 0.958 23 / 23 = 1.000 43%
5715 (52) 20 / 39 = 0.513 20 / 20 = 1.000 75% 20 / 21 = 0.952 20 / 20 = 1.000 40%
6302 (64) 21 / 41 = 0.512 21 / 23 = 0.913 64% 22 / 23 = 0.957 22 / 23 = 0.957 36%
8334 (56) 18 / 18 = 1.000 18 / 21 = 0.857 32% 20 / 22 = 0.909 20 / 21 = 0.952 39%
8367 (48) 19 / 32 = 0.594 19 / 19 = 1.000 67% 18 / 19 = 0.947 18 / 19 = 0.947 40%

表 29 モデル２とモデル３の評価結果

証券コード モデル２ モデル３
（全ページ数） 適合率 再現率 圧縮率 適合率 再現率 圧縮率
1605 (71) 31 / 31 = 1.000 31 / 32 = 0.969 44% 32 / 32 = 1.000 32 / 32 = 1.000 45%
2109 (40) 14 / 15 = 0.933 14 / 16 = 0.875 38% 15 / 16 = 0.938 15 / 16 = 0.938 40%
2899 (40) 15 / 16 = 0.938 15 / 15 = 1.000 40% 15 / 16 = 0.938 15 / 15 = 1.000 40%
3371 (44) 10 / 11 = 0.909 10 / 10 = 1.000 25% 10 / 11 = 0.909 10 / 10 = 1.000 25%
4228 (36) 13 / 14 = 0.929 13 / 13 = 1.000 39% 13 / 14 = 0.929 13 / 13 = 1.000 39%
4620 (56) 21 / 22 = 0.955 21 / 23 = 0.913 39% 23 / 24 = 0.958 23 / 23 = 1.000 43%
5715 (52) 20 / 22 = 0.909 20 / 20 = 1.000 42% 20 / 21 = 0.952 20 / 20 = 1.000 40%
6302 (64) 21 / 24 = 0.875 21 / 23 = 0.913 38% 21 / 24 = 0.875 21 / 23 = 0.913 38%
8334 (56) 19 / 19 = 1.000 19 / 21 = 0.905 34% 20 / 22 = 0.909 20 / 21 = 0.952 39%
8367 (48) 19 / 19 = 1.000 19 / 19 = 1.000 40% 18 / 19 = 0.947 18 / 19 = 0.947 40%

Tagであるが，重要ページの抽出漏れを避けるために，Tag1から Tag6の再現率が高く

なることが求められる．そのためには，予測が Tag0で，正解が Tag1から Tag6のもの

が少ないことが望ましい.

まず，どのモデルにも共通していたのは，証券コード 8334の Tag3のページに対して

の予測が Tag0となってしまったことである．これは，「第３号議案：取締役に対する譲渡

制限付株式及び業績連動型株式報酬制度に係る報酬決定の件」について記載された 4ペー

ジ目となる最後のページであるが，該当議案についての中心的な話題がすでに 3ページに
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表 30 モデル４の評価結果

証券コード モデル４
（全ページ数） 適合率 再現率 圧縮率
1605 (71) 32 / 33 = 0.970 32 / 32 = 1.000 46%
2109 (40) 14 / 15 = 0.933 14 / 16 = 0.875 38%
2899 (40) 15 / 16 = 0.938 15 / 15 = 1.000 40%
3371 (44) 10 / 11 = 0.909 10 / 10 = 1.000 25%
4228 (36) 13 / 14 = 0.929 13 / 13 = 1.000 39%
4620 (56) 23 / 24 = 0.958 23 / 23 = 1.000 43%
5715 (52) 20 / 21 = 0.952 20 / 20 = 1.000 40%
6302 (64) 21 / 22 = 0.955 21 / 23 = 0.913 34%
8334 (56) 19 / 19 = 1.000 19 / 21 = 0.905 34%
8367 (48) 18 / 19 = 0.947 18 / 19 = 0.947 40%

わたって記載されており，最後の 4 ページ目の記載は補足の説明であることや，文字数

もページ半分に満たないため，誤った予測結果となってしまっていた．このように，議案

について記載された最後のページは，予測が他の重要ページに比べて難しい．このような

ページに対しては，考察の後半で説明する追加のルールを適用することで，適合率を多少

下げることになるが抽出することが可能である．

また，学習データの自動生成で，一番最後に記載される議案が 5 ページ以内に収まる

ものしか学習データには存在しない．しかし，テストデータにおける証券コード 2109や

4228 では，一番最後に記載されている議案が両方ともに 7 ページ続くにもかかわらず，

議案について記載されたページである Tag3を付与することができている．これは，一番

最後に記載されている議案以外にも Tag3が付与されており，それらには 10ページ以上

続くような議案も含まれているため，長く続く議案も学習することができているからと考

えられる．

各モデルの考察として，提案モデル１は，単一ページを入力としたモデルを提案した

が，表 23からわかる通り，正解が Tag3のものに対して Tag2を付与する間違いや，Tag6

のものに対して Tag5 を付与する間違いが起こっている．しかし，これらの Tag 付けの

間違いは許容することが可能である（Tag2と Tag3はどちらも「決議事項である議案に

ついて記載されたページ」の Tagであり，Tag5と Tag6はどちらも「会社役員に関する

ページ」の Tag であり，同じ項目であることは予測できているため）．問題があるのは，

正解が Tag6 であるものに対して Tag3 を付与してしまったものや，Tag0 を付与してし

まったものがあることである．議案で取り上げる話題には会社役員に関することも含まれ

ていることがあるため，会社役員に関してのページに対して Tag3が付与されてしまって

いる．また，会社役員に関するページも複数のページにわたって記載されているため，ど

うしても最後のページの記載内容が話題の補足であったり，文字数が少なくなってしまう

ことから，Tag0が付与されてしまう可能性がある．これは，モデル１が単一ページを入
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力とする特徴から，前後の情報を利用することができないために起こる．このようなデメ

リットはあるが，メリットとしては，やはり学習データを自動生成していることによる学

習データのバイアスの影響が少ないことである．

モデル２では前後のページの情報を活用することで予測精度を向上させようとしている

が，モデル１とは異なった Tag付けの誤りが表 24から見て取れる．モデル２では，モデ

ル１で見られた，正解が Tag3であるものに対して Tag2を付与してしまう間違いや，正

解が Tag6であるものに対して Tag3や Tag5を付与する間違いもない．これは，ページ

の前後情報を入力として受け取っているため，前のページの情報から開始ページでないこ

とが予測できることや，前後のページが会社役員に関するページであるため，議案の Tag

ではないことが予測できるためである．このようなメリットはあるが，デメリットも存在

する．デメリットは，自動生成された学習データのバイアスをも学習してしまう点であ

る．本研究では，学習データの自動生成をルールベースに当てはまるものに限定している

ため，学習データには，大株主情報，会社役員に関する情報の順で記載される場合か，大

株主情報，新株予約権の情報，会社役員に関する情報の順で記載されたものしか存在しな

いが，企業によってはこの記載の順番が異なることがある．現状，異なった順に記載をし

ている企業はかなり少ないが，年度によって記載の順番が変化することなどを考えると，

あまりこのようなページの出現順序までを学習するのは適切でない．本評価でも，証券

コード 8334にて，会社役員に関する情報，大株主情報の順で記載が出現しており，学習

データにおけるすべてのデータにおいて大株主に関するページの前は Tag0であることか

ら，正解が Tag6であるページの予測が Tag0になってしまった．

自動生成した学習データの Tag がどのような特徴を持っているかを捉えることができ

るように，あるページの Tagから次のページの Tagへの遷移行列を表 31に示す．行があ

るページの Tagを表し，列が次のページの Tagを表す．表の見方としては，例えば，前

のページが Tag1の行に着目すると，Tag1の次のページにその他の重要ページでないも

のが来ることは 3,071回あり，続けて Tag1が来ることは 820回あり，議案についての記

載が始まる Tag2が来ることは 172回あることが読み取れる．

まず，表 31から見て取れるように，学習データにおいて Tag4から遷移する可能性が

あるのは，大株主の情報が続く Tag4，会社役員に関する記述が始まる Tag5，それ以外の

重要ページではないページ Tag0のいずれかである．これは学習データの自動生成におい

て，大株主の情報よりも後ろに会社役員に関するページが出現するというルールを設定

しているためである．そのため，Tag6から遷移する可能性があるのは，会社役員に関す

る記述が続く Tag6 か，それ以外の重要ページではないページ Tag0 のいずれかであり，

Tag6から大株主情報が記載されている Tag4へ遷移するデータが学習データに含まれて
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表 31 学習データにおける Tagから Tagへの遷移行列

ページ i+ 1

Tag Tag0 Tag1 Tag2 Tag3 Tag4 Tag5 Tag6

Tag0 82218 448 2623 0 2795 1021 0

Tag1 3071 820 172 0 0 0 0

ペ Tag2 127 0 0 2667 0 0 0

┃ Tag3 2647 0 0 10549 0 0 0

ジ Tag4 1021 0 0 0 42 1774 0

i Tag5 7 0 0 0 0 0 2788

Tag6 2788 0 0 0 0 0 5373

いない．これがモデル２のデメリットを引き起こしている原因である．

同様に学習データのバイアスを強く学習してしまったのが，モデル３の双方向 LSTM

に CRF層を追加したモデル４である．本来，系列ラベリング問題においては，ラベル間

の依存性を学習することができる CRF を用いることが有効であることが多い．しかし，

表 31に示した通り，学習データを自動生成していることにより，学習データにバイアス

が生じているため，CRFを用いるとモデル２のようにバイアスを強く学習してしまうこ

とから，人手にて Tag 付けを行っていない本研究のようなデータにおいては最適なモデ

ルとはならなかった．

それに対して，双方向 LSTMを採用したモデル３であるが，LSTMが長期的な依存関

係の学習を目的としたモデルである特徴から，対象となるページよりも前全体のページ情

報を加味することができ，双方向にすることにより，対象となるページよりも後ろ全体

のページ情報を加味して Tag の予測が可能である．この特徴からモデル２では自動生成

した学習データのバイアスを強く学習してしまっていたが，証券コード 8334にて，会社

役員に関する情報，大株主情報の順で記載が来た場合においても，前からの情報として，

Tag5や Tag6などの会社役員に関する記載が続く可能性があるといった情報を引き継ぐ

ことができ，後ろ側からの情報として，大株主の情報に関する記載のページの前であると

いった情報だけでなく，それまでのページに会社役員に関する記載がまだ出現していない

といった情報を引き継いだ状態で対象となるページの予測を行うことが期待でき，実際の

Tagの予測も成功した．また，表 27から明らかなようにモデル３の手法は，どの評価指

標も一番高い値を示していることから，今回提案した４つのモデルの中で一番適したモデ

ルである．
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表 32 モデル３の各 Tagごとの適合率・再現率・F1スコア

Tag 適合率 再現率 F1スコア

Tag0 0.987 0.965 0.976

Tag1 1.000 0.850 0.919

Tag2 1.000 1.000 1.000

Tag3 0.966 0.991 0.978

Tag4 1.000 1.000 1.000

Tag5 1.000 1.000 1.000

Tag6 0.800 1.000 0.889

表 33 重要ページ抽出を重視したモデル１のクロス集計結果

　　正解 Tag

Tag Tag0 Tag1 Tag2 Tag3 Tag4 Tag5 Tag6

Tag0 275 1 0 1 0 0 1

Tag1 17 19 0 0 0 0 0

Tag2 0 0 10 4 0 0 0

Tag3 14 0 0 109 0 0 2

Tag4 0 0 0 0 10 0 0

Tag5 0 0 0 0 0 10 2

Tag6 9 0 0 0 0 0 23

最後に実用に向けて，モデル３の各 Tagごとの適合率・再現率・F1スコアを表 32に

示す．

表 23から表 26のクロス集計表の考察で一度述べた通り，重要ページのみを抽出し，印

刷して人が読むことを考慮すると，重要ページの抽出漏れは極力防ぎたいため，Tag1か

ら Tag6の再現率が高くなることが求められる．そのために，適合率は多少落ちてしまう

が，Tag1，Tag3と予測された次のページの Tagが Tag0の場合，前ページと同様の Tag

を付与（1ページ余分に抽出）するルールを最後に適用することで，重要ページの抽出漏

れをより防ぐことができ，重要ページ抽出の再現率を 1.000 に近づけることが可能とな

る．実際にこのルールを適用したモデルごとのクロス集計の結果を表 33 から表 36 に示

し，表 27と同様の評価指標を用いて計算した結果を表 37に示す．

表 37からわかるように，このルールを適用した上でも，各評価指標からモデル３が予

測の優れていることが見て取れる．特にモデル１，モデル２，モデル４に関して，Tag6も

同様に追加のルールとして，Tag6の次のページが Tag0であった場合に Tag6を 1ペー

ジ多く付与することで再現率を上げることが可能である．しかし，学習データの自動生成
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表 34 重要ページ抽出を重視したモデル２のクロス集計結果

　　正解 Tag

Tag Tag0 Tag1 Tag2 Tag3 Tag4 Tag5 Tag6

Tag0 283 3 0 0 0 0 1

Tag1 14 17 0 0 0 0 0

Tag2 0 0 10 0 0 0 0

Tag3 10 0 0 114 0 0 0

Tag4 0 0 0 0 10 0 0

Tag5 1 0 0 0 0 8 0

Tag6 7 0 0 0 0 2 27

表 35 重要ページ抽出を重視したモデル３のクロス集計結果

　　正解 Tag

Tag Tag0 Tag1 Tag2 Tag3 Tag4 Tag5 Tag6

Tag0 281 1 0 0 0 0 0

Tag1 14 19 0 0 0 0 0

Tag2 0 0 10 0 0 0 0

Tag3 13 0 0 114 0 0 0

Tag4 0 0 0 0 10 0 0

Tag5 0 0 0 0 0 10 0

Tag6 7 0 0 0 0 0 28

表 36 重要ページ抽出を重視したモデル４のクロス集計結果

　　正解 Tag

Tag Tag0 Tag1 Tag2 Tag3 Tag4 Tag5 Tag6

Tag0 283 3 0 0 0 0 2

Tag1 14 17 0 0 0 0 0

Tag2 0 0 10 0 0 0 0

Tag3 11 0 0 114 0 0 0

Tag4 0 0 0 0 10 0 0

Tag5 0 0 0 0 0 10 0

Tag6 7 0 0 0 0 0 26

において再現率を高めるために，会計監査人に関する開始ページにも Tag6をすでに付与

しているため，追加のルールを適用することで，ほとんどのページに対して 2ページ分を

無駄に抽出することになる．そのため，このルールの追加は避けることが望ましい．モデ

ル３では，モデル１，モデル２，モデル４と比較して，正解が Tag6であるものに対して，

すべて Tag6が付与できていることからも，本研究の目的において有効なモデルである．

このルールを追加した場合における，モデル３の各 Tagごとの適合率・再現率・F1ス

コアを表 38に示す．
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表 37 重要ページ抽出を重視した評価指標による評価結果

micro macro weighted

手法 F1スコア 適合率 再現率 F1スコア 適合率 再現率 F1スコア

モデル 1 0.899 0.808 0.943 0.861 0.921 0.899 0.905

モデル 2 0.925 0.870 0.930 0.893 0.939 0.925 0.929

モデル 3 0.931 0.896 0.977 0.928 0.947 0.931 0.934

モデル 4 0.927 0.890 0.954 0.916 0.940 0.927 0.930

表 38 重要ページ抽出を重視したモデル３の各 Tagごとの適合率・再現率・F1スコア

Tag 適合率 再現率 F1スコア

Tag0 0.996 0.892 0.941

Tag1 0.576 0.950 0.717

Tag2 1.000 1.000 1.000

Tag3 0.898 1.000 0.946

Tag4 1.000 1.000 1.000

Tag5 1.000 1.000 1.000

Tag6 0.800 1.000 0.889

もちろん，不要なページに Tag が付与されることから，適合率は多少落ちる．それで

も，507ページの内，282ページを削減できる結果は実用的である．再現率も Tag2から

Tag6は 1.000である．Tag1のみ 1ページ抽出しきれていないが，Tag1の表紙ページと

目次ページで確認したい事項は両方に記載されていることが多く，実際に確認したとこ

ろ，抽出できた Tag1のページで確認事項は網羅できていたため，数値的評価だけでなく，

実用においても十分有効な結果を得ることができた．

3.5 本章のまとめ

本章では，企業のWebサイト上で日々大量に公開されている IR情報を，企業分析や投

資判断のための情報として活用するための研究の一環として，IR情報として公開されて

いる金融テキストの一つである株主招集通知の重要ページを自動で抽出するフレームワー

クを提案した．提案したフレームワークは，自動で学習データを大量に生成することが可

能である．学習データを自動生成したことにより，学習データにバイアスが生じているこ
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とを踏まえて複数のモデルを提案し，評価を行うことでモデルごとにメリット・デメリッ

トの考察を行った．本章で提案した全てのモデルにおいて，文献 [61]の提案した手法では

対応できないファイルに対して，良好な結果を示すことができた．特に，本章における学

習データにバイアスがあることや，ページに対して Tag 付けを行うといった特徴におい

て，４つの提案したモデルの中で，提案モデル３の双方向 LSTMが最も有用なモデルで

あることを実験による評価と考察において示した．

また，本章で提案した，自動生成した学習データを用いたページ単位での情報抽出の方

法は，株主招集通知に限らず，多くのデータに対して，応用が可能な汎用性の高いもので

ある．まず，学習データがあるのであれば，前章でも述べた通り，良好な結果が得られる

ことを示した．したがって，ページ単位での分類に関しても，良好な結果を得ることが可

能である．ただし，学習データがない場合は，本章で示したように学習データの生成を行

う必要があるが，この学習データ作成のルールは，本章の目的に特化したものであるた

め，扱うテキストデータと目的によって，独自に作る必要がある．一般的に，本章の提案

した方法を適用するにはいくつかの条件を満たしている必要がある．まず，ある程度は

ルールベースで学習データが作成できるような，特徴があるページを分類の対象としてい

る必要がある．シンプルなルールで，学習データが作成できないようなページは学習デー

タを作ることもできないため，本手法を適用することは難しい．また，学習データを作る

ためのテキストデータの分母が非常に大きい必要がある．シンプルなルールを設定し，精

度の高いデータを得るためには，学習データは厳しい条件を満たす必要があるが，もとも

との分母が大きくなければ，十分な量の学習データを生成することができないため，大量

のデータを集めることが不可能な場合には，本手法の適用は難しい．

学習データの量と質は，分類器の性能に大きく影響を与えるため，本章で示したよう

に，そのルールベースによって生成された学習データの量の確認と，一部をランダムサン

プリングして，学習データとして十分な精度のデータになっているかの確認が必要であ

り，これらを満たしているのであれば，本論文の結果と同等の結果が期待できる．
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4 有価証券報告書からの事業セグメント付与された業績要因

文・業績結果文の抽出

4.1 研究概要

2章および 3章の株主招集通知を対象とした研究では，PDFデータを対象としていたた

め，ページ単位での有益情報の抽出方法を検討した．続く本章では，有価証券報告書から

文単位での投資判断に有益な情報の抽出方法について述べる．有価証券報告書は，XBRL

形式でデータが公開されており，タグ情報を用いることで章ごとのテキスト情報を抽出す

ることが可能である．しかし，章に絞ってテキストを抽出したとしても，目を通すには情

報量が膨大である．そこで本章では，従来手法を応用して学習データを自動生成したうえ

で，有価証券報告書の文書特徴を利用することにより，事業セグメントが付与された業績

要因文と業績結果文を抽出する方法についての述べる．

投資家が投資活動を行うにあたり，上場企業の業績情報の収集は必要不可欠である．ま

た，業績情報の中でも特に業績要因が投資判断において重要である [43, 44, 45, 11]．なぜ

なら，業績回復の要因が，その企業の主力事業が好調であることであったならば株価への

影響は大きいが，株式売却益の計上などの特別利益の計上などが要因であるならば株価へ

の影響は軽微であるからである．本論文で扱う業績要因とは，業績結果（売上，利益）に

影響を与えた事業の推移に関する情報と定義した．業績に影響を与えたことが確定してい

なければ業績要因とはみなせないので，例えば「顧客基盤の拡大に努めました」や「効率

化の支援を進めました」のような，業績に影響を与えたかどうかが不確定な文は，業績要

因文ではないとした．

この定義は，多少曖昧な部分があるため，業績要因文の例と業績要因文ではない例をい

くつか挙げる．� �
業績要因文の例

・当連結会計年度は、物流センターが順調に推移し、入庫量・在庫量ともに増加した

ことにより、全体として保管料売上、荷役料売上が増加しました。

・安定した授業料収入に加え、呉服・和装小物等の販売も概ね堅調に推移いたしまし

た。

・雑貨においては、キャラクターグッズなどが全般的に低調な動きとなりましたが、

シーズン商品については好調に推移し、生活雑貨関連も安定した推移となりました。� �
80



� �
業績要因文ではない例

・販売面では、消費税増税前の駆け込み需要を取込むための積極的なポイント販促に

加え、エブリデー・セイム・ロープライスをお客さまに認知していただくため、店頭

に設置する「サツドラマンスリー」の内容を積極的に見直し、毎日安心してお買い物

いただけることによる、新規顧客の増加とリピーターの確保に努めました。

・多様化するお客様のニーズを的確に捉え、グループ総合力を活かした総合的なソ

リューションサービスの提案を行い、新規案件とも連動して開発を強化し、事業拡大

に努めてまいりました。� �
企業の業績情報の収集の情報源としては，企業の決算短信や後述の有価証券報告書が有

用である．そのため，証券アナリストやファンドマネージャーは，多くの決算短信や有価

証券報告書を読む必要があり，特に決算短信は決算期にもなると 1日で数百と公開され，

それらを素早く読み，内容を把握する必要がある．決算短信の全ての文を精読することは

不可能であるため，重要な部分を読むことになるが，業績要因は決算短信の中で最も重要

な内容の 1つである．なぜなら，投資対象としている企業のどの事業セグメントの業績が

伸びていて，どの事業セグメントの業績が悪化しているのか，その要因は何かという情報

を得るには，どうしてもその企業の事業セグメントごとの業績要因を読み取る必要がある

からである．そして，たとえ企業の全体の業績は伸びていなくても，今後，その企業の主

力事業となることが期待できる事業セグメントの業績が伸びていることが確認でき，その

要因も妥当なものであれば，その企業を投資対象とすることを検討できる．

例えば，株式会社 SUBARU では事業セグメントが「自動車」と「航空宇宙」の２つあ

る．それぞれのセグメントの 2018年 3月期利益は，「自動車セグメント」で 361, 454 百

万円，「航空宇宙セグメント」で 12, 259 百万円となっており，大きな差がある．そのた

め，SUBARU にとって「自動車セグメント」の業績要因は「航空宇宙セグメント」の業

績要因よりも重要であると考えられる．しかし，事業セグメントごとの業績要因と，それ

に対応する業績結果（売上，利益）の情報を決算短信から読み取るには決算短信の精読が

必要であり，現在は人手にてこれらの情報を収集しているのが現状である．

これまで，決算短信から業績要因が記述された文（以降，業績要因文と定義）の自動抽

出は行われてきた [11, 50]．酒井らの研究 [11]では，「が好調」や「が不振」といった業績

要因文を抽出するのに有効な手がかり表現をブートストラップ的に自動獲得し，さらに，

企業ごとの重要なキーワードと組み合わせることで，業績要因文を抽出している．また，

酒井らの研究 [50] では，手がかり表現に文節を追加した拡張手がかり表現を使用して業
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績要因文抽出のための学習データを自動的に獲得し，自動的に獲得された大量の学習デー

タを使用して，深層学習にて，業績要因文を抽出している．しかし，これらの研究では，

抽出された業績要因がどの事業セグメントに属しているのかは判定できていない．決算短

信は，企業が決算発表時に提出する決算速報であるため，タイムリーな業績情報が得られ

る反面，企業ごとに文書フォーマットが異なっているため，その企業の事業セグメント名

の抽出や，業績要因文がどの事業セグメントに属しているかを自動的に判定することは困

難である．また，事業セグメントごとの業績結果は，図 22に示すように企業ごとに表の

フォーマットが異なるため，抽出が困難である．そのため，決算短信から抽出された業績

要因文が属する事業セグメントを推定し，さらに，その事業セグメントの業績結果を自動

的に得るのは，極めて困難であった．

図 22 株式会社村田製作所と株式会社 SUBARUの事業セグメントごとの業績情報の

フォーマットが異なっている例

そこで本章では，有価証券報告書からその企業の事業セグメント名を抽出し，さらに，

事業セグメントごとの業績要因文と業績結果の抽出を行うことを目的とする．

ここで，本論文での業績結果についての定義を述べる．企業の業績を測る指標として

は，売上高，営業利益，経常利益，当期純利益の指標を用いることが多く，決算短信や有

価証券報告書の第一部「企業情報」の「主要な経営指標等の推移」にも，上記の指標が記

載されている企業が大半である．そのため，業績結果とは売上，営業利益，経常利益，当

期純利益についてのいずれかの情報と定義することにした．

企業全体の業績結果（売上，営業利益，経常利益，当期純利益）は，決算短信や有価証

券報告書に表形式にて記載があり，その表のフォーマットも一定であるため抽出は容易で
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あるが，事業セグメントごとの業績（売上，営業利益，経常利益，当期純利益）の記載は

企業ごとに異なり，どのような指標を採用するか，その表現，表のフォーマットまで，企

業ごとに異なっているため，抽出は困難である．そのため本研究では，企業ごとに異なる

フォーマットの表から業績結果の抽出をするのではなく，テキスト情報から事業セグメン

トごとの業績結果について言及した文（以降，業績結果文と定義）を抽出し，業績結果文

が属する事業セグメント名を推定することで対応した．

例えば，株式会社三菱ケミカルホールディングスの有価証券報告書から，業績要因文と

して，「機能商品分野及び素材分野においては、原料価格が下落する中、石油化学関連製

品の市況が堅調に推移し、また、ヘルスケア分野においては、薬剤費削減策の影響等があ

るものの、ロイヤルティー収入の増加等もあり、好調に推移しました。」，業績結果文とし

て，「当セグメントの売上高は 5, 540億円となり、営業利益は 1, 034億円となりました。」

のような文を抽出し，「ヘルスケア」という事業セグメントを付与する．

本章の 4.2節では，有価証券報告書について述べる．4.3節では，本手法の概要につい

て述べる．4.4 節では，有価証券報告書からの業績要因文抽出について述べる．4.5 節で

は，有価証券報告書からの業績結果文の抽出について述べ，4.6節では，事業セグメント

名の抽出について述べる．4.7節では，4.4節と 4.5節で抽出した文に対して，4.6節で抽

出した事業セグメント名を付与する方法について述べる．4.8節では，実装について述べ

る．4.9節では，手法の評価について述べ，4.10節では，評価結果を考察する．

4.2 有価証券報告書について

有価証券報告書とは，金融商品取引法で規定されている，事業年度ごとに作成する企業

内容の外部への開示資料であり，審査を通す必要があることから，公表までに時間がかか

る反面，決算短信と比較すると文書フォーマットが定まっている．有価証券報告書の記載

内容は，企業の概況，事業の状況，設備の状況などであるが，決算短信に比べ，有価証券

報告書は記載されている内容が多く，業績要因文以外の内容も多く記載されている点が大

きく異なっている．なお，有価証券報告書は本文や表が図 26のような XBRL形式のデー

タで提供されている．図 26 に示すとおり，XBRL は非常に複雑なタグで構成されてい

るが，このタグを利用することで，テキスト情報を部分的に抽出することが可能となる．

決算短信は，現在のところ，売上や営業利益などの指標は XBRL形式で提供されている

が，本文は提供されておらず，決算短信 PDFからテキスト抽出を行うことしかできない．

したがって，多くの情報が掲載されているものの，その中から必要な部分に限定してテ

キスト情報が抽出できることが，XBRL 形式で本文が提供されている有価証券報告書の
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特徴である．また有価証券報告書のデータは，金融庁が運営している webサイトである

EDINET*24に開示されているため，全ての企業の有価証券報告書の収集が容易である．

本章の研究対象である有価証券報告書を分析対象とする研究はいくつか存在する [40]．

しかし，有価証券報告書からの業績要因文，業績結果文の抽出に関する研究は行われてお

らず，有価証券報告書から事業セグメント名を獲得し，さらに，抽出された業績要因文，

業績結果文の属する事業セグメント名を推定する研究も行われていない．

4.3 本手法の概要

事業セグメントごとの業績要因文と業績結果文を有価証券報告書から抽出するには，事

業セグメント名，業績要因文，業績結果文の抽出が必要である．本研究で使用する有価証

券報告書については 4.8節の実装で述べる．

本手法の概要を以下に示す．

Step 1: 有価証券報告書から自動生成された学習データを使用して深層学習のモデルを

生成し，深層学習によって業績要因文を抽出する．

Step 2: 業績結果文をルールベースにて抽出する．

Step 3: 事業セグメント名候補を，有価証券報告書に記載されている「従業員の状況」か

らルールベースにて抽出する．

Step 4: 事業セグメント名候補を用いて，抽出した業績要因文，業績結果文に事業セグメ

ントを付与する．

上記の処理の概要を図 23に示す．業績要因文として，「ロイヤリティー収入の増加なども

あり，好調に推移しました。」のような文を抽出し，抽出したセグメント名の 1つである

「ヘルスケア」を付与することで，事業セグメントごとの業績要因文の抽出が可能となる．

提案手法は，様々なテキスト情報に適用可能な汎用的な部分と，有価証券報告書に特化

した部分に大きく分けることができる．

まず，汎用的な部分に関して述べる．本研究では，有価証券報告書からの業績要因文の

抽出を深層学習で行うために，学習データを自動生成している．この部分は，酒井らが決

算短信から業績要因文を抽出した手法 [50] を有価証券報告書に適用することで実施して

いるが，決算短信と有価証券報告書では業績要因文でも表現が異なることがあり，決算短

*24 http://disclosure.edinet-fsa.go.jp/
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図 23 本手法の概要

信から自動生成した学習データをそのまま使用することは望ましくない．決算短信は主に

投資家向けの文書であるため内容の速報性を重視しているが，有価証券報告書は金融庁へ

の提出書類であるため，内容の正確性を重視している．そのため，業績要因文でも表現に

違いが生じ，酒井らの手法をそのまま決算短信に適用して学習データを作成し，その学習

データで学習したモデルを有価証券報告書に適用することができなかった．

本章では，文献 [11]および [50]を実装し，その手法を有価証券報告書に適用して学習

データを生成しているため，決算短信における手法を，有価証券報告書からの業績要因抽

出のために拡張したものである．この場合，手法のほぼ全てが共通であり，学習データ生

成のための手がかり表現を獲得するための初期手がかり表現も，文献 [11]と同様の表現を

用いた．この結果から，決算短信，有価証券報告書以外のテキストから業績要因を抽出す

る場合においては，酒井らの手法 [11, 50]を変更することなく，抽出が可能であると思わ

れる．

なお，学習データ生成のための手がかり表現を獲得する手法 [11]は，既に決算短信以外

にも様々なテキスト情報に適用されており，特許からの技術課題情報，新聞記事からの事

故原因表現，アナリストレポートからの予想根拠情報などがある [62, 43, 12, 63, 64]．手

法としての変更箇所は初期手がかり表現であり，どの手法も初期手がかり表現から獲得さ

れた手がかり表現と重要キーワードの組み合わせで，抽出対象の情報が含まれる文の抽出

を行っている．したがって，業績情報以外の特別な情報抽出に拡張する場合には，初期手

がかり表現を変更することで，目的の情報を抽出するための手がかり表現を獲得すること

ができ，さらに，酒井らの手法 [50]を適用して拡張手がかり表現を生成した後に学習デー

タを自動生成すれば，深層学習による判定にも適用が可能である．
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業績要因文抽出の手法は，他テキストにおける（業績要因に限らず）情報抽出に適用で

きると考えられるが，本手法における，有価証券報告書からの事業セグメント名の抽出

や，業績要因文に対する事業セグメント付与にあたる部分は，有価証券報告書に特化した

手法となっている．

事業セグメント名の抽出は，有価証券報告書の「従業員の状況」から獲得しているが，

この「従業員の状況」は決算短信にはない情報であり，本手法でのみ取得可能な情報であ

る．また，業績要因文に対する事業セグメント付与は，有価証券報告書の「事業の状況」

において，事業セグメント名と業績要因文，業績結果文の位置情報を利用して付与してお

り，有価証券報告書に特化した手法となっている．その結果，今までの決算短信を使用し

た既存研究では抽出できなかった情報が，本研究では抽出できるようになった．

4.4 有価証券報告書からの業績要因文の抽出

4.4.1 業績要因文の抽出手法の概要

酒井らの手法 [11]を適用して，有価証券報告書から手がかり表現，企業キーワードを抽

出し，さらに酒井らの手法 [50]を適用して業績要因文抽出のための学習データを有価証券

報告書から自動的に生成する．自動生成された学習データを用いて深層学習にて有価証券

報告書から業績要因文を抽出する．業績要因文抽出の概要を以下に示す．

Step 1: 酒井らの手法 [11]を用いて，有価証券報告書から手がかり表現，企業キーワー

ドを抽出する．

Step 2: 酒井らの手法 [50]を用いて，酒井らの手法によって抽出された手がかり表現の

“拡張手がかり表現”を獲得する．

Step 3: 拡張手がかり表現を含み，かつ，スコアW (n, S(t))が高い企業キーワードを含

む業績要因文を正例，手がかり表現，企業キーワードをともに含まない文を負例と

して学習データを自動生成する．

Step 4: 自動生成された学習データを使用し，深層学習にて有価証券報告書から業績要

因文を抽出する．

4.4.2 手がかり表現，企業キーワードの自動獲得

酒井らの手法 [11]は「が好調でした」のような手がかり表現を，企業 webサイトから

収集した決算短信からブートストラップ的に自動的に獲得する．さらに，その企業にとっ

て重要なキーワードを抽出する．例えば半導体製造装置のメーカーであれば，「半導体製
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造装置」が重要なキーワードとなる．以降，その企業にとって重要なキーワードを「企業

キーワード」と定義する．本研究では，この手法を有価証券報告書に対して適用した．

手がかり表現は以下の手法で獲得される．

Step 1: 少数の手がかり表現（具体的には，「が好調」，「が不振」の２表現を用いる）を

人手で与え，それに係る節を取得する．

Step 2: 取得した節の集合から，その中で共通して頻繁に出現する表現（「売り上げ」な

ど）を共通頻出表現として抽出する．

Step 3: 共通頻出表現が係る節を取得し，その中から新たな手がかり表現を抽出する．

Step 4: 獲得した手がかり表現から，それに係る節を取得する．

Step 5: Step 2 から Step 4 を，新たな手がかり表現と共通頻出表現が獲得されなくな

る，もしくは，予め定めた回数まで繰り返す（図 24を参照）．

図 24 共通頻出表現・手がかり表現自動獲得手法の概要

Step 2 において，様々な手がかり表現に係っている共通頻出表現は適切であるという仮

定に基づき，共通頻出表現が手がかり表現に係る確率に基づくエントロピーを式 22で求

め，その値が，ある閾値以上の共通頻出表現を選別する．

H(e) = −
∑

s∈S(e)

P (e, s) log2 P (e, s) (22)

ここで，有価証券報告書の集合において，

S(e): 共通頻出表現 eが係る手がかり表現の集合．

P (e, s): 共通頻出表現 eが手がかり表現 sに係る確率．
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同様に，Step 3において，様々な共通頻出表現が係っている手がかり表現は適切であると

いう仮定に基づき，手がかり表現候補に対して共通頻出表現が係る確率に基づくエントロ

ピーを求め，その値が，ある閾値以上の手がかり表現を選別する．

以上の手がかり表現，共通頻出表現の選別処理を行うことで，例えば以下のような適切

な手がかり表現を獲得する．� �
占めており，回復し，増加し，続いており，上回る，推移しました。，推移するとと

もに，好転した，伸長した，堅調であった，低迷しました。，持ち直し� �
有価証券報告書から抽出された手がかり表現は 304個であり，酒井らの決算短信から抽出

できた手がかり表現 162個よりも多く抽出された [11]．

有価証券報告書からの企業キーワードの抽出は，企業 tの有価証券報告書における名詞

nに対して，以下の式 23で重みW (n, S(t))を計算することで行う．

W (n, S(t)) = (0.5 + 0.5× tf(n, S(t))

max tf(n, S(t))
)×H(n, S(t))× log2

N

df(n)
(23)

ここで，

S(t): ある企業 tの有価証券報告書の集合．

tf(n, S(t)): S(t)において，名詞 nが出現する頻度．

H(n, S(t)): S(t)の各有価証券報告書である dに名詞 nが出現する確率 P (n, d)に基づ

くエントロピー．以下の式 24によって求める．

H(n, S(t)) = −
∑

d∈S(t)

P (n, d) log2 P (n, d)　　　 (24)

df(n): 名詞 nを含む有価証券報告書をもつ企業の数．

N : 有価証券報告書を収集した企業の数．

W (n, S(t)) は，情報検索で一般的な tf・idf 値を１つの企業の有価証券報告書集合を１

つの文書とみなして求め，さらに，その企業の有価証券報告書集合においてまんべんなく

出現している場合に高い値をとる尺度を組み合わせたものである．表 39に，上記の手法

によって，企業ごとの有価証券報告書から抽出された企業キーワードをいくつか示す．有

価証券報告書から抽出された企業キーワードは，決算短信から抽出されたものとほぼ同様

の結果が得られた．企業キーワードとは，その企業にとって重要なキーワードであるた

め，この結果は妥当である．
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表 39 有価証券報告書から抽出された企業キーワードの例

企業名称 企業キーワード

三菱電機 産業メカトロニクス， 家庭電器

大日本印刷 エレクトロニクス， 印刷事業

カゴメ 野菜飲料， 野菜生活， 果美食品

エーザイ 医薬品， アリセプト， 医薬品事業

三菱商事 資源関連， 金融事業， ＬＮＧ

精度の高い業績要因文の集合を生成するために，手がかり表現にいくつかの文節を追加

することで，“拡張手がかり表現”と定義する文節列（例えば「受注が好調でした」）を獲

得する．これにより，例えば手がかり表現「好調でした」が「受注が好調でした」や「極

めて好調でした」のような，より精度の高い手がかり表現へ拡張される．そして，例えば

拡張手がかり表現「極めて好調でした」を含む業績要因文のみを抽出する．さらに，業績

要因文に含まれる企業キーワードを使用して業績要因文にスコアを付与し，スコアの高い

業績要因文のみを選別することで，学習データを自動生成する．

4.4.3 拡張手がかり表現の獲得

酒井らの手法 [50]により，有価証券報告書から抽出した手がかり表現に文節列を追加し

て，拡張手がかり表現を獲得する手法について簡単に述べる．具体的には，手がかり表現

cに係る文節列 pに対して以下の式 25でスコアを求め，このスコアが，ある閾値を上回

る文節列を抽出する．

Score(p, c) = −f(p, c)
√
fp(p)H(p) log2 P (p, c)　　　 (25)

P (p, c) =
f(p, c)

N(c)
(26)

ただし，有価証券報告書から取得した業績要因文の集合において，

P (p, c): 手がかり表現 cから取得される文節列 pの出現確率．

f(p, c): 手がかり表現 cから取得される文節列 pの取得回数．

N(c): 手がかり表現 cから取得される文節列の総数．

fp(p): 文節列 pに含まれる文節の数．

H(p): 文節列 pがある企業の業績要因文に出現する確率に基づくエントロピー（後述）．

H(p) は文節列 p がある企業の業績要因文に出現する確率に基づくエントロピーであ
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り，H(p)が高い文節列は多くの企業の業績要因文に出現している文節列であることが分

かる．また，１つの企業にのみ多く出現する文節列の H(p)は 0になるため，そのような

文節列を除去できる．H(p)は以下の式 27で求める．

H(p) = −
∑

s∈S(p)

P (p, s) log2 P (p, s) (27)

ここで，S(p)は文節列 pを含む業績要因文をもつ企業の集合，P (p, s)は文節列 pが企業

sの業績要因文に出現する確率を表す．

P (e, s) =
f(e, s)∑

s′∈S(e) f(e, s
′)

(28)

手がかり表現 cにおける Score(p, c)の平均を求め，平均値より大きいスコアが付与され

た文節列 pを手がかり表現 cに追加し，それを拡張手がかり表現として獲得する．これに

より，304個の手がかり表現から 8, 517個の拡張手がかり表現を獲得した．表 40に有価

証券報告書から取得した手がかり表現「改善し」から取得された文節列の中で Score(p, c)

が高い文節列をいくつか示す．

表 40 「改善し」から取得された文節列

文節列 Score(p, c) 拡張手がかり表現

大幅に 4565.440 大幅に改善し

大きく 3068.250 大きく改善し

利益率が 1904.472 利益率が改善し

収益が 1618.658 収益が改善し

収益性が 1243.073 収益性が改善し

4.4.4 深層学習による業績要因文の抽出

拡張手がかり表現を含み，かつ，スコアW (n, S(t))が高い企業キーワードを含む業績

要因文を正例，手がかり表現，企業キーワードをともに含まない文を負例として学習デー

タを自動生成する．上記の処理を行うことにより，4, 525 企業の有価証券報告書から正

例，負例，合計で 67, 415文の学習データを生成した．

自動生成された学習データを使用し，深層学習により業績要因文を抽出する．深層学習

のモデルとしては，多層パーセプトロンを採用した．まず，入力層の要素となる語（素性）
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を選択する．具体的には，自動生成された学習データにおいて正例の業績要因文に含まれ

る内容語（名詞，動詞，形容詞）に対して，以下の式 29にて重みを計算する．

Wp(t, Sp) = TF (t, Sp)×H(t, Sp) (29)

ただし，

Sp: 学習データにおいて正例に属する業績要因文の集合．

TF (t, Sp): 文集合 Sp において，語 tが出現する頻度．

H(t, Sp): 文集合 Sp に語 tが出現する総数に対して，業績要因文 sにどのくらい語 tが

出現しているかを表す確率に基づくエントロピー．

H(t, Sp)が高い語ほど，正例の文集合に均一に分布している語であることが分かる．この

指標を導入した理由は，正例の文集合中でも多くの文に分散して出現している語のほう

が，少数の文に出現している語と比較してよりその文集合の特徴を表し，素性としても有

効であるという仮定に基づく．H(t, Sp)は次の式 30で求める．

H(t, Sp) = −
∑
s∈Sp

P (t, s) log2 P (t, s)　 (30)

P (t, s) =
tf(t, s)∑

s∈Sp
tf(t, s)

(31)

ここで，P (t, s)は業績要因文の集合に語 tが出現する総数に対して，業績要因文 sにどの

くらい語 tが出現しているかを表す確率であり，tf(t, s)は文 sにおいて語 tが出現する

頻度を表す．

次に，負例の文に含まれる内容語（名詞，動詞，形容詞）に対しても，同様に重みを計

算する．

Wn(t, Sn) = TF (t, Sn)×H(t, Sn) (32)

ただし，Sn は学習データにおいて負例に属する文の集合である．

ここで，ある語 tの正例における重みWp(t, Sp)が負例における重みWn(t, Sn)の 2倍

より大きければ，その語 t を素性として選択する．もしくは，語 t の負例における重み

Wn(t, Sn)が正例における重みWp(t, Sp)の 2倍より大きければ，その語 tを素性として

選択する．すなわち，以下の条件のどちらかが成り立つ語 tを素性として選択する．

Wp(t, Sp) > 2Wn(t, Sn)

or 　　　　　

　Wn(t, Sn) > 2Wp(t, Sp)
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上記の条件を課すことで，正例，負例における特徴的な語のみを素性として選択し，正

例，負例，ともによく出現するような一般的な語を素性から除去する．上記の手法によ

り，67, 415文の学習データから 5, 083語が素性として選択された．以下に選択された素

性の一部を示す．� �
・正例：事業，増加，推移，販売，減少，需要，堅調，好調，製品，増収，拡大，受

注，回復，改善，向上

・負例：株主，支出，帰属，配当，取締役，現金，当たり，税金� �
選択された素性 5, 083語の正例と負例の内訳は，正例が 5, 039語であり，負例が 44語で

ある．負例における文章には，業績要因文を除く様々な文章があるため，特徴的な語とい

うものは少なく，このような結果が得られる．

深層学習のモデルは多層パーセプトロンを採用し，入力は，67, 415文の学習データか

ら抽出された 5, 083語を要素，語 tにおけるWp(t, Sp)，もしくは，Wn(t, Sn)の大きい

ほうを要素値としたベクトルとする．中間層のノード数や活性化関数については，９章

「実装」において記述する．

学習されたモデルにより，有価証券報告書から業績要因文を抽出する．テストデータに

は，有価証券報告書に含まれる全ての文のうち，文の最後の文字が「た」で終わる文とし

た．これは，業績要因文は確定した業績の要因を述べている文であるので，過去形の文が

多いからである．しかし，深層学習による抽出のみでは，例えば「営業利益は、前年度に

比べ１３７億円増加し、４７８億円となりました」のような業績要因ではなく全体の業績

のみが記述されている文も抽出されることがある．そのような文を除去するために，抽出

された文に含まれている企業キーワードのスコアW (n, S(t))の合計をその文のスコアと

して付与し，スコアが高い文を業績要因文として抽出する．

抽出した業績要因文の例を以下に示す．� �
・中堅中小企業向けＳＩ分野では、食品業等の業種向けシステム販売が堅調に推移し

たほか、Ｗｉｎｄｏｗｓ１０への更新案件も増加いたしました。

・資材は、鋼管等の農業用ハウス関連資材の値上げ前の駆け込み需要、天候不順に伴

う高機能液肥及び保温資材の需要増により、増収となりました。

・農材事業においては、新規薬剤の普及拡販や茎葉除草剤の伸長に加え、関東地区に

おいては、土壌消毒剤も順調に推移いたしました。� �
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4.5 有価証券報告書からの業績結果文の抽出

業績結果文は，業績要因文と比較して，表現が限定的であることからルールベースによ

る抽出を行った．ここで業績結果文とは，

定義１: 「～円」と具体的な数値結果が記載されている．

定義２: 結果文であるため，文末が過去形の表現「～た。」となっている．

を満たす文が対象となる．業績結果文によく含まれる表現としては，「利益」，「営業収益」，

「経常収益」，「売上高」などの名詞がある．しかし、「利益」に関しては，「目標利益」，「資

本利益」などの業績結果文らしくない表現もある．そこで，「～利益」となる複合名詞を

抽出し，ルール作成に使用した．表 41は有価証券報告書から抽出した「～利益」となる

複合名詞の一部である．業績結果文の抽出のルールは，文末が「～た。」であり，「万円」，

表 41 抽出した「～利益」となる複合名詞

業績結果文に 業績結果文に

含まれやすい表現 含まれにくい表現

純利益 資本利益

営業利益 包括利益

経常利益 引前利益

セグメント利益 株主利益

「億円」，「千円」を含み，かつ，以下の表現を含んでいる文とした．� �
営業収益，売上高，経常収益，純利益，営業利益，経常利益，セグメント利益，総利

益，当期利益，事業利益，業務利益，連結利益，帰属利益，最高利益，最終利益，販

売利益� �
抽出した業績結果文の例を以下に示す．� �
・以上の結果、売上高は、6, 390億円となりました。

・上記の結果を受け、営業利益は 782億円となりました。

・セグメント利益は 340, 188千円となりました。

・同事業の売上高は 30, 935百万円となりました。� �
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このように，業績結果文に関しては，文脈を考慮しなければ，事業セグメントが付与でき

ない文が多い．

4.6 有価証券報告書からの事業セグメント名の抽出

事業セグメント名の抽出は，有価証券報告書の 1.5.節「従業員の状況」に事業セグメン

トごとの従業員数が記載されているため，この部分から事業セグメント名と思われる文字

列を候補として抽出する．具体的には図 25に記載されている表の中から「セグメントの

名称」と「合計」の間にある文字列を事業セグメント名の候補とする．表 42 は図 25 の

ページをテキスト化した結果である*25．4行目の「セグメントの名称」から，18行目の

「合計」の間にある文字列が事業セグメント名の候補として抽出される．昭和電工株式会

社は「石油化学」，「化学品」，「エレクトロニクス」，「無機」，「アルミニウム」，「その他」

が事業セグメント名であり，それらが候補として抽出される．

図 25 昭和電工株式会社の有価証券報告書 1.5.節「従業員の状況」PDFデータ

昭和電工株式会社の例で示したような結果を抽出するために，以下のようなルールで抽

出を行った．

ルール１: スタートワードとエンドワードの間の文字列*26を対象とする．

ルール２: ストップワードを設定し，それらの文字列を含む場合は，事業セグメント名の

*25 ２０行目以下もテキスト化されているがスペースの関係上省略．
*26 ここでの文字列とは，2文字以上のものであり，数字やかっこなどの記号でのみ構成されているものは除
く．また，文字列であるため，最後が「。」で終わるものは文字列ではなく文章であるため，文字列では
ないとする．例えば，昭和電工株式会社の例の 7行目「635(101)」は文字列ではない．
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表 42 昭和電工株式会社の有価証券報告書 1.5.節「従業員の状況」のテキストデータ

行 本文

1 ５【従業員の状況】

2 （１）連結会社の状況

3 平成２９年１２月３１日現在

4 セグメントの名称

5 従業員数（名）

6 石油化学

7 ６３５（１０１）

8 化学品

9 １，９２９（１８８）

10 エレクトロニクス

11 ３，１８１（１５６）

12 無機

13 １，８６１（１８８）

14 アルミニウム

15 ２，０１８（３８６）

16 その他

17 １，２４０（１３９）

18 合計

19 １０，８６４（１，１５８）

20 （注）１従業員数は就業人員...

候補に加えない．

スタートワードとは，昭和電工株式会社の例では，4行目の「セグメントの名称」のこと

を指す．スタートワードは以下の３つである*27．

スタートワード１: 「セグメント～」

スタートワード２: 「事業～」

スタートワード３: 「部門～」

*27 「～」の部分には文字列が入る．
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エンドワードは，昭和電工株式会社の例では，18 行目の「合計」のことを指す．エンド

ワードは以下の２つである．

エンドワード１: 「合計」

エンドワード２: 「報告セグメント計」

ストップワードとは，昭和電工株式会社の例では，5行目の「従業員数（名）」のことを指

す．ストップワードを以下に示す．� �
平均年数，平均勤続年数，平均年令，平均年間，平均年齢，増減，全社，従業員，使

用人数，組合員数� �
これらにより，事業セグメント名の候補は抽出される．表 43に企業ごとの事業セグメン

ト名候補の抽出結果を示す．

表 43 抽出された事業セグメント名候補

企業名 セグメント名

ビジネスサポート事業

生活サービス事業

東京急行電鉄株式会社 ホテル・リゾート事業

不動産事業

交通事業

二輪事業

四輪事業

本田技研工業株式会社 汎用パワープロダクツ事業

金融サービス事業

その他の事業

ガラス

旭硝子株式会社 電子

化学品
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4.7 業績要因文，業績結果文が属する事業セグメントの付与

抽出した業績要因文と業績結果文に対して，事業セグメント名の候補を用いて事業セグ

メントの付与を行う．付与の手法は以下の手順で行う．

Step 1: 有価証券報告書の 2.章「事業の状況」を上から 1文ごとに文を取得する．

Step 2: 「。」を含まない文であれば，事業セグメント名の候補を含んでいるかどうか確認

する．

Step 3: 事業セグメント名候補を含んでいれば，そこから 5行以内に出てきた文は，その

事業セグメントの内容である文と判定する*28．

Step 4: 5行以内に業績要因文や業績結果文と判定された文が取得された場合，そこから

新たに 5行以内に出てきた文は，その事業セグメントの内容であると判定する．

しかし，このルールだけだと，xbrlファイルからテキストを抽出する際に，事業セグメ

ント名と事業セグメントに対応する文が 1つになってしまい，事業セグメントの付与がで

きない文が多く出てしまう．例えば，「アルミニウム」，「当セグメントでは、アルミ電解

コンデンサ...」のように本来 2つの文に分かれてテキストを抽出することを想定している

が，この抽出が「アルミニウム当セグメントでは、アルミ電解コンデンサ...」のように 1

つの文になって抽出してしまうことが起こる．そこで，文の先頭，1 文字削除した箇所，

2文字削除した箇所，3文字削除した箇所に対して，事業セグメント名の候補があるかど

うかでセグメントの付与を行った．もし，事業セグメント名候補を含んでいれば，この文

を含めて 5行以内に出てきた文は，その事業セグメントの内容であると判定する．先頭文

字を削除した理由は，「1アルミニウム当セグメント...」や「(1)アルミニウム当セグメン

ト...」に対応するためである．

上記の処理の具体例を表 44より述べる．要因に「○」が付いている文は，本手法によっ

て業績要因文として判定された文であり，結果に「○」が付いている文は，本手法によっ

て業績結果文として判定された文である*29．表 44の例だと，26行目の文が「。」を含ま

ない文であり，「コンサルティング」が事業セグメント名候補として抽出できているため，

以下 5行の 31行目までは「コンサルティング」事業の文であると判定する．31行目の文

*28 一行に一文が対応する．
*29 表 44の要因，結果の○は本手法が業績要因文，業績結果であると判定した文を○としいるため，○の文
が本論文の定義による業績要因文，業績結果文であるということではない．29行目，35行目，38行目は
業績要因文ではなく，本手法の誤判定である．
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表 44 野村総合研究所の業績要因文・業績結果文へのセグメント付与例

行数 要因 結果 本文

26 (コンサルティング)
27 当セグメントは、政策提言や戦略コンサルティング、業務改革をサポートする業務コンサルティング、
　 IT マネジメント全般にわたるシステムコンサルティングを提供しています。
28 顧客の経営環境や IT 部門の環境が変化する中、経営・IT の両面でコンサルティングの需要が
　 高まっています。
29 ○ 当社グループは、顧客のビジネス全般を支援する変革パートナーとなる体制を整えていくとともに、
　 海外も含めた顧客基盤の拡大に努めました。
30 ○ 当年度は、企業収益の改善を受け、顧客業務の実行を支援する業務コンサルティングなどが増加した
　 ことに加え、グローバル関連では ASG GroupLimited がシステムコンサルティングの増加に寄与しました。
31 ○ この結果、売上高 31,161 百万円 (前年度比 8.1% 増)、営業利益 5,853 百万円 (同 6.7% 増) となりました。
32 (金融 IT ソリューション)
33 当セグメントは、主に証券業や保険業、銀行業等の金融業顧客向けに、システムコンサルティング、
　 システム開発及び運用サービスの提供、共同利用型システム等の IT ソリューションの提供を行っています。
34 事業領域の拡大に向け、業界標準ビジネスプラットフォームの生産革新を進めるとともに、
　 IT と金融を融合した FinTech(フィンテック) 等を活用した新事業の開発に取り組んでいます。
35 ○ 既存事業の拡大に向けた取組みとして、業界標準ビジネスプラットフォームについては、
　 制度改正への着実な対応を進めるとともに、顧客業務の高度化や効率化の支援を進めました。
36 リテール証券のバックオフィス業務をサポートする共同利用型システム「STAR ‐ IV」については、
　 災害時にシステム障害復旧を行う機能を追加したサービスを提供しています。
37 また、平成 30 年に実施予定の国債の決済期間短縮化や、証券保管振替機構の次期システムへの移行に
　 ついて、当社の共同利用型システムの対応を進めています。
38 ○ また、資産運用領域の事業拡大を目的に、米国の CutterAssociates, LLC を子会社としました。
39 ○ ○ 当年度の売上高は、証券業を中心にシステムコンサルティングが増加しましたが、
　 前年度に大型の製品販売があった証券業向け開発・製品販売や、保険業向け開発・製品販売が減少し、
　 248,188 百万円 (前年度比 2.2% 減) となりました。
40 ○ ○ 子会社の (株) だいこう証券ビジネスにおいて業務体制見直しに向けた事業構造改善費用を計上したこと
　 もあり、営業利益は 26,461 百万円 (同 9.3% 減) となりました。

は業績結果文であるため，さらに以下 5行の 36行目までは「コンサルティング」事業の

文であると判定される．しかし，32 行目の文が「。」を含まない文であり，「金融 IT ソ

リューション」が事業セグメント名候補として抽出できているため，32行目から以下 5行

の 37行目までは，「金融 IT ソリューション」事業の文であると判定が上書きされる．35

行目の文は業績要因文であるため，さらに以下 5行の 40行目までは「金融 IT ソリュー

ション」事業の文であると判定される．

4.8 実装

本手法の評価を行うため，本手法を実装した．実装にあたり，形態素解析器として

MeCab*30，係り受け解析器として CaboCha[65, 66, 67] を使用した．学習データは，

2013年から 2018年 5月までに提出された有価証券報告書を用いた．ここで，本研究で対

象とする有価証券報告書の取得について述べる．

有価証券報告書の PDFデータは企業の webサイトからでも取得可能であるが，企業の

*30 http://mecab.googlecode.com/svn/trunk/mecab/doc/index.html
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webサイトから取得する方法だと収集が大変である．そこで，全ての企業の有価証券報告

書のデータが取得可能な EDINETにて，データを収集した．取得したデータは，XBRL

形式の有価証券報告書データである．XBRL形式のデータは図 26に示すようなタグデー

タになっており，このタグを利用して，指定した章のテキストデータを抽出することが可

能である．

図 26 XBRL形式のデータ例

図 26の最初の行に書いてある「InformationAboutEmployeesTextBlock」が１章５節

のタグであり，このタグの中のテキスト部分を抽出する．抽出した結果の例を図 27に示

す．本論文で扱うデータは，図 27に示したような，XBRL形式のデータから抽出された

図 27 XBRL形式のデータから抽出されたテキストデータ

テキストデータである．収集した有価証券報告書のデータ数は 21, 326件であり，対象と
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表 45 昭和電工株式会社の事業セグメントが付与された業績要因文や業績結果文

要因 or結果 事業セグメント 抽出文

要因 エレクトロニクス リチウムイオン電池材料事業は、中国における電気自動車向け

補助金政策の変更の影響を受け出荷が減少したため減収となった。

結果 エレクトロニクス この結果、当セグメントの売上高は 1,230億 64百万円となり、

営業利益は 219億 25百万円となった。

要因 石油化学 有機化学品事業は、原料価格低下を受け、酢酸ビニル、

酢酸エチルの販売価格が低下し減収となった。

結果 石油化学 この結果、当セグメントの売上高は 1,857億 83百万円となり、

営業利益は、206億 90百万円となった。

要因 化学品 情報電子化学品事業は、半導体・ディスプレイ業界の増産に伴い

電子材料用高純度ガスの出荷が増加し増収となった。

結果 化学品 この結果、当セグメントの売上高は 1,487億 58百万円となり、

営業利益は 164億 74百万円となった。

要因 アルミニウム アルミ圧延品事業は産業機器・車載向けアルミ電解コンデンサー

用高純度箔の出荷が増加し増収となった。

結果 アルミニウム この結果、当セグメントの売上高は 1,054億 39百万円となり、

営業利益は 66億 97百万円となった。

する企業の数は 4, 525企業である*31．

獲得できた手がかり表現は 304 個であり，そこから 8, 517 個の拡張手がかり表現を獲

得した．獲得した企業キーワードと拡張手がかり表現によって，4, 525企業の有価証券報

告書から正例，負例，合計で 67, 415文の学習データを生成し，その 67, 415文の学習デー

タから 5, 083語が素性として選択された．

業績要因文抽出の深層学習モデルの入力層のノード数を入力ベクトルの次元数と同じ

5, 083とし，隠れ層は，順にノード数 3, 000が 3層，ノード数 1, 000が 3層，ノード数

500が 3層，ノード数 100が 3層の計 12層とした．出力層は 1要素である．また，epoch

数は 20，活性化関数として ReLUを使用した．

表 45に本手法により抽出され，事業セグメントが付与された業績要因文や業績結果文

をいくつか示す．

本手法によって抽出された結果を検索対象とした有価証券報告書検索システムを実装し

た．検索システムでは，検索キーワードを入力すると，そのキーワードを含む業績要因文

と，それが属する事業セグメントと，その事業セグメントの業績結果文が検索される．そ

*31 名称変更した企業や，上場廃止した企業も含む．
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して，その事業セグメントを展開する企業が検索される．図 28に，有価証券報告書検索

システムにおいて「アルミ」で検索した場合の検索結果を示す．

図 28 有価証券報告書検索システム

本検索システムを使用することで，例えば「アルミ」を業績要因文にもつ有価証券報告

書，その業績要因文の属する事業セグメントとその業績結果，および，企業が検索でき，

あるキーワードに関連のある企業と，その企業における事業規模を検索するシステムとし

ても有効であると考える．なお，本有価証券報告書検索システムは一般公開される予定で

あり，誰でも利用可能である*32．

4.9 評価

本手法の評価を行った．評価用データとして，2018年 7月から 2018年 11月の 21企

業の有価証券報告書，4, 691 文に対して人手にて業績要因文，業績結果文のラベル付け

と，事業セグメントの付与を行い，正解データを作成した．評価用データは，学習データ

として使用した有価証券報告書とは異なる期間の有価証券報告書を使用しているため，学

習データとの重複はない．

対象企業の選定基準は，事業セグメントを 3以上持つ企業から無作為に選択した．ラベ

*32 http://hawk.ci.seikei.ac.jp/u-cees/
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ル付けの結果，21企業の 4, 691文に対して，事業セグメントに関する業績要因文は 200

文，事業セグメントに関する業績結果文は 135文であった．この文の中には，「建材事業

においては、ビル分野での短工期工事受注や住宅分野での販売網の拡充に努めたものの、

新設住宅着工戸数など市況が前年比減で推移していることや競合環境が継続しているこ

と、アルミ地金など原材料価格の上昇影響などにより、売上高は１，９６９億４３百万円

となりました。」のような，業績要因文かつ業績結果文と重複するものもある．作成した正

解データを用いて，本手法の適合率（precision），再現率（recall），F値（F −measure）

を求めた．

評価は，事業セグメントが付与されている文を対象に，付与された事業セグメントが一

致し，業績要因文であるかどうかの判定が合っていれば正解とし，どちらか一方でも異

なっていたら不正解とした．例を表 46 に示す．表 46 の左側が人手によるラベルとセグ

メント付与の結果，右側が本手法によるラベルとセグメント付与の結果である．業績結果

表 46 正解・不正解の例

判定 要因 　セグメント 要因 セグメント

正解 1 不動産 1 不動産

不正解 1 販売 1 不動産

不正解 0 不動産 1 不動産

文も同様の評価方法を用いた．

評価結果を表 47と表 48に示す． また，事業セグメント名の抽出の結果と事業セグメ

ントの付与の結果を表 49に示す．各企業の事業セグメントごとの適合率・再現率は，ス

ペースの関係を考慮し，付録として表 59～表 62に示す．

最後に，事業セグメントの大きさを考慮した評価を行った．事業セグメントの規模を考

慮したウェイトには売上高を用いた．売上高を用いた理由は，事業セグメントごとの利益

に比べると年ごとの変動が少なく，事業セグメントの大きさを考慮する指標として妥当と

考えたからである．ウェイトを用いて加重平均を計算し，比較対象として相加平均も計算

し，評価を行った．評価対象は，適合率や再現率が 1.000の企業以外から無作為に選択し

た企業で行った．その結果を表 50～表 55に示す．
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表 47 業績要因文の評価結果

企業名 企業コード precision recall F −measure

カネコ種苗株式会社 E00004 9 / 12 = 0.750 9 / 11 = 0.818 0.783

株式会社サカタのタネ E00006 16 / 16 = 1.000 16 / 22 = 0.727 0.842

日本工営株式会社 E00078 2 / 8 = 0.250 2 / 10 = 0.200 0.222

コーセル株式会社 E01856 4 / 7 = 0.571 4 / 6 = 0.667 0.615

株式会社ＩＧポート E02480 10 / 10 = 1.000 10 / 10 = 1.000 1.000

株式会社内田洋行 E02515 7 / 7 = 1.000 7 / 9 = 0.778 0.875

テーオーホールディングス E03169 4 / 4 = 1.000 4 / 6 = 0.667 0.800

株式会社サンオータス E03326 9 / 18 = 0.500 9 / 11 = 0.818 0.621

リベレステ株式会社 E03989 6 / 7 = 0.857 6 / 6 = 1.000 0.923

明豊エンタープライズ E04024 4 / 7 = 0.571 4 / 8 = 0.500 0.533

株式会社ゼロ E04230 5 / 7 = 0.714 5 / 7 = 0.714 0.714

東京博善株式会社 E04843 5 / 13 = 0.385 5 / 12 = 0.417 0.400

日本プロセス株式会社 E04873 16 / 18 = 0.889 16 / 19 = 0.842 0.865

株式会社ビューティ花壇 E05597 6 / 7 = 0.857 6 / 7 = 0.857 0.857

フリービット株式会社 E05680 4 / 7 = 0.571 4 / 4 = 1.000 0.727

株式会社インサイト E05740 8 / 12 = 0.667 8 / 11 = 0.727 0.696

日本海洋掘削株式会社 E23800 6 / 19 = 0.316 6 / 6 = 1.000 0.480

株式会社ＴＨＥグローバル社 E24340 6 / 7 = 0.857 6 / 7 = 0.857 0.857

三協立山株式会社 E26831 4 / 5 = 0.800 4 / 7 = 0.571 0.667

タマホーム株式会社 E27305 11 / 11 = 1.000 11 / 16 = 0.688 0.815

ウエスコホールディングス E30042 3 / 7 = 0.429 3 / 5 = 0.600 0.500

TOTAL 145/209 = 0.693 145/200 = 0.725 0.709

4.10 考察

表 47 と表 48 より，適合率および再現率ともに良好な結果が得られた．この学習デー

タの中には，評価用データに選ばれた企業の過去の有価証券報告書が含まれており，過去

に似たような内容の文が記載されているため結果が良くなってしまっている可能性も考慮

し，学習データから評価用データに選ばれた企業の有価証券報告書を除いて学習を行い，

再評価を行った．その結果，表 47と表 48と同様の結果を得ることができた．これは，学

習データを自動で大量に生成することができたからである．また，この結果から，新規上

場企業のような過去のデータがない企業に対しても，この手法を適用することが可能であ

ると思われる．
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表 48 業績結果文の評価結果

企業名 企業コード precision recall F −measure

カネコ種苗株式会社 E00004 7 / 9 = 0.778 7 / 7 = 1.000 0.875

株式会社サカタのタネ E00006 4 / 4 = 1.000 4 / 4 = 1.000 1.000

日本工営株式会社 E00078 6 / 6 = 1.000 6 / 6 = 1.000 1.000

コーセル株式会社 E01856 5 / 5 = 1.000 5 / 5 = 1.000 1.000

株式会社ＩＧポート E02480 4 / 4 = 1.000 4 / 4 = 1.000 1.000

株式会社内田洋行 E02515 5 / 5 = 1.000 5 / 5 = 1.000 1.000

テーオーホールディングス E03169 7 / 7 = 1.000 7 / 7 = 1.000 1.000

株式会社サンオータス E03326 4 / 4 = 1.000 4 / 4 = 1.000 1.000

リベレステ株式会社 E03989 7 / 10 = 0.700 7 / 8 = 0.875 0.778

明豊エンタープライズ E04024 5 / 11 = 0.455 5 / 5 = 1.000 0.625

株式会社ゼロ E04230 3 / 4 = 0.750 3 / 3 = 1.000 0.857

東京博善株式会社 E04843 14 / 21 = 0.667 14 / 19 = 0.737 0.700

日本プロセス株式会社 E04873 6 / 10 = 0.600 6 / 6 = 1.000 0.750

株式会社ビューティ花壇 E05597 6 / 6 = 1.000 6 / 7 = 0.857 0.923

フリービット株式会社 E05680 5 / 5 = 1.000 5 / 5 = 1.000 1.000

株式会社インサイト E05740 3 / 9 = 0.333 3 / 4 = 0.750 0.462

日本海洋掘削株式会社 E23800 4 / 6 = 0.667 4 / 7 = 0.571 0.615

株式会社ＴＨＥグローバル社 E24340 12 / 12 = 1.000 12 / 12 = 1.000 1.000

三協立山株式会社 E26831 6 / 8 = 0.750 6 / 7 = 0.857 0.800

タマホーム株式会社 E27305 5 / 5 = 1.000 5 / 5 = 1.000 1.000

ウエスコホールディングス E30042 5 / 5 = 1.000 5 / 5 = 1.000 1.000

TOTAL 123/156 = 0.788 123/135 = 0.911 0.845

表 49 事業セグメント名の抽出と事業セグメントの付与の結果

　 precision recall F −measure

抽出 103 / 106 = 0.972 103 / 104 = 0.990 0.981

付与 229 / 321 = 0.713 229 / 279 = 0.820 0.763

不正解になってしまった文は，大きく分けると，事業セグメントの付与に誤りがあるも

のと，業績要因文や業績結果文の抽出に誤りがあるものである．

事業セグメント付与の誤りとしては，有価証券報告書 1.5.節「従業員の状況」に記載さ

れている事業セグメントが，本文中の記載と微妙に異なっていたりすることが原因で起こ

る．例えば，企業コード E04843の東京博善株式会社では，表 56のように事業セグメン

トの付与が失敗しているが，これは，有価証券報告書 1.5.節では「桐ケ谷斎場」と記載さ
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表 50 E00004の業績要因文の適合率と再現率の相加平均と加重平均の結果

事業セグメント 売上高 Weight precision recall　

種苗事業 78億 55百万円 0.134 5 / 6 = 0.833 5 / 5 = 1.000

花き事業 91億 69百万円 0.157 1 / 1 = 1.000 1 / 1 = 1.000

農材事業 267億 65百万円 0.457 2 / 2 = 1.000 2 / 3 = 0.667

施設材事業 147億 40百万円 0.252 1 / 3 = 0.333 1 / 2 = 0.500

加重平均 0.873 0.769

相加平均 0.792 0.792

表 51 E03326の業績要因文の適合率と再現率の相加平均と加重平均の結果

事業セグメント 売上高 Weight precision recall　

エネルギー事業 9,358百万円 0.310 3 / 6 = 0.500 3 / 3 = 1.000

カービジネス事業 20,239百万円 0.670 4 / 7 = 0.571 4 / 5 = 0.800

ライフサポート事業 170百万円 0.006 1 / 2 = 0.500 1 / 2 = 0.500

不動産関連事業 457百万円 0.015 1 / 3 = 0.333 1 / 1 = 1.000

加重平均 0.545 0.863

相加平均 0.476 0.825

表 52 E03989の業績要因文の適合率と再現率の相加平均と加重平均の結果

事業セグメント 売上高 Weight precision recall　

開発事業 1,550百万円 0.268 2 / 2 = 1.000 2 / 2 = 1.000

建築事業 403百万円 0.070 1 / 1 = 1.000 1 / 1 = 1.000

不動産販売事業 3,331百万円 0.576 1 / 1 = 1.000 1 / 1 = 1.000

その他 502百万円 0.087 2 / 2 = 1.000 2 / 2 = 1.000

加重平均 0.712 1.000

相加平均 0.875 1.000

れているが，190行目では「桐ヶ谷斎場」と「ケ」が「ヶ」となっているため失敗してし

まっていた．

それ以外にも，事業セグメント付与の誤りとしては，
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表 53 E26831の業績要因文の適合率と再現率の相加平均と加重平均の結果

事業セグメント 売上高 Weight precision recall　

建材事業 1,969億 43百万円 0.600 1 / 1 = 1.000 1 / 1 = 1.000

マテリアル事業 461億 78百万円 0.141 1 / 1 = 1.000 1 / 2 = 0.500

商業施設事業 385億 84百万円 0.118 1 / 2 = 0.500 1 / 2 = 0.500

国際事業 465億 58百万円 0.142 1 / 1 = 1.000 1 / 2 = 0.500

加重平均 0.941 0.800

相加平均 0.875 0.625

表 54 E03989の業績結果文の適合率と再現率の相加平均と加重平均の結果

事業セグメント 売上高 Weight precision recall　

開発事業 1,550百万円 0.268 1 / 1 = 1.000 1 / 2 = 0.500

建築事業 403百万円 0.070 2 / 2 = 1.000 2 / 2 = 1.000

不動産販売事業 3,331百万円 0.576 2 / 2 = 1.000 2 / 2 = 1.000

その他 502百万円 0.087 2 / 5 = 0.400 2 / 2 = 1.000

加重平均 0.948 0.866

相加平均 0.850 0.875

表 55 E26831の業績結果文の適合率と再現率の相加平均と加重平均の結果

事業セグメント 売上高 Weight precision recall　

建材事業 1,969億 43百万円 0.600 1 / 1 = 1.000 1 / 1 = 1.000

マテリアル事業 461億 78百万円 0.141 2 / 2 = 1.000 2 / 2 = 1.000

商業施設事業 385億 84百万円 0.118 2 / 4 = 0.500 2 / 2 = 1.000

国際事業 465億 58百万円 0.142 1 / 1 = 1.000 1 / 2 = 0.500

加重平均 0.941 0.859

相加平均 0.875 0.750

� �
・施設材事業においては、農業用フィルムの拡販と新規得意先開拓が功を奏したこと

や、小ロットや長尺な農業資材の配送にもタイムリーに対応できる当社配送体制の優

位さが、運送物流事情悪化の影響でより鮮明となり、販売先の支持が得られたことな

どから増収となり、農材事業においては、新規薬剤の普及拡販や茎葉除草剤の伸長に

加え、関東地区においては、土壌消毒剤も順調に推移いたしました。� �
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表 56 東京博善株式会社

行 本来付与したい 本手法によって付与された 本文
事業セグメント 事業セグメント

189 四ツ木斎場 四ツ木斎場 セグメント資産は、スポットライト新設工事等固定...

190 桐ヶ谷斎場 四ツ木斎場 ５）桐ヶ谷斎場

191 桐ヶ谷斎場 四ツ木斎場 売上高は、四ツ木斎場の営業再開の影響を受け...

192 桐ヶ谷斎場 四ツ木斎場 営業利益は、売上高が減少したこと、屋上防水工事...

のような文があった．この文は「施設材事業」，「運送物流事情」，「農材事業」などのこと

を含む文である．今回このような文に対しては，企業全般のことが書いてあるとし，正解

データに事業セグメント付与を行っていない．事業セグメント付与は，文の先頭に「施設

材事業」があるため，「施設材事業」のセグメントが付与されるため誤りとなる．施設材

事業のことについて言及していないわけではないため，正解として計算することも間違い

ではないと考えることもできるが，今回は厳しめに評価を行った．このように，業績要因

文判定は合っているものの，事業セグメント付与が失敗している文は 6文ほどあった．

また，このような事業セグメント付与の失敗により，その後に続く文に誤った事業セグ

メントは付与されてしまった．例えば，先ほどの例に続く以下の文，� �
・売上総利益については、利益率の高い種苗事業は順調に利益増に貢献したものの、

花き事業の販売低迷、施設材事業においては養液栽培プラントの受注減、施設材事業

と農材事業に共通した状況として競争激化が、いずれも利益率の低下要因となり、売

上総利益は微増に終わりました。� �
に対しても，「施設材事業」が付与されてしまった．

業績結果文は，事業全体のことを言っている文に対して，「その他」の事業セグメント

が付与されやすくなってしまっている．業績結果文の適合率計算で誤っている文 33文の

うち，19文ほどはこれにあたる．しかし，「その他」に含まれるセグメントは，メインと

なるセグメントと比較し，利益が極端に少ないため*33，「その他」が失敗していることに

大きな問題はないと考える．参考までに，事業セグメントが「その他」の文を除いた場合

に適合率と再現率がどのような値になるかを表 57に示す．「その他」で正解しているも

のも除いているため，再現率は多少下がるものの，適合率および F値の値は向上している

のがわかる．

*33 もし，利益が大きいセグメントが含まれるならば，その他扱いせずに，1つのセグメントとして記載され
る．
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表 57 事業セグメント「その他」を除いた全体の評価結果

　 precision recall F −measure

業績要因文 132 / 177 = 0.746 132 / 187 = 0.706 0.725

業績結果文 112 / 126 = 0.888 112 / 124 = 0.903 0.896

むしろ企業全体の業績要因文に対して，「事業セグメント」が付与されているほうが問

題となる．この問題に対しては，事業セグメントごとの業績情報の抽出とは異なり，決算

短信には企業全体の業績情報が決められたフォーマットで記載されているため，企業全体

の業績情報を抽出することは容易である．こうして抽出した業績情報と本手法で抽出した

業績結果文に含まれる数値情報を比較することで，企業全体の業績結果文であるかどうか

を判定することも可能であると考えている．

事業セグメント付与が成功しているが，業績要因文かどうかの判定を誤っている文に関

しては，業績結果に直接影響したかどうかわからない表現を用いているもの，業績結果文

を業績要因文と誤って抽出しているものに分類できる．

前者の例としては，以下のような文が挙げられる．� �
・保険部門につきましては、来店型保険ショップ『ほけんの窓口』を４店舗展開し、

コンサルティング業務の質の向上に重点を置き、成約率の向上に努めました。

・このような情勢の中、ターゲット業界・顧客を絞り、新規プロジェクト獲得、新規

顧客開拓に注力してまいりました。

・このような情勢の中、営業－開発部門の連携を強化し、新製品の拡販活動に注力す

るとともに、新規顧客の開拓、重点顧客の深堀活動に取り組んでまいりました。� �
「努めました。」「注力してまいりました。」「取り組んでまいりました。」「推進してまいり

ました。」などの，業績結果に直接影響しているかどうか不確かな文は，業績要因文では

ないとし，正解データを作成した．それによって適合率が低くなってしまった．この問題

に関しては，深層学習のモデル作成時の負例データにこのようなデータを入れることで，

改善されると考える．

後者の例としては，以下のような文が挙げられる．
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� �
・生花祭壇事業の売上高は、３，３６６，５６５千円（前年同期比４．７％増）と、

２期連続で過去最高を更新しました。

・不動産販売事業につきましては、一般不動産の販売による売上高が３，３３１百万

円（前年同期比４１．４％減）、セグメント利益が６６７百万円（前年同期比３７．

７％減）となりました。� �
これは，学習データの中に業績要因文かつ業績結果文となっているものが多く混じってい

ることが原因であると考えられる．このような文は，企業キーワードのスコアW (n, S(t))

の合計をその文のスコアとして，スコアが高い文を取ることで，ある程度除去できる．し

かし，「生花祭壇」などの事業セグメント名が企業キーワードとして抽出されている場合

には，除去しきれなかった．

また，E23800の企業は，以下に示すように，事業セグメントごとにやったことを列挙

していた．� �
・適正な来院者数を集客し継続的に維持することにより、業績の改善と採算を軌道に

乗せ、当社グループ全体の収益安定化に貢献するよう取り組んでまいりました。

・その後、ロシア連邦共和国のサハリン島北東部沖に移動し、６月上旬から１０月中

旬まで同国のＧａｚｐｒｏｍｎｅｆｔ－ＳａｋｈａｌｉｎＬＬＣの掘削工事に従事

しました。

・同国アブダビ沖に移動し、平成３０年１月上旬から同国のＢｕｎｄｕｑＣｏｍｐａ

ｎｙＬｉｍｉｔｅｄの掘削工事に従事しました。� �
これは業績要因文と捉えることもできなくないが，業績と直接の関係性が不確かであるた

め，業績要因文ではないとし，正解データを作成した．

4.11 本章のまとめ

本章では，有価証券報告書から業績要因文と業績結果文を抽出し，事業セグメントを付

与する手法について述べた．具体的には，業績要因文を抽出するための手がかりとなる表

現にいくつかの文節を追加することで，“拡張手がかり表現”と定義する文節列を獲得し，

この“拡張手がかり表現”を使用することで業績要因文抽出のための学習データを自動的

に生成した．そして，生成された学習データを使用して深層学習モデルの学習を行い，学

習させたモデルを用いて，有価証券報告書から業績要因文を抽出した．業績結果文の抽出

は，業績結果文に出現する表現を抽出し，ルールベースで行った．事業セグメントの付
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与は，事業セグメント名の候補を「従業員の状況」から抽出し，ルールベースで行った．

評価の結果，事業セグメントの付与が正しく，業績要因文判定が正しいものの適合率は

0.693，再現率 0.725であり，事業セグメントの付与が正しく，業績結果文判定が正しい

ものの適合率は 0.788，再現率 0.911であった．
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5 結論

5.1 本論文の結論

本論文では全体を通して，金融テキスト，特に株主招集通知と有価証券報告書を対象に

した金融テキストマイニングについて述べた．

2章では，株主招集通知から開始ページを推定し，議案タイトルとその分類を推定する

研究について述べた．人手で作成した学習データを用いて分類器を学習し，分類対象とな

るページをルールベースで絞った上で，ページ単位での分類が可能であることを示した．

具体的には，議案が開始しているページをルールベースで推定し，そのページに記載され

ている議案が，どの議案分類に該当するかを分類する方法を検討し，単一ページの入力に

対して，従来の機械学習手法である SVMや深層学習モデルのMLPなどを用いて分類を

行うことで，F 値 0.930（SVM），0.937（MLP）と良好な結果を得ることが可能である

ことを示した．また，本研究では，人手にて作成されたデータの一部をテストデータに使

用し，その分類結果を利用し信頼度スコアを算出することで，実用的なシステムへの貢献

を行った．さらに，株主招集通知の議案開始ページおよびそのページに記載されている議

案がどの議案分類であるかの収録作業を人手で行う場合には，1社あたり平均して 143.17

秒かかるのに対して，実装した応用システムは 13.68 秒で収録が可能であり，収録デー

タがどの程度正しく収録されているかを示す F 値に関しても，人手での作業は平均して

0.618であるのに対して，応用システムは 0.938であり，応用システムが有効であること

を示した．

3章では，2章と同じく株主招集通知を対象として，重要ページを抽出する研究につい

て述べたが，抽出対象となるページが異なることや，学習データがもともと存在しない問

題があった．学習データの生成は，単純なルールベースを用いて行ったが，学習データの

質を高めるため，厳しいルールを設定した．その結果，学習データに含まれる株主招集通

知は，株主招集通知をランダムサンプリングしたものを人手でラベル付けしたものに比べ

て，ルールに当てはまるものに限定されていることから，偏りが生じていた．この偏りの

ため，人手による学習データを用いた学習であれば，一番良好な結果が得られると考えら

れていた CRF層を追加したモデルは，学習データの偏りを含めて学習（いわゆる過学習）

した状態となり，提案したモデルの中で最良の結果を得ることができなかった．評価実験

の結果，BiLSTM のモデルが唯一，学習データにないパターンの株主招集通知にも対応

することが可能であった．この結果から，学習データの生成を機械的に行う場合には，従

111



来の研究で有効であったモデルが，必ずしも最良なモデルとはならないため，データ生成

の特徴や学習データの偏りを考慮してモデルを検討する必要性を示した．

3 章で提案した，自動生成した学習データを用いたページ単位での情報抽出の方法は，

株主招集通知に限らず，多くのデータに対して，応用が可能な汎用性の高いものである．

2章で示した通り，人手で作成した学習データがあれば，従来手法を用いることで十分な

結果が得られる．しかし，学習データがない場合は，本研究で示したように学習データの

生成を行う必要があるが，この学習データ作成のルールは，本研究の目的に特化したもの

であるため，扱うテキストデータと目的によって，独自に作る必要がある．一般的に，本

研究の提案した方法を適用するにはいくつかの条件を満たしている必要がある．まず，あ

る程度はルールベースで学習データが作成できるような，特徴があるページを分類の対象

としている必要がある．シンプルなルールで，学習データが作成できないようなページは

学習データを作ることもできないため，本手法を適用することは難しい．また，学習デー

タを作るためのテキストデータの分母が非常に大きい必要がある．シンプルなルールを設

定し，精度の高いデータを得るためには，学習データには厳しい条件を満たす必要がある

が，もともとの分母が大きくなければ，十分な量の学習データを生成することができない

ため，大量のデータを集めることが不可能な場合には，本手法の適用は難しい．

学習データの量と質は，分類器の性能に大きく影響を与えるため，3章で示したように，

そのルールベースによって生成された学習データの量の確認と，一部をランダムサンプリ

ングして，学習データとして十分な精度のデータになっているかの確認が必要であり，こ

れらを満たしているのであれば，3章の結果と同等の結果が期待できる．

4章では，先行研究である決算短信からの業績要因文の抽出を発展させ，事業セグメン

トを付与した業績要因文と業績結果文の抽出に関する研究について述べた．2章と 3章の

ページ単位の研究に比べて，文単位での抽出であることからタスクが難しく，学習データ

の質と量がより重要となる．そのため学習データの生成も単純なルールベースでは難し

く，工夫が必要であった．先行研究の決算短信での研究 [50]が良好な結果であったため，

有価証券報告書での業績要因文の抽出も良好な結果を得ることができた．

事業セグメントを付与した業績要因文と業績結果文の抽出は，事業セグメント，業績要

因文，業績結果文をそれぞれ抽出する必要があるが，事業セグメントと業績結果文の抽出

はルールベースにより行っており，ドメインに特化した手法となっているが，業績要因文

の抽出は，学習データの自動生成を行っており，他の文の抽出にも有効な汎用性のある方

法となっている．学習データを自動生成するために，抽出対象の文によく使用される表現

である手がかり表現を最初にいくつか準備することで，酒井らの手法を用いてブートスト

ラップ的に手がかり表現を自動で抽出することが可能であり，これらの手がかり表現を含
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むものを正例，含まないものを負例とすることで，学習データを自動生成することが可能

である．ただし，ブートストラップ的に自動獲得した手がかり表現を含む文を正例とする

手法のみでは，学習データとしての精度に劣る．そのため，本研究では，ブートストラッ

プ的に獲得した手がかり表現に適切な文節を追加することで手がかり表現を拡張し，その

拡張手がかり表現を含む文を正例としている．これらの学習データ自動生成手法は汎用性

が高い手法であり，金融テキストに限らず，他の文抽出タスクにも適用が可能な手法で

ある．

本研究ではそれに加えて，企業キーワードという企業特有のキーワードを利用すること

や，業績要因文は過去の出来事に対しての記述であることから文末が「た。」で終わる文

に正例を絞り込むなどの工夫を加えることで，学習データの精度を高めている．したがっ

て，学習データの自動生成は汎用性があるが，より良好な結果を得るためには，抽出対象

の文の特性を考慮して多少の工夫を加える必要がある．また，手がかり表現の獲得に関し

ては，文を係り受け解析する必要性があるため，係り受け解析が比較的機能する新聞記事

のような文を用いる場合には有効である可能性が高いが，話し言葉や SNSの投稿などの

係り受け解析が苦手とする文の場合には，望むような結果が得られない可能性が高いた

め，抽出の対象としている文に対して，係り受け解析が正しく機能するかどうかを，まず

確認する必要がある．

この研究の貢献は，有価証券報告書を用いることで，事業セグメントごとの業績要因文

と業績結果文を抽出することができるようになったことである．これにより，事業セグメ

ント，業績要因文，業績結果（数値情報）の３つが紐づいたデータを抽出ことが可能とな

り，これまでよりもより発展的な分析が可能となる．

5.2 今後の展望

学習データに関しての課題は多く残っており，完全な自動生成は不可能である．少ない

労力で学習データを生成できても，その学習データによって目的が達成できなければ意味

がないため，今後も学習データの生成に関する研究は続ける必要があると考える．特に，

3 章の研究では，文の抽出を文脈を考慮しない MLP での分類モデルを使用しているが，

論文採択後，BiLSTMや BERTなどのモデルで追加検証をしたところ，多少の精度の向

上はあったが，期待するような精度の向上は見られなかった．学習データの分類は高い精

度で可能だが，テストデータでの分類がそこまで高くないため，学習データを自動生成し

ていることにより，学習データとテストデータの分布が一致しておらず，学習データに偏

りが生じている可能性が高い．今後は，自動生成した学習データが出現する全データに対
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してどのように分布しているか，文の分散表現などからの分析を本格的に行いたいと考え

ている．

また，これまで取り組んできた研究は有益な情報を抽出する段階に踏みとどまってい

る．特に，3章や 4章で抽出した情報は，最後に人が見ることで，投資判断等の意思決定

に利用される．したがって，抽出した情報を用いて分析を行い，抽出情報に付加価値を付

けることで意思決定をサポートすることが本来期待される．また，もともとのデータの分

母が大きいため，抽出できる情報もまだまだ膨大である．したがって，抽出情報の重要性

をスコア化することで，さらなる情報の取捨選択が可能となる方法の検討が必要である．

抽出したテキスト情報を分析，スコア化するためには，文の意味をコンピュータに解釈

させる必要がある．特にテキストデータの分析は否定表現などの問題が多く残っている．

また，業績要因文に関しては，例えば「コロナウィルスの感染拡大」によって飲食業界で

は負の影響があるが，ゲーム業界には正の影響があると考えられる．したがって，同じ業

績要因だとしても業界や事業によって影響や極性が異なる．また，金融極性辞書などでは

「事業の拡大」という表現で「拡大」が使われる傾向が強いことから，ポジティブな用語

として辞書に登録されているが，「不良債権の拡大」ではネガティブな用語ともなり，前

後関係によって極性が変化する．

このような課題を解決するために，対象企業の事業紹介などのテキスト情報と，抽出し

た文を入力にし，事業の業績結果や株価などを目的変数とすることで，入力文に対して極

性や分散表現を出力できるようなモデルの検討を考えている．これらの極性付与の方法論

の多くは，文や表現に対して，ポジティブ，ネガティブ度合いを示すために何らかの数

値データを紐づける必要があるが，先行研究では，これらの数値情報に，企業の株価や，

企業全体の売上高や営業利益などを用いている．しかし，企業の株価や全体の売上高は，

様々な要因が入り乱れてしまっており，対象としている文がどの程度の影響を与えている

かを考慮しきれていない問題がある．それに対して，本論文の 4 章で抽出することが可

能となった，各事業セグメントごとの業績要因文と業績結果文は，これまで先行研究で使

用してきたデータよりも，文と業績結果の数値情報の関係が強いものとなっている．した

がって，これらのデータを用いて極性付与を行うモデルを学習させることで，これまでの

研究で得られた結果よりも良好な極性付与を行うことが可能になる見込みが高い．このよ

うなモデルの学習を可能にするためには，業績要因文とそれに紐づく業績結果文を人手で

大量に作成する必要があるが，それは非常に困難であり，そのようなデータを大量に生成

することを可能にした点が，本研究の分野への貢献の１つである．上記に上げたモデルを

学習させ，利用することで，抽出したテキスト情報に対して，より金融に特化した分散表

現を与えることができ，より高度な分析やスコア化が期待できる．
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また，これまで抽出の対象としてこなかった金融テキストも多く存在しているが，それ

らにも有益な情報が多く記載されている．今後は，他の金融テキストからの情報抽出も試

みたいと考えており，それらのテキスト情報が及ぼす市場への影響や，投資判断等の意思

決定にどのような影響を与えているのかを，生涯研究し続けたいと考えている．
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付録

本論文を読むための基礎知識

自然言語処理（Natural Language Processing）とは，人間が使う言語である「自然言

語」をコンピュータに処理させる一連の技術である．「機械翻訳（Machine Translation）」，

「質問応答（Question Answering）」，「対話エージェント（Dialogue Agent）」，「自動要約

（Automatic Text Summarization）」，「情報検索（Information Retrieval）」，「情報抽出

（Information Extraction）」，「感情分析（Emotion Analysis）」などが代表的な研究とし

て挙げられる．自然言語処理の分野は，深層学習（Deep Learning）の発展により，近年

急激な成長を遂げている．

本節では，本論文で扱う既存の自然言語処理技術や機械学習手法を，近年の有名な研究

を交えつつ簡潔に紹介する．

形態素解析

形態素解析（Morphological Analysis）は，文法や辞書などの情報に基づき，形態素

（Morpheme）の列に分割し，それぞれの形態素の品詞等を判別する技術である．例えば，

「メロンパンを食べました。」という文であれば，表 58のように分割する．テキストデー

表 58 「メロンパンを食べました。」を形態素解析した結果の例

メロン パン を 食べ まし た 。

名詞 名詞 助詞 動詞 助動詞 助動詞 記号

タをコンピュータで扱うためには，テキストデータを数値データに変換する必要がある

が，テキストをそのまま数値化することはできないため，いろいろな手法が提案されてき

た．それらの数値化は，テキストをまず形態素に分割するところから始まるといっても過

言ではないため，形態素解析は自然言語処理において重要な技術である．

英語などの言語は，予め単語と単語が空白で区切られているため，単語分割の処理は比

較的容易である．それに対して，日本語のような明確な単語の区切りがない言語は分割が

難しく，辞書に基づく品詞情報などを加味することで，適切な分割や品詞を推定する必要

がある．

形態素解析のツールは，フリーのものから商用のものまで多種多様であり，使用する形
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態素解析器や辞書によって形態素解析の結果が異なる．そのため，どの形態素解析器を使

うかによって後の結果に影響を与えるため，用途によって使い分ける必要がある．本論文

で扱うデータは日本語のテキストデータであるため，いくつかの代表的な日本語の形態素

解析器を紹介する．

本論文で使用している形態素解析器は「MeCab」*34である．MeCabの特徴は，システ

ムと辞書が分かれていることや，他の形態素解析器に比べて高速に処理を行うことができ

る点である．特に近年，テキストデータが大量に手に入りやすくなったことから大規模な

テキストデータを扱う必要があるため，処理速度が高速な形態素解析器が人気である．ま

た，システムと辞書が分かれているため，辞書を用途によって使い分けることができる．

辞書には，「IPA」，「NEologd」*35，「Unidic」*36[68, 69, 70]などがあり，扱うテキスト情

報に合わせて使い分けることが重要である．例えば，「NEologd」の辞書は，週 2回以上

更新されており新語に対応することが可能である．先ほどの「メロンパンを食べました。」

の形態素解析の例では，「メロン」と「パン」が分割されていたが，「NEologd」の辞書を

使用した場合には，「メロンパン」で一つの名詞として分割される．特に，固有名詞が豊

富に含まれており，例えば，グループ名，漫画のタイトル，登場キャラクター，さらには

それらの略語なども辞書に含まれているため，SNS などのテキストデータを分析すると

きによく使用される．

それ以外の形態素解析器としては，京都大学の黒橋研が開発した「JUMAN」*37，ワー

クスアプリケーションズ徳島人工知能 NLP 研究所が開発した「Sudachi」*38[71] などが

ある．Sudachiは，分割の長さを A単位（Unidic相当），B単位（IPAdic相当），C単位

（NEologd相当）から選択することが可能であり，表記を正規化する機能なども存在する．

係り受け解析

係り受け解析（Parse）は，文節間の修飾関係，つまり「修飾する（係る）」と「修飾さ

れる（受ける）」の関係を明らかにするための解析である．係り受け解析の例を図 29 に

示す．

係り受け解析は，形態素解析で分割するだけでは得ることができない情報を追加で取得

でき，その情報を用いることで様々な応用的手法が可能となる．テキストマイニングで

*34 https://taku910.github.io/mecab/
*35 https://github.com/neologd/mecab-ipadic-neologd
*36 https://unidic.ninjal.ac.jp/download#unidic bccwj
*37 http://nlp.ist.i.kyoto-u.ac.jp/index.php?JUMAN
*38 https://github.com/WorksApplications/Sudachi
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図 29 係り受け解析の例

は，ある情報を抽出するために有効は手がかりとなる表現（以降，手がかり表現と定義）

を使用して，テキストから情報を抽出することが多いが，本論文では，この手がかり表現

を獲得するために係り受け解析を利用している．

代表的な日本語の係り受け解析器（Parser）としては，「CaboCha」*39[65, 66, 67] が

ある．CaboCha は，SVM[59] に基づく日本語係り受け解析器であり，形態素解析器は

MeCabを使用している．それ以外の係り受け解析器には，形態素解析器に Sudachiを使

用している「GiNZA」*40などがある．GiNZAは日本語 NLPライブラリであり，係り受

け解析以外にも，文章を文単位に分割，固有表現の抽出，文を分散表現に変換する機能な

どを備えている．

分散表現

形態素解析の節で述べた通り，テキストデータをコンピュータで扱うためには，テキス

ト情報を数値情報に変換する必要がある．分散表現（Distributed Representation）は，

単語，文，文章をベクトル空間（Vector Space）で表現する技術である [72, 73]．例えば，

単語を分散表現で表すことにより，単語と単語の類似度を計測することなどが可能とな

る．どのような分散表現を用いるかによって最終的な結果に大きな影響を与えるため，自

然言語処理においては形態素解析に次いで重要な技術である．

分散表現の対となる表現方法が，ある要素のみが 1でその他の要素が 0である「one-hot

表現」であり，これは局所表現（Local Representation）と呼ばれている．各次元に 1か

0を設定することで「その単語か否か」を表すことができる．one-hot表現の例を，図 30

に示す．

しかし，局所表現である one-hot表現は多くのデメリットを抱えている．まず，単語と

単語の類似度を測ることができず，似たような単語，例えば「りんご」と「梨」，「バナナ」

と「BANANA」のような単語が，まったく別の単語として扱われる．また，ボキャブラ

*39 https://taku910.github.io/cabocha/
*40 https://megagonlabs.github.io/ginza/
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図 30 one-hot表現の例

リーが増えるに伴って，次元数が非常に高次元になることや，1要素を除いて残り全てが

0なので非常にスパースなベクトルになるデメリットが存在する．そのため，この後に紹

介するような様々な分散表現が提案されており，現在も多くの研究が行われている．本論

文でも，様々な分散表現を使用しているため，いくつかの代表的な単語分散表現の獲得手

法と，文や文章の分散表現の表現方法について紹介する．

簡単な方法として，単語の共起情報などを用いて単語文脈行列を作成することで分散表

現を獲得する方法がある．各単語について，その周辺（例えば前後 k 語）に出現する単語

を文脈語とし，共起出現頻度を用いて共起の強さを表現したものが，最も単純な単語文脈

行列である．単語文脈行列の例を，図 31に示す．

図 31 共起情報を用いた単語文脈行列の例

131



図 31に示した単語文脈行列を用いることで，例えば，「りんご」であれば，[9, 0, 0,...,

3, 4, 8, 1]のような分散表現を得ることが可能となる．似た意味を持つ単語は，周辺に出

現する文脈語が似たようなものになる傾向あるため，この分散表現を用いることで，単語

間の距離を計測することなどが可能となる．

単語文脈行列は，様々な共起尺度が提案されてきた．例えば，正の自己相互情報量

（PPMI）[74]は，頻出文脈語の影響を軽減することが可能である．しかし，これらの方法

を用いて獲得できる分散表現の次元数は文脈語の数に等しく，非常に高次元であるという

デメリットがある．そのため，単語文脈行列の情報をできるだけ保持しつつ，低次元密行

列に圧縮する方法の研究も行われてきた．そのうちのひとつに，潜在的意味解析（Latent

Semantic Analysis：LSA）[75]が挙げられる．LSAはまず，単語文脈行列に特異値分解

（Singular Value Decomposition：SVD）を適用し，SVD で求まった特異値を影響度の

少ない順に削っていくことにより次元の削減を行うことが可能である．

深層学習を用いた単語分散表現の研究が急激に盛んになるきっかけとなったのが，

「word2vec*41」[76] である．word2vec は，CBOW（Continuous Bag-of-Word Model）

と Skip-gram の二種類が提案されている．どちらも入力層，隠れ層，出力層の３層から

なるニューラルネットワークで，隣接する層のノードは全結合となっている．

CBOW は，ターゲットとなる単語｛Wt｝を，その単語の周辺に出現する単語

｛Wt−c, ...,Wt+1,Wt−1, ...,Wt+c｝を入力することで予測するモデル設計となっている．

それに対して Skip-gramは，ある単語｛Wt｝を入力とし，その単語の周辺に出現する単

語｛Wt−c, ...,Wt+1,Wt−1, ...,Wt+c｝を予測するモデル設計となっている．CBOW と

Skip-gramのモデルを図 32に示す．

どちらのモデルも，入力層から中間層への変換の重みを，その単語の分散表現として利

用する．モデルを学習するためのデータは人手でのラベル付けが不要であるが，大量のテ

キストデータが必要である．また，どちらのモデルも context window（c）をハイパーパ

ラメータとして決める必要がある．context windowは，周辺の単語をどこまで学習に使

用するか決めるためのものであり，context windowが小さいほど，品詞情報を分散表現

に反映させることができる．逆に，context windowが大きいほど，トピックやドメイン

情報が分散表現に反映されるため，用途に合わせて調整する必要がある．

word2vecは，ある単語に対して一意な分散表現を与えることしかできない，文脈依存

なしの分散表現獲得方法である．例えば「バイト」のようなアルバイトの略語であり，か

つ，情報量の単位でもあるような多義語である単語に対しても一意な分散表現で表すこと

*41 https://code.google.com/archive/p/word2vec/
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図 32 CBOWモデル（上）と Skip-gramモデル（下）

しかできないデメリットが存在する．word2vec以降の文脈依存なしの分散表現獲得方法

には，「GloVe（Global Vectors）」[77]や「FastText」[78]があるが，多義語の分散表現

に問題が残る．

これらの問題を解決するために，文脈依存ありの手法の研究が，近年は盛んに行われて

いる．文脈依存ありの手法で，最初に話題になったのは，「ELMo」[79] である．ELMo

は，BiLSTM を用いることで，文字列ベースの特徴と，前後に出現する単語の情報を加

味して分散表現を獲得する手法である．そして現在の自然言語処理の中心になっているの

は，Attention[80]を使用したモデルをベースとした「BERT」[28]である．BERTは，翻

訳や分類問題を解くためのアルゴリズムでもあるが，単語の分散表現としても利用可能で
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ある．具体的には，BERTの中ではMasked Language Model（MLM）というMaskさ

れた単語を推定するモデルがあり，その中で単語の分散表現を学習させている．これによ

り，単語の類似度を測るだけでなく，穴埋め問題を解くことや，固有表現抽出問題を解く

ことも可能である．

文や文章の分散表現方法は，単語の分散表現に対して多様な方法がある．一番シンプ

ルなものは，その文中に出現する単語の頻度情報を要素とした分散表現である（Bag of

Words）．他には，重要度の高い単語に高い重みを与えた TFidf値などを要素とした分散

表現，トピックモデル [81]によるトピック確率を用いた分散表現，出現単語の分散表現を

平均（合計）した分散表現などがあり，目的によって使い分ける必要がある．

SVM

機械学習手法のひとつである SVM（Support Vector Machine）[59]は，1990年代の

終わり頃から各分野において爆発的に使われはじめた線形二値分類機である．SVM は，

n 次元空間を二つに分離するための超平面をマージンが最大化するように決定する手法

である．現在では，二値分類などは深層学習が主流であるが，係り受け解析で紹介した

CaboChaは，SVMを使用して係り受け解析を実現している．

DNN, MLP

深層学習（deep learning）は，DNN（Deep Neural Network）やMLP（Multi Layer

Perceptron）と呼ばれるニューラルネットワークモデルの中間層を増やしたモデルであ

る [82]．モデル図を図 33に示す．モデルの枠組みとしては，20世紀のうちに開発されて

いたが，4層以上の深層ニューラルネットについては局所最適解や勾配消失などの問題に

より実用化されていなかった．しかし，多層ニューラルネットワークの学習方法に関する

研究，学習に必要な計算機の性能向上，および，インターネットの発展による学習データ

の増加などにより，抱えていた問題が解決され，現在のモデルの主流となっている．多層

ニューラルネットワークの学習が可能になったことで，深層学習モデルを元にした多種

多様なモデルが研究されており，例えば，画像の分野では CNN（Convolutional Neural

Network）[83] のような畳み込みモデルがある．その他には，時系列や順序関係のある

データを扱える RNN（Recurrent Neural Network）モデル [84]，Attentionを組み込ん

だモデル [80]など，発展的な研究が現在も盛んに行われている．
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図 33 MLPのモデル図

LSTM

文に出現する単語の順序には，その順序に意味があるため，その出現順序を学習させ

ることがより良い結果につながると考えられる．しかし，これまでの SVMやMLPなど

の入力には，単語の順序を考慮しない文の分散表現を入力にしていた．この単語の順序

を考慮できるモデルとして，回帰型ニューラルネットワークモデルである LSTM（Long

short-term memory）[24] がある．LSTM のモデル図を図 34 に示す．LSTM は入力と

図 34 LSTMのモデル図

して単語の分散表現を順に受け取ることができるため，単語の出現順序によって出力層の

結果が変わる特徴がある．また，単方向だけでなく逆方向の層を加えた双方向の LSTM

モデルである BiLSTM（Bidirectional LSTM）[85, 86]，LSTM層の出力に Attentionを

追加したモデル [87]など，様々な応用モデルも提案されている．
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本論文では，3章において，各ページの単語頻度を LSTMへの入力とすることで，ペー

ジの分類を行うモデルを提案する．
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4章の詳細な評価結果

4章の各企業の事業セグメントごとの適合率・再現率を，表 59から表 62に示す．

表 59 事業セグメントごとの業績要因文の適合率・再現率

企業名 企業コード 事業セグメント precision recall
カネコ種苗株式会社 E00004 種苗事業 5 / 6 = 0.833 5 / 5 = 1.000

施設材事業 1 / 3 = 0.333 1 / 2 = 0.500
農材事業 2 / 2 = 1.000 2 / 3 = 0.667
花き事業 1 / 1 = 1.000 1 / 1 = 1.000

株式会社サカタのタネ E00006 海外卸売事業 8 / 8 = 1.000 8 / 10 = 0.800
国内卸売事業 3 / 3 = 1.000 3 / 5 = 0.600
小売事業 4 / 4 = 1.000 4 / 6 = 0.667
その他 1 / 1 = 1.000 1 / 1 = 1.000

日本工営株式会社 E00078 コンサルタント海外事業 1 / 2 = 0.500 1 / 2 = 0.500
電力エンジニアリング事業 1 / 2 = 0.500 1 / 3 = 0.333
都市空間事業 0 / 2 = 0.000 0 / 2 = 0.000
コンサルタント国内事業 0 / 1 = 0.000 0 / 3 = 0.000
エネルギー事業 0 / 1 = 0.000 0 / 0

コーセル株式会社 E01856 日本生産販売事業 1 / 2 = 0.500 1 / 1 = 1.000
ヨーロッパ販売事業 1 / 2 = 0.500 1 / 1 = 1.000
アジア販売事業 1 / 2 = 0.500 1 / 1 = 1.000
中国生産事業 1 / 1 = 1.000 1 / 1 = 1.000
北米販売事業 0 / 0 0 / 2 = 0.000

株式会社 IG ポート E02480 出版事業 4 / 4 = 1.000 4 / 4 = 1.000
映像制作事業 3 / 3 = 1.000 3 / 3 = 1.000
版権事業 2 / 2 = 1.000 2 / 2 = 1.000
その他 1 / 1 = 1.000 1 / 1 = 1.000

株式会社内田洋行 E02515 公共関連事業 3 / 3 = 1.000 3 / 3 = 1.000
情報関連事業 2 / 2 = 1.000 2 / 3 = 0.667
オフィス関連事業 1 / 1 = 1.000 1 / 2 = 0.500
その他 1 / 1 = 1.000 1 / 1 = 1.000

テーオーホールディングス E03169 自動車関連事業 1 / 1 = 1.000 1 / 1 = 1.000
流通事業 1 / 1 = 1.000 1 / 1 = 1.000
住宅事業 1 / 1 = 1.000 1 / 1 = 1.000
木材事業 1 / 1 = 1.000 1 / 2 = 0.500
建設事業 0 / 0 0 / 1 = 0.000

株式会社サンオータス E03326 カービジネス事業 4 / 7 = 0.571 4 / 5 = 0.800
エネルギー事業 3 / 6 = 0.500 3 / 3 = 1.000
不動産関連事業 1 / 3 = 0.333 1 / 1 = 1.000
ライフサポート事業 1 / 2 = 0.500 1 / 2 = 0.500

リベレステ株式会社 E03989 開発事業 2 / 2 = 1.000 2 / 2 = 1.000
不動産販売事業 1 / 2 = 0.500 1 / 1 = 1.000
建築事業 1 / 1 = 1.000 1 / 1 = 1.000
その他 2 / 2 = 1.000 2 / 2 = 1.000

明豊エンタープライズ E04024 不動産分譲事業 2 / 3 = 0.667 2 / 3 = 0.667
不動産賃貸事業 2 / 2 = 1.000 2 / 2 = 1.000
不動産仲介事業 0 / 1 = 0.000 0 / 1 = 0.000
請負事業 0 / 1 = 0.000 0 / 1 = 0.000
その他 0 / 0 0 / 1 = 0.000

株式会社ゼロ E04230 自動車関連事業 3 / 3 = 1.000 3 / 4 = 0.750
ヒューマンリソース事業 1 / 2 = 0.500 1 / 2 = 0.500
一般貨物事業 1 / 2 = 0.500 1 / 1 = 1.000
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表 60 事業セグメントごとの業績要因文の適合率・再現率

企業名 企業コード 事業セグメント precision recall
東京博善株式会社 E04843 堀ノ内斎場 1 / 1 = 1.000 1 / 2 = 0.500

町屋斎場 1 / 2 = 0.500 1 / 2 = 0.500
代々幡斎場 1 / 2 = 0.500 1 / 2 = 0.500
落合斎場 1 / 1 = 1.000 1 / 2 = 0.500
四ツ木斎場 1 / 2 = 0.500 1 / 2 = 0.500
桐ヶ谷斎場 0 / 0 0 / 2 = 0.000
その他 0 / 5 = 0.000 0 / 0

日本プロセス株式会社 E04873 制御システム 4 / 4 = 1.000 4 / 5 = 0.800
組込システム 2 / 2 = 1.000 2 / 3 = 0.667
特定情報システム 2 / 4 = 0.500 2 / 2 = 1.000
自動車システム 2 / 2 = 1.000 2 / 2 = 1.000
産業・公共システム 3 / 3 = 1.000 3 / 4 = 0.750
ＩＴサービス 3 / 3 = 1.000 3 / 3 = 1.000

株式会社ビューティ花壇 E05597 生花卸売事業 3 / 3 = 1.000 3 / 3 = 1.000
ブライダル装花事業 2 / 2 = 1.000 2 / 2 = 1.000
生花祭壇事業 0 / 1 = 0.000 0 / 1 = 0.000
その他 1 / 1 = 1.000 1 / 1 = 1.000

フリービット株式会社 E05680 アドテクノロジー事業 1 / 2 = 0.500 1 / 1 = 1.000
ヘルステック事業 1 / 1 = 1.000 1 / 1 = 1.000
ブロードバンド事業 1 / 1 = 1.000 1 / 1 = 1.000
モバイル事業 1 / 2 = 0.500 1 / 1 = 1.000
クラウド事業 0 / 1 = 0.000 0 / 0

株式会社インサイト E05740 介護福祉事業 3 / 3 = 1.000 3 / 4 = 0.750
広告・マーケティング事業 3 / 4 = 0.750 3 / 3 = 1.000
ケアサービス事業 2 / 4 = 0.500 2 / 2 = 1.000
債権投資事業 0 / 0 0 / 2 = 0.000
その他 0 / 1 = 0.000 0 / 0

日本海洋掘削株式会社 E23800 掘削技術 2 / 3 = 0.667 2 / 2 = 1.000
運用・管理受託 2 / 3 = 0.667 2 / 2 = 1.000
海洋掘削 2 / 10 = 0.200 2 / 2 = 1.000
その他 0 / 3 = 0.000 0 / 0

株式会社ＴＨＥグローバル社 E24340 ホテル事業 2 / 2 = 1.000 2 / 3 = 0.667
戸建事業 1 / 1 = 1.000 1 / 1 = 1.000
販売代理事業 1 / 1 = 1.000 1 / 1 = 1.000
マンション事業 1 / 2 = 0.500 1 / 1 = 1.000
建物管理事業 1 / 1 = 1.000 1 / 1 = 1.000

三協立山株式会社 E26831 建材事業 1 / 1 = 1.000 1 / 1 = 1.000
マテリアル事業 1 / 1 = 1.000 1 / 2 = 0.500
国際事業 1 / 1 = 1.000 1 / 2 = 0.500
商業施設事業 1 / 2 = 0.500 1 / 2 = 0.500

タマホーム株式会社 E27305 住宅事業 5 / 5 = 1.000 5 / 7 = 0.714
不動産事業 2 / 2 = 1.000 2 / 2 = 1.000
金融事業 2 / 2 = 1.000 2 / 4 = 0.500
エネルギー事業 1 / 1 = 1.000 1 / 2 = 0.500
その他 1 / 1 = 1.000 1 / 2 = 0.500

ウエスコホールディングス E30042 複写製本事業 1 / 2 = 0.500 1 / 2 = 0.500
スポーツ施設運営事業 1 / 1 = 1.000 1 / 1 = 1.000
不動産事業 1 / 1 = 1.000 1 / 2 = 0.500
指定管理事業 0 / 1 = 0.000 0 / 0
総合建設コンサルタント事業 0 / 2 = 0.000 0 / 0
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表 61 事業セグメントごとの業績結果文の適合率・再現率

企業名 企業コード 事業セグメント precision recall
カネコ種苗株式会社 E00004 種苗事業 1 / 1 = 1.000 1 / 1 = 1.000

施設材事業 2 / 4 = 0.500 2 / 2 = 1.000
農材事業 2 / 2 = 1.000 2 / 2 = 1.000
花き事業 1 / 1 = 1.000 1 / 1 = 1.000
造園事業 1 / 1 = 1.000 1 / 1 = 1.000

株式会社サカタのタネ E00006 海外卸売事業 1 / 1 = 1.000 1 / 1 = 1.000
国内卸売事業 1 / 1 = 1.000 1 / 1 = 1.000
小売事業 1 / 1 = 1.000 1 / 1 = 1.000
その他 1 / 1 = 1.000 1 / 1 = 1.000

日本工営株式会社 E00078 コンサルタント海外事業 1 / 1 = 1.000 1 / 1 = 1.000
電力エンジニアリング事業 1 / 1 = 1.000 1 / 1 = 1.000
都市空間事業 1 / 1 = 1.000 1 / 1 = 1.000
コンサルタント国内事業 1 / 1 = 1.000 1 / 1 = 1.000
エネルギー事業 1 / 1 = 1.000 1 / 1 = 1.000
不動産賃貸事業 1 / 1 = 1.000 1 / 1 = 1.000

コーセル株式会社 E01856 日本生産販売事業 1 / 1 = 1.000 1 / 1 = 1.000
ヨーロッパ販売事業 1 / 1 = 1.000 1 / 1 = 1.000
アジア販売事業 1 / 1 = 1.000 1 / 1 = 1.000
中国生産事業 1 / 1 = 1.000 1 / 1 = 1.000
北米販売事業 1 / 1 = 1.000 1 / 1 = 1.000

株式会社 IG ポート E02480 出版事業 1 / 1 = 1.000 1 / 1 = 1.000
映像制作事業 1 / 1 = 1.000 1 / 1 = 1.000
版権事業 1 / 1 = 1.000 1 / 1 = 1.000
その他 1 / 1 = 1.000 1 / 1 = 1.000

株式会社内田洋行 E02515 公共関連事業 2 / 2 = 1.000 2 / 2 = 1.000
情報関連事業 1 / 1 = 1.000 1 / 1 = 1.000
オフィス関連事業 1 / 1 = 1.000 1 / 1 = 1.000
その他 1 / 1 = 1.000 1 / 1 = 1.000

テーオーホールディングス E03169 自動車関連事業 1 / 1 = 1.000 1 / 1 = 1.000
流通事業 1 / 1 = 1.000 1 / 1 = 1.000
住宅事業 1 / 1 = 1.000 1 / 1 = 1.000
木材事業 1 / 1 = 1.000 1 / 1 = 1.000
建設事業 1 / 1 = 1.000 1 / 1 = 1.000
不動産賃貸事業 1 / 1 = 1.000 1 / 1 = 1.000
スポーツクラブ事業 1 / 1 = 1.000 1 / 1 = 1.000

株式会社サンオータス E03326 カービジネス事業 1 / 1 = 1.000 1 / 1 = 1.000
エネルギー事業 1 / 1 = 1.000 1 / 1 = 1.000
不動産関連事業 1 / 1 = 1.000 1 / 1 = 1.000
ライフサポート事業 1 / 1 = 1.000 1 / 1 = 1.000

リベレステ株式会社 E03989 開発事業 1 / 1 = 1.000 1 / 2 = 0.500
不動産販売事業 2 / 2 = 1.000 2 / 2 = 1.000
建築事業 2 / 2 = 1.000 2 / 2 = 1.000
その他 2 / 5 = 0.400 2 / 2 = 1.000

明豊エンタープライズ E04024 不動産分譲事業 1 / 1 = 1.000 1 / 1 = 1.000
不動産賃貸事業 1 / 1 = 1.000 1 / 1 = 1.000
不動産仲介事業 1 / 1 = 1.000 1 / 1 = 1.000
請負事業 1 / 2 = 0.500 1 / 1 = 1.000
その他 1 / 6 = 0.167 1 / 1 = 1.000
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表 62 事業セグメントごとの業績結果文の適合率・再現率

企業名 企業コード 事業セグメント precision recall
株式会社ゼロ E04230 自動車関連事業 1 / 1 = 1.000 1 / 1 = 1.000

ヒューマンリソース事業 1 / 1 = 1.000 1 / 1 = 1.000
一般貨物事業 1 / 1 = 1.000 1 / 1 = 1.000
その他 0 / 1 = 0.000 0 / 0

東京博善株式会社 E04843 堀ノ内斎場 3 / 3 = 1.000 3 / 3 = 1.000
町屋斎場 3 / 3 = 1.000 3 / 3 = 1.000
代々幡斎場 2 / 2 = 1.000 2 / 4 = 0.500
落合斎場 3 / 3 = 1.000 3 / 3 = 1.000
四ツ木斎場 3 / 6 = 0.500 3 / 3 = 1.000
桐ヶ谷斎場 0 / 0 0 / 3 = 0.000
その他 0 / 4 = 0 0 / 0

日本プロセス株式会社 E04873 制御システム 1 / 1 = 1.000 1 / 1 = 1.000
組込システム 1 / 1 = 1.000 1 / 1 = 1.000
特定情報システム 1 / 5 = 0.200 1 / 1 = 1.000
自動車システム 1 / 1 = 1.000 1 / 1 = 1.000
産業・公共システム 1 / 1 = 1.000 1 / 1 = 1.000
ＩＴサービス 1 / 1 = 1.000 1 / 1 = 1.000

株式会社ビューティ花壇 E05597 生花卸売事業 2 / 2 = 1.000 2 / 2 = 1.000
ブライダル装花事業 2 / 2 = 1.000 2 / 2 = 1.000
生花祭壇事業 1 / 1 = 1.000 1 / 2 = 0.500
その他 1 / 1 = 1.000 1 / 1 = 1.000

フリービット株式会社 E05680 アドテクノロジー事業 1 / 1 = 1.000 1 / 1 = 1.000
ヘルステック事業 1 / 1 = 1.000 1 / 1 = 1.000
ブロードバンド事業 1 / 1 = 1.000 1 / 1 = 1.000
モバイル事業 1 / 1 = 1.000 1 / 1 = 1.000
クラウド事業 1 / 1 = 1.000 1 / 1 = 1.000

株式会社インサイト E05740 介護福祉事業 1 / 1 = 1.000 1 / 1 = 1.000
広告・マーケティング事業 1 / 2 = 0.500 1 / 1 = 1.000
ケアサービス事業 1 / 2 = 0.500 1 / 1 = 1.000
債権投資事業 0 / 0 0 / 1 = 0.000
その他 0 / 4 = 0.000 0 / 0

日本海洋掘削株式会社 E23800 掘削技術 1 / 1 = 1.000 1 / 2 = 0.500
運用・管理受託 1 / 1 = 1.000 1 / 2 = 0.500
海洋掘削 1 / 1 = 1.000 1 / 2 = 0.500
その他 1 / 3 = 0.333 1 / 1 = 1.000

株式会社ＴＨＥグローバル社 E24340 ホテル事業 2 / 2 = 1.000 2 / 2 = 1.000
戸建事業 2 / 2 = 1.000 2 / 2 = 1.000
販売代理事業 2 / 2 = 1.000 2 / 2 = 1.000
マンション事業 2 / 2 = 1.000 2 / 2 = 1.000
建物管理事業 2 / 2 = 1.000 2 / 2 = 1.000
その他 2 / 2 = 1.000 2 / 2 = 1.000

三協立山株式会社 E26831 建材事業 1 / 1 = 1.000 1 / 1 = 1.000
マテリアル事業 2 / 2 = 1.000 2 / 2 = 1.000
国際事業 1 / 1 = 1.000 1 / 2 = 0.500
商業施設事業 2 / 4 = 0.500 2 / 2 = 1.000

タマホーム株式会社 E27305 住宅事業 1 / 1 = 1.000 1 / 1 = 1.000
不動産事業 1 / 1 = 1.000 1 / 1 = 1.000
金融事業 1 / 1 = 1.000 1 / 1 = 1.000
エネルギー事業 1 / 1 = 1.000 1 / 1 = 1.000
その他 1 / 1 = 1.000 1 / 1 = 1.000

ウエスコホールディングス E30042 複写製本事業 1 / 1 = 1.000 1 / 1 = 1.000
スポーツ施設運営事業 1 / 1 = 1.000 1 / 1 = 1.000
不動産事業 1 / 1 = 1.000 1 / 1 = 1.000
指定管理事業 1 / 1 = 1.000 1 / 1 = 1.000
総合建設コンサルタント事業 1 / 1 = 1.000 1 / 1 = 1.000
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