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DeepLearningを 用 いた階層的な部分 タス クグ ラフ検 出法の構 築
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ABSTRACT : Since task scheduling problems belong to a class of the strong NP-hard combinatorial 

optimization problem, the required scheduling time increases exponentially as the number of tasks increases. 

Therefore, we find some small subtask graphs that can be optimally scheduled in the overall task graph, and 

solve them individually as a scheduling problem. Then, each subtask graph can be treated as one macro task 

in the whole task graph. This reduces the apparent number of tasks in the overall task graph, reduces the 

scale of the task graph, and significantly reduces the search time that depends on the number of tasks. We 

call this hierarchical scheduling. However, this partial task graph detection has a drawback that it becomes 

a combinatorial optimization problem by itself. Therefore, in this paper, we construct and evaluate a method 

for  detecting partial task graphs using deep learning.
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1.は じめ に

プ ロセ ッサの処理能力向Ilの 問題 において,半 導体の

集 積度の限界 によ り,CPUの 処 理能ノJの向上に限界が近

づいてい ることか ら,複 数のプ ロセ ッサ を用いて演算処

理を行 うマルチプ ロセ ッサシステムが活発 に利用 されて

い る.こ のマルチプ ロセ ッサシステムな どの並列 コンピ

ューテ ィングにおいて,効 率 よくかつ高速 に処理 を行 う

ためには,タ ス クスケジ ュー リングが重要なポイ ン トと

考え られ る.し か し,タ スクスケ ジュー リングは,強NP

困難 な最適化問題 であ るため,問 題の規模が大 きくな る

と実川的な時間内でスケジ ュー リングを終 えるこ とが難

しくな るとい う問題 点が存在す る.現 在,こ の課題 を解

決 しタスクスケ ジュー リングを有効活用で きるよ うな研

究が進 め られてい る.当 研 究室では,複 数回 にわた って

スケ ジュー リングを行 う階層的 スケジュー リング11に よ

るスケジュー リング時間短縮の研 究が進 め られて きた.

しか し,こ の階層 的スケジ ュー リングにお ける部分 タス

クグラフの検 出には,そ れ 自体が組 み合 わせ最適化問題

にな り得 るとい う問題 点があ り,ア ル ゴ リズムの改善 に

よる時 間 短縮 に は限 界 を感 じて きた.そ こで,Deep

Leamingを 部 分タス クグラフ検 出に適用 して処理 の高速

化 を図 ることを 口的 とす る.

2.タ スクスケジュー リング とタスクグ ラフ
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タスクスケジュー リング問題 では,問 題 を可視化す る

ために,タ スクを ノー ド,タ ス ク問の先行 制約 を有向エ

ッ ジ で 表 し た タ ス ク グ ラ フ と 呼 ぶDAG(Directed

AcyclicGraph)を 用 い る.処 理の開始 と終了 を明確 にす

るため,タ スクグ ラフには,コ ス トが0の ダ ミー ノー ド

としてスター トノー ドとエ ン ドノー ドが必要 に応 じて追

加 され てい る.Fig.2.1は,ス ター トノー ドをタスクs,

エ ン ドノー ドをタスクEと したサ ンプル タスクグ ラフで

あ る.ノ ー ド内の数 字はタス ク番 号,ノ ー ド横 の数 字は

タスクの処理 コス トを表 してい る.エ ッジ横 の角括弧内

の数字 は,先 行後続 関係 にあ るタス ク同 上がそれぞれ別
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のPEに 割 り当て られ た際 に,デ ー タの転送時間 と してか

か るマシ ン間の通信 コス トを表 してい る.

タスク番号

＼
11】

sol1】 【2]

112】

24

　1-

-
凸5

43

P

12】
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【4]
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通 信コスト

/
[3]

/処 理コスト
62

Fig.2.1タ ス ク グ ラ フ

より少 ないタス ク数 でのスケジ ュー リングを行 うことに

な り,処 理 時間の短縮 に繋が る.Fig.3.1は タス クグラ

フにおけ る部 分タスクグ ラフとマ クロタス クを表 した も

のであ る.

部 分タスクグラフ

3

1

5

4

0

7

2

6

マクロ

タスク

0

7

Fig.3.1部 分 タスクグ ラフとマク ロタスク

2

6

4.DeepLearningの 導 入

また,タ スクスケ ジュー リングでは,ス ケ ジュー リング

の結果 どの よ うな割 り当てになったか を可視化す るた め,

縦 軸にPE,横 軸 に処理時間 を取 った時系列チ ャー トで あ

るガ ン トチャー トを用い る.当 研 究室では,こ れの縦軸

に各PEの デ ー タの送 受 信 の タ イ ミン グ と してSendと

Recvの2っ を追加 したものを使用 している.Fig.2.2は

Fig.2.1の タ スクグラフのスター トノー ドs,タ ス ク1,

タ ス ク2の3つ の タス クを2つ のPEに 割 り当てた際の様

了を表 したガ ン トチャー トであ る.

PE(0)

Send

Recv

PE(1)

Send

Recv

S 2

一
通信遅延

{

/1

一

0 1 3

Fig.2.2ガ ン トチ ャ ー ト

3.階 層的スケ ジュー リング

5時 間

階層的スケジ ュー リングとは,従 来の よ うに一度 に全

てのタスクでスケジ ュー リングを行 うのではな く,複 数

回にわたって階層的にスケ ジュー リングを行 うとい う手

法であ る.タ ス クグラフ内の タス クの集合(部 分 タス クグ

ラフ)を 検 出 し,部 分 タス クグラフのみでスケ ジュー リン

グを行 った後,そ れを1つ の タス ク(マ クロタス ク)と し

て全体でスケジ ュー リングす ることで,タ ス ク数 を減 ら

したスケジュー リングを・∫能 とす る手法で ある.こ れ に

部分 タスクグ ラフにな るノー ドの組 み合わせ を求 める

ことは,そ れ 自体が組 み合 わせ 最適化 問題 とな り得 るた

め,こ れ を求 めるアル ゴ リズムの開発 には限界 を感 じた.

そ こで処理 の高速化 を図 るため,階 層 的スケジ ュー リン

グにおけ る部 分タスクグ ラフの検 出にDeepLearningを 適

用す る手法の研 究を行 った.

DeepLeamingと は,多 層 のニ ュー ラルネ ッ トワー クに

よる機械 学習 の手法の1つ であ る.問 題 とな る入力デー

タ と,そ の解答 とな る出カ デー タを人量 に与 えると,そ

れ らか ら自動 で特徴や 法則 を見出 し学習す る.こ れ を利

用す るには,特 徴や 法則 を見つ けることをあ る程度期待

でき るデ ータを与え る必要があ る.ま たDeepLearningに

は,度 学習 を済ませ て しま えば,解 を求 めるの に必要

な時間が短 い とい う性 質を持 っため,階 層的スケ ジュー

リングにおけ る部分 タスク グラフの検 川 にかか る探索時

間の問題 を解決す るのに適 してい る.学 習 に用い るニ ュ

ーラル ネ ッ トワークのモデル は
,入 力デー タを二次元配

列 で表規す ることに よ り,画 像認 識の分野で実績 をIlげ

てい る畳 み込み ニ ュー ラルネ ッ トワー ク(Convolutional

NeuralNetwork:CNN)を 川 い る.

4.1学 習 させ るデータの作 成

DeepLeamingを 利 用す るためには,学 習 させ るデー タ

の形式 を定め る必 要があ る.本 研 究においては,部 分 タ

スクグラフの検 出に これ を利 川す るため,入 力デー タに

はタスクグラフ全 体の情報,出 力データ には タス クグラ

フの中に存在す る部 分タス クグラフの情報 をそれぞれ与

え,学 習 させ る.こ れ に よ り,タ ス クグラフの情報 を入

力す ると,タ スクグ ラフの中に存在 す る部分 タス クグラ

フの情報 が出力 され ることを 口指す もの とす る.
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4.1.1入 カ デー タの形式

入力データは,タ ス クグラフの情報 を二次元配列で表

現す る.入 力データに格納す る情報は,各 タス クの処理

コス ト,各 タス ク問の通信 コス ト,各 タス ク問のエ ッジ

の繋が り,の3要 素 とす る.二 次元配列 を用いて,そ の

行 と列をそれぞれ先行タス ク番号 と後続 タス ク番号 と し,

各 要素にタスク間の通信 コス トを格納す る.ま た、対角

要素には各タスクの実行 時間を格納す る.Fig.4.1は 入 力

データの形式を表 した ものであ る.

畢先
行
タ
ス
ク

後続タスク

⇒

Fig.4.1入 カ デ ー タ 形 式

4.1.2出 力データの形式

出力データは,タ スクグラフ内に含まれる部分タスク

グラフの情報を一次元配列で表現する.出 力データに格

納する情報は,マ クロタスク番号,内 包するタスク番号,

の2要 素とする.要 素番号をタスク番号と見た配列の各

要素に識別値を格納した。

識別値 とは,タ スクグラフ内に部分タスクグラフが複

数存在する場合を考慮し,各 タスクがどの部分タスクグ

ラフに所属するのかを識別できるように割 り振る値であ

る.ま た,そ のタスクがいずれの部分タスクグラフにも

所属しない場合,識 別値は0と することでこれを表現す

る.Fig.4,2は 出力データの形式を表したものである.

0 12 3 45 6

る部分タスクグラフの情報が正確なものにしたい.そ こ

で,あ らかじめ含まれ る部分タスクグラフの情報が正確

なタスクグラフを作成 し,そ れを形式変換して教師デー

タとする.含 まれ る部分タスクグラフの情報が正確なタ

スクグラフは,タ スクグラフに別のタスクグラフを挿入,

結合することで実現す る.Fig.4.3は タスクグラフの挿入,

結合による目的のタスクグラフ作成の様子である.

挿入先タスクグラフ
34

6

ア き

挿入先にして繰り返すg

。 ランダムな位置に挿入・結合(

・:llT"『 〕

2挿 入候補タスクグラプ

5

Fig.4.3タ ス クグ ラフの結合

上記の操作をタスクの総数が必要な数に達するまで繰 り

返す ことで,学 習データ作成に必要なタスクグラフを用

意 した.ま た,挿 入候補 となるタスクグラフは複数用意

することで作成 され るタスクグラフの種類 を増やした.

Fig.4.4は タスクグラフとそれから作成された教師デー

タの一例である.

部分タスクグラフ①

入カデータ

0

部分タスクグラ7②

11]

10】

0 1 1 1 1 0

部分タスクグラフ所属情報

Fig.4.2出 カ デ ー タ 形 式1

4.2タ ス クグラ フの結合による教師データ作成

DeepLeamingに よ る学習 に用い るデー タは,精 度の高

い学習を期待でき るよ うにす るため,教 師デー タと して

用意す る学習データに変換す るタス クグラフは,含 まれ

出ヵデータ1・ 国 ・111・1・1・111・1・1・1

Fig.4.4教 師 デ ー タ の 一 例
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4.3学 習 モデルの設計

本研 究では,CNNを 用 いた学習モデルの構築 を行 った.

CNNは,画 像認識 の分野 で実績 を上 げてお り,入 力デー

タの形式を画像 と同 じよ うに二次元配列で表現す るこ と

に よ り,こ れ を用い るこ とを可能 とす る.CNNと は,Deep

Leamingに お いて研究 されてい るノー ドの接続方 法の1

つ であ り,畳 み込み層 とプー リング層で構成 され るニ ュ

ー ラルネ ッ トワー クであ る.畳 み込み層 とプー リング層

では,決 め られたサイズの領域に フィル タ処理 をか けて

次の層への対応 付けをす る.

Fig.4.5は,本 研 究で使用 した,CNNを 用 いて構築 した

学習モデルであ る.入 力を フィル タサイズの異な る4つ

の畳み込み層で畳み込み,そ れ らを結合す る一連の処理

を 「LayerUnit」 と定義す る(Fig.45で は 「L」と表記).

LayerUnitを3並 列 に接続 した ものを2つ と,LayerUnit

を1つ 直列に接続 す る.LayerUnitの 接 続パ ター ンは,い

くつかのパター ンで実験を行い,学 習にかか る時間 との

バ ランスを考慮 した上で決定 した .ま た,プ ー リング層

ではMaxPoolingを 使 用 した.

U

[承
]
髄
婆
即
絆

学習精度の遷移

L2-1

L2-2

L2・3

L3・1

L3-2〕

L3-3

Fig.4.5CNNに よ る学習 モデル

5.学 習結果

邑1回

R#s8室 霞量§§§罠霞§88R9$98R彗 §88RR888Rgs8霞 鎚霞§婁§

ス テップ数

一 タスク数12一 タス ク数20一 タス ク数24

Fig.5.1学 習 精度の遷移

5.2所 属する部分タスクグラフの誤検出

学習 したモデルを使用 し,タ スクグラフから部分タス

クグラフの検出を行ったところ,Fig.5.2に 示すように複

数の部分タスクグラフに所属する可能性があるタスクに

ついて,そ のいずれにも所属しないとして検出される形

の誤検出が確認 された.

部分タスクグラフ1

/

誤検出されたタスク、

12

部 分 タスククラフ3

部分タスクグラフ2

回 回■回甲 回園 回 回
誤検出されたタスク

Fig.5.2飛 び 地の形の誤検出

4.1と4.2で 作 成 したデー タセ ッ トを4.3で 構 築 したモ

デルで学習す る.今 回は,タ スク数12,20,24の タス ク

グ ラフを結合に よ りそれぞれ50,000個 用 意 し,そ れ らを

ま とめて形式を変換す ることに よ り,3種 類の教師デー

タを用意す る.

ま た,Fig.5.3に 示 す よ うな タス クグラフ内のエ ッジで

分岐 した先 のタス ク同士が同一の部分タス クグラフに所

属す る として検 出 され る誤検 出 も確認 され た.

5.1学 習 精度

ステ ップ数 を8000に 変 更 し,用 意 した3種 類すべて

のデータセ ッ トを教師デー タとして,そ れぞれ学習 を行

った.Fig.5.1は,そ の時の学習の精度の遷移 を表 した も

のであ る.タ スク数12の デー タセ ッ トで は,90%以 上 の

精度を確保 す ることができた.
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部分タスクグラフ1

部分タスクグラフ4

部分タスクグラフ2

誤検出されたタスク

誤検出されたタスク

Fig.5.3分 岐 先の タス クの誤検 出

6.階 層的な部分タスクグラフの検出法

誤検出の問題は,与 える教師データからの学習の難度

が高いことが原因のひとつだと考えられる.そ こで,一

度に全ての部分タスクグラフを検出するのではなく,階

層的スケジュー リングにおける部分タスクグラフの検出

と同様に,そ の階層に存在する部分タスクグラフのみを

検出する手法に切 り替えた.Fig.6.1は 階層的な部分タス

クグラフの検出法を表したものである.

罫
轟

1110]

21171

検出済み

fi"-4『512・1
【141317M】8i71

、-10115

[12】6

1

2

4s

378

09

5

ρ ・
1

2

識 ⇒-1・
6

5
工

9

6
1

2

D蔀r1臨 ■■■■■■噸レ37毒81

6

1

Fig.6.1階 層 的な部分タスクグラ フの検出法

6.1入 力 データ形式の修正

検出の 目的を変更す るにあた り,DeepLeamingの 学 習

に用い る学習データの形式に も変更 を加 える.階 層的な

部分タスクグ ラフの検出を行 うにあたって,入 力デー タ

には新 たに前の階層までに部分タス クグラフに所属 した

タスクの情報を追加 す る必要があ る.そ こで,Fig.6.2に

示 す よ うに,対 角要素に格納 された値の内,前 の階層ま

でに部分タスクグ ラフに所属 した タス クに該 当す るもの

についてその値 を一1に変 更 した.

Illl

9[20]

Fig.6.2修 正 後の入力データ形式

6.2出 カ デー タ形式の修 正

変 更にあた り出力 データに必 要な情報 は,そ の階層 に

おける部分 タスクグ ラフの情報 のみ とな るため,複 数 の

識別値 ではな く,Fig.6.3に 示 す よ うに,部 分 タス クグラ

フに所属す るか否 かをOorlで 表 現 して格納 した.

変 更前1・1・1・121・1・12121・121・1

変更後
畢

第一層1・1・1・1・1・1・1・1・1・1・1・1

第二層1・1・1・1・1・1・1・1・1・1・1・1

第三層巨1・1・1・1・1・1・1・1・1・1・1

Fig.6.3修 正 後の出力データ形式
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7.学 習精度 と評価 酋[-1■ の 捨1旧

口 1:.

・ ■;・ 二 ■1

Fig.7.1は タスク数20の タスクグラフ50,000個 分を1

つのデータセットとし,そ れを学習 した変更前と変更後

の学習精度の遷移の比較を表 したものである.階 層的な

部分タスクグラフの検出のために学習する変更後の方が

変更前の学習に比べて学習精度が高水準で安定するまで

にかかるステップ数が少ないことがわかる.
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Fig.7.1変 更 の前後での学習精度の遷移の比較

また,学 習が完了 した ものに入力デー タを与 え,そ の

部分タス クグラフ検出の精度を確認 した.Fig.7.2は 学 習

が完了 した ものに部分タス クグラフが3つ 階層的 に存在

す るタス クグラフを人カデー タと して与 え,そ の部分 タ

スクグ ラフ検出の結果を確 認 した例であ る.
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Fig.7.2部 分 タスクグラフ検 出の例

8.お わ りに

部分 タスクグ ラフのDeepLearningを 川 いた検出 におい

て も,複 数 の層 に分け,よ り小 さな部分 タス クグラフか

ら検 出 し,検 出済みの ものは1つ のマ クロタス クにま と

めて さらにk位 層 の部 分タス クグラフを検出す ることが

効果 的であ ることが分かった.

今 回,DeepLearningを 適 用す るにあたって,そ の学習

に用 い る教 師データは1つ の タス クグラフか ら複数 の入

出力デ ータを作成 し,50,000個 分 を1つ のデー タセ ッ ト

としてい る.そ のため,変 更前 と比べて1つ のデー タセ

ッ トに含 まれ るタスクグ ラフの種類 は減 少 してい る.従

って,学 習 させ るタス クグラフの種類 を増や し,よ り大

量のデ ータセ ッ トでの学習 を試 み ることは今後の課題 の

ひ とつ として考え られ る.ま た,現 状の仕様 では部分 タ

スクグラフの検 出に とどまってい るため,実 際の タス ク

グラフか ら部 分タスクグ ラフをマ クロタス ク化 し,ス ケ

ジュー リングを行 う手段 は別 途進めてい る階層的スケ ジ

ュー リング と連携 させ て この効果 を確 認す る必要があ る.

ま た,タ スクスケジュー リングのGUIツ ー ル と連携 し,

検 出 された部分 タスクグ ラフをGUIツ ー ル上 で視 覚化 し

て確 認でき るよ うにす ると便利 にな ると考え られ る.
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